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Notation et Abréviation

Les notations et les abréviations suivantes sont utilisées :

ACF : Fonction d'auto-corrélation (Anglais : auto correlation function).

PACF : Fonction d'auto-corrélation partiel (Anglais : partiel auto correlation function).

AR : Auto régressif (Anglais : Auto regressive).

MA : Moyenne mobile (Anglais : Moving average).

ARMA : Auto régressif Moyenne mobile (Anglais : Auto regressive moving average).

ARIMA : Auto régressif Moyenne mobile intégré (Anglais : Auto regressive integrated mo-

ving average).

AIC : Critère d'information d'Akaikae (Anglais : Akaikae information criteria).

BIC : Critère d'information Bayésien.
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Introduction générale

Pour tenter de comprendre le monde autour de nous, des observations sont souvent fait

étalée dans le temps. Valeurs à l'avenir (le futur) dépendent, avec les observations dispo-

nibles actuellement (le passé et le présent), généralement d'une manière stochastique. Une

telle dépendance est utile de prévoir le futur de son passé. En e�et, nous va décrire la

dynamique de système à partir de laquelle les données observées sont générées et sera donc

prévoir et éventuellement contrôler les événements futurs. Les objectifs de l'analyse des séries

chronologiques sont diverses, selon le contexte des applications. Les statisticiens considèrent

généralement une série temporelle comme une réalisation d'un processus stochastique. Une

tâche fondamentale est de dévoiler la loi de probabilité qui régit la série chronologique ob-

servée. Avec une telle loi de probabilité, nous pouvons comprendre la dynamique prévus des

événements futurs , et contrôler les événements futurs par intervention. Ce sont les trois

principaux objectifs de l'analyse des séries chronologiques.

Il y a une in�nité de processus stochastiques qui peuvent générer les même données observées

, comme le nombre d'observations est toujours �ni. Cependant, certains de ces processus sont

plus plausible et admettent meilleure interprétation que d'autres. Sans contraintes supplé-

mentaires sur le processus sous-jacent, il est impossible d'identi�er le processus à partir d'un

nombre �ni d'observations. Une approche populaire est de con�ner la loi de probabilité à

une famille déterminée et puis choisit un membre de cette famille qui est la plus plausible.

La première que l'on appelle la modélisation et le dernier est appelé estimation, ou, plus

généralement,inférence statistique.

La classe la plus populaire des modèles de séries chronologiques linéaires se compose

des modèles autorégressifs d'ordre p, (AR(p)), les modèles à moyennes mobiles d'ordre q

(MA(q)) (En Anglais : moving average) et les modèles mixtes d'ordre (p, q) (ARMA(p, q)).

Il existe aussi des modèles particuliers comme ARIMA, SARIMA ....

Un processus autorégressif est un modèle de régression dans lequel la variable de la série

est expliquée par ses valeurs passées plutôt que par d'autres variables.
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Les processus autorégressifs supposent que chaque point peut être prédit par la somme pon-

dérée d'un ensemble de points précédents, plus un terme aléatoire d'erreur.

Ces processus forment une classe �exible de modèles pour de nombreux phénomènes obser-

vés. Ils sont construits à partir de l'idée que l'observation au temps t s'explique linéairement

par les observations précédentes.

Les processus autorégressifs sont utilisés pour modéliser des séries chronologiques dans de

nombreux domaines, en �nance, en biologie, en climatologie, en médecine, en économétrie

et en météorologie et dans bien d'autres domaines. Par exemple, en �nance, on s'intéresse à

modéliser le taux de change d'une devise. En météorologie, les scienti�ques modélisent par

exemple la température dans le dernier mois pour prédire la température qu'il fera demain.

L'idée est de prendre un échantillon de données et de construire le meilleur modèle qui ajuste

ces données. Ce modèle nous permet de tirer certaines conclusions sur la série.

Les premiers processus autorégressifs ont été introduits par George Udny Yule (1871-1951).

Les recherches actuelles se concentrent autour de deux thèmes : l'étude des propriétés théo-

riques de ces processus (existence, moments et queue d'une loi stationnaire, comportement

extrême) dont la connaissance permet de mieux choisir les modèles en fonction des don-

nées, et d'autre part l'estimation des paramètres des modèles pour pouvoir répondre aux

problèmes pratiques et faire des prévisions. Les processus de moyenne mobile supposent que

chaque point est fonction des erreurs entachant les points précédant, plus sa propre erreur.

les modèles ARMA (modèles autorégressifs et moyenne mobile), ou aussi modèle de Box-

Jenkins, sont des principaux modèles des séries temporelles. Etant donné une série temporelle

Xt, le modèle ARMA est un outil pour comprendre et prédire, éventuellement, les valeurs

futures de cette série. Le modèle ARMA qui combine les deux modèles AR et MA est com-

posé de deux parties : une part autorégressive (AR) et une part moyenne-mobile (MA). Le

modèle est généralement noté ARMA(p, q), où p est l'ordre de la partie AR et q l'ordre de la

partie MA. En particulier, un modèle autorégressif AR(p) est un ARMA(p, 0). Un modèle

moyenne mobile MA(q) est un ARMA(0, q).

Les modèles ARMA, une fois choisi les ordres p et q, peuvent être ajustés sur des données

par la méthode des moindres carrés, on recherche les paramètres qui minimisent la somme

des carrés des résidus. Prendre des valeurs de p et q les plus petites est généralement vu

comme une bonne pratique (principe de parcimonie). Pour un modèle AR pur, les équations

de Yule-Walker permettent de réaliser l'ajustement.

Un modèle ARIMA est étiqueté comme modèle ARIMA(p, d, q), dans lequel :

p est le nombre de termes auto-régressifs,

d est le nombre de di�érences,

q est le nombre de moyennes mobiles.
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Le modèle ARMA ne permet de traiter que les séries dites stationnaires (des moments du

premier ordre qui sont invariants au cours du temps). Les modèles ARIMA permettent de

traiter les séries non stationnaires après avoir déterminé le niveau d'intégration (le nombre

de fois qu'il faut di�érencier la série avant de la rendre stationnaire).

Un modèle de bruit blanc faible est un processus stochastique ε = (εt)t∈I où l'ensemble I

est un intervalle de temps qui peut être discret ou continu tel que pour tout t et t′ dans I

IE(εt) = 0 et IE(εtεt′) = σ2Itt′ .

On dit qu'il est fort lorsque de plus les variables εt sont indépendantes.

L'hypothèse d'observations indépendantes est souvent subjective, voir erronée, car elle ne

re�ète pas l'évolution exacte du phénomène aléatoire. En e�et, les observations dépendantes

sont plus ajustées à la réalité. Il existe, cependant, de nombreuses notions de dépendance.

On s'intéresse ici à celles qui s'expriment en termes de coe�cients de mélange entre les tribus

engendrées par le passé et le futur de la suite de variables aléatoires (Xn)n≥1. Les coe�cients

de α-mélange αn, de β-mélange βn, de ρ-mélange ρn, de ϕ-mélange ϕn et de ψ-mélange ψn.

Les suites α-mélangeantes ont beaucoup d'intérêt, les processus linéaires sont sous certaines

conditions α-mélangeants et leurs coe�cients de mélange ont un ordre de grandeur explicite.

Cependant, il est techniquement très di�cile d'évaluer ces coe�cients αn des suites mélan-

geantes (voir Doukhan [42]) pour une étude complète de ce sujet).

Une autre notion de dépendance est celle appelée dépendance positive ou association, des

variables aléatoires sont dites associées lorsque la covariance de toute paire de fonctions

croissantes de ces variables est positive. Les coe�cients qui interviennent en manipulant la

dépendance positive sont les plus naturels possibles. Ces quantités sont plus faciles à évaluer

que les coe�cients de mélange.

Une autre notion de dépendance faible a été dé�nie récemment par Doukhan et Louhichi qui

permet notamment de traiter le mélange et l'association dans une approche uni�ée. Dans

cette notion générale de dépendance, au lieu de mesurer l'écart entre les tribus engendrées

par le passé et le futur des variables aléatoires, on mesure plutôt l'écart entre des fonctions

convenables du passé et du futur de la suite.

Ce travail sera organisé comme suit : dans le premier chapitre préliminaires nous rappelons

les notions fondamentales sur les processus stochastique et en particulier les processus au-

torégeressifs, nous abordons les travaux essentiels (Ciesielski) d'étude de stationnarité, la

causalité et d'autres propriétés asymptotique de ces derniers processus. nous donnons des

principaux résultats de convergence. Ces résultats seront utilisés ensuite dans les chapitres

deux, quatre et cinq. Dans le chapitre deux, on aborde l'estimation non-paramétrique par

la méthode à noyau. Dans le chapitre trois nous entamons les di�érentes notions de dépen-

dance et des résultats générales concernant ces notions et les processus autorégressifs. Des
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inégalités des moments sont nécessaires pour l'analyse du comportement asymptotique des

estimateurs des processus autorégressifs dans les principaux résultat du chapitre quatre et

pour l'étude de l'estimation de la fonction de densité dans le chapitre cinq.

Nos résultats sur la convergence presque complète de l'estimateur des moindres carrées du

paramètre d'un processus autorégressifs d'ordre sous erreur dépendante, se trouvent dans le

chapitre quatre. Le chapitre cinq est consacré à l'estimation de la fonction de densité.
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Chapitre 1

Introduction

L'étude des séries temporelles, ou séries chronologiques, correspond à l'analyse statistique

d'observations régulièrement espacées dans le temps. Elle ont été utilisées en astronomie ('on

the periodicity of sunspots', 1906), en météorologie ('time-series regression of sea level on

weather', 1968), en théorie du signal ('Noise in FM receivers', 1963), en biologie ('the auto-

correlation curves of schizophrenic brain waves and the power spectrum', 1960), en économie

('time-series analysis of imports, exports and other economic variables', 1971)...etc.

De façon générale, quand on parle de séries stationnaires, on a en tête une représentation

de forme Xt, où t ∈ ZZ, représentant les observations (potentielles) du processus, dont on

peut dé�nir un ensemble d'autocovariance γ(t, s) = IE[(Xt − µ)(Xs − µ)] qui ne dépend que

la distance entre t et s, γ(t, s) = γ(t + h, s + h) pour tout h ∈ ZZ (notion 'faible'de station-

narité). On demande généralement à cette autocovariance γ(t, s) de tendre vers 0 quand la

di�érence entre t et s tend vers l'in�ni : la covariance entre des éléments très éloignés dans

la série tend vers 0.

Cette approche, basé sur l'utilisation des corrélations, correspond à l'analyse de type 'tem-

porelle' : elle consiste à l'étudier les corrélation croisées de fonctions de la série (Xt). Ces

méthodes sont généralement paramétriques de type moyenne-mobiles (moving average MA)

ou autorégressives (AR)- voire les deux (ARMA). Toutes ces méthodes consistants à estimer

des paramètres peuvent généralement être vus comme des généralisations de la régression

linéaire.

Historiquement, ce sont les astronomes qui les premiers ont travaillé sur des séries chronolo-

giques.

Soit un processus scalaire AR(1), noté (Xt)t∈ZZ véri�ant :

Xt = θXt−1 + ζt, t ∈ ZZ, Xt ∈ IR

13



CHAPITRE 1. Introduction

où θ ∈ Θ ⊂ IR ; |θ| < 1 et les processus (ζt)t∈ZZ souvent appelé processus bruit. L'estimateur

des moindres carrées de θ s'écrit sous la forme

θ̂n = (
1

n

n∑
t=1

X2
t−1)

−1(
1

n

n∑
t=1

XtXt−1).

De plus, le cas où les variables aléatoires ζt sont indépendantes et identiquement distribuées

(i.i.d.) et de moment d'ordre 4 �ni.
√
n(θ̂n − θ) converge en loi vers une variable aléatoire

gaussienne centrée de variance σ2
θ = 1− θ2. Voir [73] où l'on peut aussi trouver des résultats

asymptotiques relatifs au processus Xt =
∑
k

θkζt−k. Voir [78], Davis et Resnick montrent,

à propos de ce dernier modèle, qu'il est possible d'obtenir des résultats de convergence

en loi non standard pour la fonction d'autocorrélation γ(h) = (IEX2
0 )−1IE(X0Xh) (estimée

par (
n∑
t=1

XtXt)
−1

n∑
t=1

XtXt+h). Deux articles en 1927 ont ouvert une étude sur les processus

autorégressifs et les moyennes mobiles : l'article de Yule[86] et celui de Slutsky[84] .

Yule a introduit dans la littérature les modèles autorégressifs, en considérant des modèles

de la forme

Xt = θ1Xt−1 + θ2Xt−2.

Étant données deux valeurs initiales, cette suite présente un comportement saisonnier, fonc-

tion des paramètres θ1 et θ2. Yule remarque qu'en fait, le comportement dépend des racines

(complexes) de l'équation z2 − θ1z − θ2 = 0, et plus particulièrement de leur position par

rapport au disque unité. Si leur module est inférieur à 1, alors on observe un comportement

sinusoïdal amorti. En fait, la forme générale des solutions sera

Xt = A%t cos(ωt− α), lorsque 0 < % < 1.

Le modèle autorégressif proposé par Yule est le suivant

Xt = θ1Xt−1 + θ2Xt−2 + ζt (1.1)

où (ζt) correspond à un bruit blanc.

Exemple La séries dé�nie par Xt = 1.8Xt−1 − 0.8Xt−2 peut être écrite également

Xt = −2(0.9)t cos(4t− 1/2)

Slutsky a introduit les moyennes mobiles la même année que Yule a introduit les processus

autorégressifs... mais son article, écrit en 1927 en russe n'a été traduit qu'en 1937 en anglais.

Pour cela, il a utilisé des nombres générés par la loterie o�cielle, et a réussit à générer une

série décrivant le cycle économique en Angleterre, de 1855 à 1877. La forme générale était

la suivante,

Xt = α0ζt + α1ζt−1 + ...+ αqζt−q, (1.2)

14



CHAPITRE 1. Introduction

où (ζt) constituent un bruit blanc. Cette écriture a suggéré d'élargir la relation (1.1) sous

une forme proche de (1.2), à savoir

θ0Xt + θ1Xt−1 + θ2Xt−2 = ζt. (1.3)

Les processus introduits par Yule deviendront les processus AR(p) et ceux introduits par

Slutsky les processus MA(q). L'analogie entre les deux processus sera même poussée plus

loin lorsqu'il sera montré que les processus AR(p) et MA(q) sont respectivement des pro-

cessus MA(∞) et AR(∞), sous certains conditions. Plus généralement on peut montrer que

tout AR(p) peut avoir une représentation MA(∞) et de manière duale, en peut exprimer

aussi toute MA(q) comme un AR(∞).

1.0.1 Les opérateurs discrets

Nous considérons l'ensemble des suites numériques et sur cet ensemble nous dé�nirons les

opérateurs de retard L, d'avance F , de di�érence ∇ et de sommation S. (Nous conservons

les symboles anglais L pour Backward et F pour forward).

i) L'opérateur de retard L

Il est dé�ni par

LYt = Yt−1, ∀t

la linéarité est évidente : L(αYt+βZt) = αYt−1+βZt−1 = αLYt+βLZt on posera L0Yt = 1.Yt

(opérateur identité).

L'opérateur Ln est dé�ni par L(Ln−1Yt) = Yt−n.

La somme d'opérateurs dé�ni par :

(α1L
n1 + ...+ αpL

np)Yt = (α1L
n1Yt + ...+ αpL

npYt) = α1Yt−n1 + ...+ αpYt−np .

Ainsi un polynôme en L est bien dé�ni.

ii) L'opérateur d'avance F

Il est dé�ni par :

FYt = Yt+1 ,∀ t

toutes les dé�nitions précédentes bien entendu s'applique à F et la linéarité est aussi évidente.

iii) L'opérateur de di�érence ∇
dé�ni par :

∇Yt = Yt − Yt−1 ,∀ t
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1.1 Équation aux di�érences linéaires à coe�cients constants

on a aussi ∇ = 1− L, il est possible de reprendre les dé�nitions i).
Itérations de ∇ :

∇2Yt = (1− L)2Yt

= (1− 2L+ L2)Yt

∇dYt =
d∑

k=0

(−1)kCk
dYt−k.

iv) L'opérateur de sommation S

Il est dé�ni par :

SYt =
t∑
−∞

Yh ,∀ t

où SYt = (1 + L+ L2 + ...)Yt.

On a ainsi (au moins formellement)

∇−1 =
1

1− L
= 1 + L+ L2 + ... ∇−1 = S.

S est bien sûre linéaire et les dé�nitions i) sont applicables pour les itérations on a :

SYt =
t∑

h=k+1

Yh + SYk,

pour t ≥ k + 1

S2Yt =
t∑

i=k+1

i∑
h=k+1

Yh + S2Yk + (t− k)SYk.

1.1 Équation aux di�érences linéaires à coe�cients constants

1.1.1 Motivation

On suppose donné une suite de temps (année, trimestre, mois, semaine, jour,...). Soit Yt
la valeur d'une variable au temps t et wt une autre quantité connue en t. Supposons que Yt
dépende de Yt−1 et de wt par le modèle suivant :

Yt = θYt−1 + wt (1.4)

(1.4) dé�nit une équation au di�érences du 1er ordre, linéaire à coe�cients constants. On

veut analyser la dynamique d'un tel système.
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1.1 Équation aux di�érences linéaires à coe�cients constants

1.1.2 Équation aux di�érences linéaires du pème ordre

Généralisations (1.4) en faisant dépendre Yt de p valeurs passées :

Yt = θ1Yt−1 + θ2Yt−2 + ...+ θpYt−p + wt. (1.5)

Première méthode (matricielle) on écrit une équation vectorielle du 1er ordre :

Ỹt =



Yt

Yt−1
...

Yt−(p−2)

Yt−(p−1)

 =



θ1 θ2 · · · θp−1 θp

1 0 · · · 0 0
...

. . .
...

...
...

. . .
...

...

0 0 · · · 1 0





Yt−1

Yt−2
...

Yt−(p−1)

Yt−p

+



wt

0
...

0

0


⇔

Ỹt = θ̃ Ỹt−1 + w̃t. (1.6)

On voit donc que l'on peut trouver une forme analogue à (1.4) pour une dépendance d'ordre

p en exprimant la relation (1.5) sous la forme matricielle (1.6). En itérant t fois, on a :

Ỹt = θ̃t+1Ỹ1 + θ̃tw̃0 + θ̃t−1w̃1 + ...+ θ̃w̃t−1 + w̃t (1.7)

⇒
Ỹt+j = θ̃j+1Ỹt + θ̃jw̃t + θ̃j−1w̃t+1 + ...+ θ̃w̃t+j−1 + w̃t+j. (1.8)

Remarque que seule la première ligne des systèmes (1.7) et (1.8) nous intéresse.

La multiplicateur dynamique du w̃t est ici l'élément (1, 1) de la matrice θ̃j. Donc on peut

écrire :

Ỹt+j =
p∑
i=1

(θ̃j+1)1iỸt−j +
j∑
i=0

(θ̃j−i)11w̃t+i. (1.9)

Tout le problème est donc de calculer la 1ère ligne des puissances de θ̃.

Proposition 1.1 Les valeurs propres de θ̃ sont les solutions de l'équation caractéristique

λp − θ1λp−1 − · · · − θp−1λ− θp = 0.

Preuve : On développe det(θ̃ − λI) par rapport à la dernière colonne.

Supposons pour simpli�er que les p valeurs sont distinctes. Rangeons les sur la diagonale

d'une matrice D. Alors il existe une matrice Λ non singulière, telle que

θ̃ = ΛDΛ−1 ⇔ θ̃j = ΛDjΛ−1,
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1.1 Équation aux di�érences linéaires à coe�cients constants

(θ̃j)11 =
p∑

k=1

Λ1k(Λ
−1
k1 )︸ ︷︷ ︸

ck

λjk. (1.10)

On voit que
p∑

k=1

ck = (ΛΛ−1)11 = 1.

Proposition 1.2

ck =
λp−1k

p∏
i=1
i 6=k

(λk − λi)
.

Preuve : Comme le kieme vecteur propre de θ̃ est (λp+1−i
k )i=1,...,p = (Λik)i=1,...,p, on voit que

(Λ−1)ik =
1∏

i 6=k
(λk − λi)

.

Le multiplicateur dynamique donnant l'e�et sur Yt+j de l'augmentation de wt d'une unité

est donc :

(θj)11 =
p∑

k=1

λp+j−1k
p∏
i=1
i 6=k

(λk − λi)
=

p∑
k=1

ckλ
p
k = ψj. (1.11)

Remarque 1.1 Supposons que toutes les valeurs propres de θ̃ soient < 1 (en module). Alors

θ̃j+1 −→ 0 si j → +∞ et
+∞∑
j=0

θ̃j = (I − θ̃)−1 est bornée. Si tous les Yt et tous les wt sont

bornées et connues depuis un lointain passé, on peut négliger la première somme dans (1.9)
et écrire

Yt = wt + ψ1wt−1 + ψ2wt−2 + · · ·

Sous forme matricielle,

Ỹt =
+∞∑
j=0

θ̃jw̃t−j.

Si

w̃t−j −→ w̃t−j +


c

0
...
0

 = w̃t−j + ce1, j = 0, 1, ...

⇒

Ỹt −→ Ỹt +

+∞∑
j=0

θ̃j


︸ ︷︷ ︸
(I−θ̃)−1

ce1.
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1.1 Équation aux di�érences linéaires à coe�cients constants

On démontre que l'élément(
(I − θ̃)−1

)
11

= (1− θ1 − · · · − θp)−1.

En conclusion, l'e�et à long terme d'une augmentation de c de tous les wt−j passés est une
augmentation de Yt de (1− θ1 − · · · − θp)−1c.

Deuxième méthode : opérateurs de décalage

Posons

LYt = Yt−1,

L est un opérateur qui associe à un élément de la suite (Yt, t ∈ ZZ) l'élément précédent

l'équation (1.4) peut s'écrire sous la forme

Yt = θLYt + wt,

ou encore

(1− θL)Yt = wt. (1.12)

Appliquons aux deux membres de (1.12) l'opérateur 1 + θL+ ...+ θjLj :

(1− θj+1Lj+1)Yt = (1 + θL+ ...+ θjLj)wt

⇔

Yt = θj+1Yt−j−1 + wt + θwt−1 + ...+ θjwt−j.

En remplaçant t par t+ j, on retrouve

Yt = θt+1Y−1 + wt + θtw0 + θt−1w1 + ...+ θwt−1 + wt.

De même l'équation (1.5) peut s'écrire

(1− θ1L− · · · − θpLp)Yt = wt. (1.13)

Proposition 1.3 Les solutions λ1, λ2, ..., λp de l'équation caractéristique de la proposition
1.1 sont les inverses des racines du polynôme ϕ(z) de variable (complexe) z où

ϕ(z) = 1− θ1z − · · · − θpzp.

Les racines de ϕ(z) soit donc λ−1i , i = 1, ..., p. L'équation (1.13), qui peut s'écrire,

(1− λ1L)(1− λ2L)...(1− λpL)Yt = wt
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1.1 Équation aux di�érences linéaires à coe�cients constants

est stable (i.e. Yt reste borné, si wt est borné), si |λi| < 1, donc |λ−1i | > 1, c'est-à-dire si
les racines de ϕ(z) sont en module > 1 (" à l'extérieur du disque-unité"), ou, de manière
équivalente, si les valeurs propres de θ̃ sont en module < 1.
Supposons (comme avant) que les λi soient distinctes et que |λi| < 1, i = 1, ..., p. Inversons
la relation (1.13) formellement.

ϕ(z)Yt = wt ⇔ Yt = ϕ−1(z)wt.

Peut-on donner un sens à cette expression ?
On a

ϕ−1(z) =
1

(1− λ1z)(1− λ2z)...(1− λpz)
= ψ(z).

Par décomposition en éléments simples, on a :

ψ(z) =
c1

(1− λ1z)
+

c2
(1− λ2z)

+ ...+
cp

(1− λpz)
(1.14)

comme ψ(0) = 1 on a
p∑

k=1

ck = 1. De plus,

lim
z→λ−1

k

ψ(z)(1− λkz) = ck =

 p∏
i=1
i 6=k

(1− λiλ−1k )


−1

=
λp−1k

p∏
i=1
i 6=k

(λk − λi)
. (1.15)

Comme, dans l'expression suivante, chaque série entre parenthèses converge :

ψ(z) =
p∑

k=1

ck(1 + λkz + λ2kz
2 + λ3kz

3 + ...)

=
p∑

k=1

ck︸ ︷︷ ︸
=1

+(
p∑

k=1

ckλk)z + (
p∑

k=1

ckλ
2
k)z

2 + ...

= 1 +
+∞∑
j=1

(
p∑

k=1

ckλ
j
k)︸ ︷︷ ︸

ψj

zj

= 1 +
+∞∑
j=1


p∑

k=1

λp−1+jk
p∏
i=1
i 6=k

(λk − λi)

 z
j. (1.16)
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1.2 Notions sur les processus stochastiques

Et on trouve le résultat de la proposition 1.2. On peut alors écrire explicitement Yt en fonction
du passé de la série (wt, t ∈ ZZ) :

Yt = wt +
+∞∑
j=1

ψjwt−j ' wt +
ν∑
j=1

ψjwt−j

où ν est choisi assez grand pour qu'on puisse négliger le reste.

1.2 Notions sur les processus stochastiques

Les processus stochastiques sont des outils de modélisation, sont utilisés dans un grand

nombre de domaines scienti�ques.

Dé�nition 1.1 Un processus stochastique (ou aléatoire) est une famille de variables aléa-
toires {Xt; t ∈ T} toutes dé�nies sur le même ensemble fondamental Ω. Les variables
aléatoires peuvent être discrètes ou continues et l'ensemble d'indices peut être :

1. T = {0, 1, 2, ...} ou T = ZZ. Dans ce cas on parle d'un processus en temps discret.

2. T = [0,+∞) ou T = IR. Le processus est alors en temps continu.

Il y a deux niveaux auxquels on peut observer l'évolution d'un processus :

- Fixons un ω ∈ Ω (une réalisation de l'expérience aléatoire sous-jacente). L'ensemble

{Xt; t ∈ T} est une réalisation du processus stochastique, aussi appelée trajectoire.

On peut étudier les propriétés des trajectoires.

- Fixons n instants (t1, t2, ..., tn), avec t1 < t2 < ... < tn où n est un entier positif arbitraire.

Considérons le vecteur aléatoire (Xt1 , Xt2 , ..., Xtn), extrait du processus, et notons sa fonction

de répartition conjointe :

Ft1,t2,...,tn(x1, x2, ..., xn) = IP(Xt1 , Xt2 , ..., Xtn). (1.17)

Les propriétés distributionnelles du processus sont données par la collection de toutes les

fonctions de répartition Ft1,t2,...,tn pour tout n ≥ 1 �ni et tout n-uple (t1, t2, ..., tn) de T. Pour

obtenir des processus utiles, il faut particulariser.

1.2.1 Processus stationnaire

Dé�nition 1.2 Le processus {Xt; t ∈ T} est dit fortement (ou strictement) stationnaire, si
pour
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1.2 Notions sur les processus stochastiques

tout n ≥ 1 �ni ;
tout t1 < t2 < ... < tn ∈ T ;
tout h tel que ti + h ∈ T , i = 1, 2, ..., n :

Ft1,t2,...,tn(x1, x2, ..., xn) = Ft1+h,t2+h,...,tn+h(x1, x2, ..., xn). (1.18)

C'est à dire si les fonctions de répartition du processus sont toutes invariantes par décalage
dans le temps. Nous nous concentrons ici sur les processus en temps discret.
Exemples en temps discret

1. une suite {Xt; t ∈ T}, T = {0, 1, 2, ...}, de variables aléatoires indépendantes de même
loi de Bernoulli est un processus en temps discret strictement stationnaire.
2. La suite {Yt; t ∈ T} dé�nie par Yt = (−1)tXt où {Xt} est le processus ci-dessus, n'est
pas strictement stationnaire.
3. Soit {ζt; t ∈ T} une suite de variables aléatoires indépendantes de même loi normale
N (0, σ2). Elles forment un processus strictement stationnaire appelé bruit blanc gaussien.
Si les moments d'ordre 1 et 2 existent, on se contente souvent d'une notion de stationnarité
plus faible que la précédente.

La suite de variables aléatoires {Xt; t ∈ ZZ} est appelée processus stochastique. Les
observations (données) empiriques X1, ..., XT sont interprétées comme des réalisations par-
ticulières de ce processus, tandis que {Xt; t ∈ ZZ}, lorsqu'on ajoute des conditions sur
sa structure probabiliste (ses moyennes, ses variances et covariances,...) sert à dénoter le
modèle (paramétrique) théorique. Celui-ci aidera à mieux comprendre le comportement "en
moyenne" et des propriétés statistiques des estimateurs des paramètres du modèle.

Ayant introduit la notion d'un processus stochastique servant à modéliser des séries chro-
nologiques, on se concentre maintenant sur la classe importante des processus station-

naires. La dé�nition suivante caractérise les suites qui sont stationnaires en moyenne et
dont la structure de covariance reste elle aussi constante.

Dé�nition 1.3 Un processus est dit faiblement stationnaire (ou stationnaire du seconde
ordre), si
i) tous les moments d'ordre 1 et 2 existent (i.e. IE(Xt) <∞ et IE(X2

t ) <∞) ;
ii) les espérances IE(Xt) = µ sont identiques pour tout t ;
iii) les covariances Cov(Xt, Xt+h) = γ(h) ne dépendent que de h pour tout t et t+ h ∈ T .

Dans cette dé�nition, la propriété i) exprime la stationnarité en moyenne de la suite, ii)

assure que la variance de chaque variable reste �nie, et iii) précise ce qu'on entend par
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"invariance". Par cette propriété, on peut introduire que

Cov(Xt, Xt+h) = Cov(Xt−1, Xt−1+h) = ... = Cov(X0, Xt+h) ∀t, h ∈ IN.

Dé�nition 1.4 γ(h) s'appelle la fonction d'autocovariance (fac) du processus. En particulier

γ(0) = V ar(Xt).

La fonction d'autocorrélation ρ(h) est donné par

ρ(h) =
γ(h)

γ(0)
.

Remarques

1. Un processus fortement stationnaire du second ordre, si les moments d'ordre 1 et 2

n'existent pas.

2. Un processus stationnaire du second ordre n'est pas nécessairement fortement station-

naire : posons

Xt = Z1 cosψt+ Z2 sinψt

où ψ est une constante et Z1 et Z2 sont des variables aléatoires non corrélées avec IE(Z1) =

IE(Z2) = 0 et V ar(Z1) = V ar(Z2) = 1. Alors

IE(Xt) = 0.

Cov(Xt, Xt+h) = IE[(Z1 cosψt+ Z2 sinψt)(Z1 cosψ(t+ h) + Z2 sinψ(t+ h))] = cosψh

Sont indépendantes de t. {Xt; t ∈ T} est stationnaire du second ordre. Il est évident que

Xt1 et Xt2 n'ont pas nécessairement la même loi. Le processus n'est donc pas fortement

stationnaire.

Dé�nition 1.5 La suite de variables aléatoires {ζt}t=0,1,... constitue un bruit blanc faible
(respectivement fort) si les trois propriétés suivantes sont respectées.
i) IE(ζt) = 0∀ t ∈ Z ;
ii) IE(ζ2t ) = σ2 est constante et strictement positive ;
iii) Cov(ζt, ζs) = 0 si t 6= s (respectivement, les ζt sont i.i.d.).
Si la suite {ζt}t=0,1,... est un bruit blanc faible, on notera {ζt} ∼ WN(0, σ2). Si {ζt} consti-
tuent un bruit blanc fort, on notera {ζt} ∼ IID(0, σ2).
Le bruit blanc, même non portant de la structure de corrélation non triviale ("processus
purement aléatoire"), jouera un rôle prépondérant dans notre modélisation : Il intervient
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comme module de base pour construire des processus stationnaires portant des corrélations
intéressantes ainsi qu'il, servira comme modèle pour les "résidus" d'une modélisation, la
composante qui reste après avoir modélisé toute structure de corrélation intéressante et qui
est supposée de ne plus contribuer à cette structure non triviale. En e�et, tester si ces résidus
sont compatibles avec un bruit blanc sera un des moyens principaux pour une diagnostique
du modèle ajusté aux données stationnaires mais autocorrélées.

1.2.2 Propriétés de la fonction d'autocovariance

Soit γ(.) la fac (fonction d'autocovariance) d'un processus en temps discret faiblement

stationnaire {Xt; t ∈ ZZ}. Alors, pour tout h :

i) γ(0) ≥ 0 ;

ii) |γ(h)| ≤ γ(0) ;

iii) γ(−h) = γ(h).

Ces conditions ne sont que nécessaires. Il faut encore que la fac soit dé�nie non négative.

Remarque

1. On constate qu'on peut associer un processus gaussien à chaque fac.

2. une fonction d'autocorrélation possède toutes les propriétés d'une fac, avec en plus ρ(0) =

1.

1.2.3 Processus linéaires et processus linéaires généraux

Un processus linéaire est un processus stochastiqueXt formé par une combinaison linéaire

(non nécessairement �nie) de bruits blancs forts. On dé�nit également la classe des processus

linéaires généraux, qui sont constitués de combinaisons linéaires de bruits blancs faibles.

Introduisons formellement ces deux types importants de processus.

Dé�nition 1.6 {Xt}t∈ZZ est un processus linéaire(respectivement un processus linéaire gé-
néral) de moyenne µ s'il peut être écrit sous la forme :

Xt = µ+
+∞∑

k=−∞
bkζt−k (1.19)

où {ζt}t∈ZZ est un bruit blanc fort(respectivement faible), avec variance σ2
ζ , et où la suite des

coe�cients bk est supposée telle que

+∞∑
k=−∞

b2k <∞. (1.20)
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Dans cette dernière dé�nition, nous devons préciser le sens qui est donné à la série (1.19).

Pour ce faire, considérons une suite de nombres mn −→ ∞ et formons le processus linéaire

tronqué

µ+
mn∑

k=−mn
bkζt−k,

qui est bien dé�ni puisque le nombre de termes dans la somme est �ni. La convergence (1.19)

signi�e que la moyenne quadratique

IE[(µ+
mn∑

k=−mn
bkζt−k −Xt)

2] ≤
∑
|k|≥mn

b2kIE|ζ2t−k| = σ2
ζ

∑
|k|≥mn

b2k

tend vers 0 lorsque n −→∞ (et donc lorsque mn −→∞).

La restriction (1.20) faite sur les coe�cients bk est usuelle, et signi�e que, lorsque k grandit,

les coe�cients |bk| décroissent rapidement (autrement, la somme in�nie (1.20) ne saurait être

�nie). La condition (1.20) se dit également "bk est de carré sommable", ou encore bk ∈ l2(ZZ).

En terme de modélisation, cette condition signi�e que l'in�uence de la série {ζt} est limitée

dans le temps : Xt sera principalement déterminé par le bruit blanc aux instants proches de

t. La condition (1.20) est également nécessaire pour que la série (1.19) converge au sens de

la moyenne quadratique, comme nos considérations ci-dessus le montrent.

Le résultat suivant montre que les processus linéaires que nous avons dé�nis sont des pro-

cessus stationnaires

Proposition 1.4 Si {Xt} est un processus linéaire général dé�nit par (1.19) avec ζt ∼
WN(0, σ2

ζ ), alors {Xt} est stationnaire et on a :

γ(0) = V ar(Xt) = σ2
ζ

∞∑
−∞

b2k,

γ(s) = σ2
ζ

∞∑
−∞

bkbk+s ∀s ∈ ZZ.

Preuve On a déjà remarqué ci-dessus que IE(Xt) = µ (pour tout t ∈ ZZ). Pour véri�er les

deux autres conditions, on calcule la covariance entre Xt et Xt+h

Cov(Xt, Xt+h) = IE(XtXt+h)− IE(Xt)IE(Xt+h)

= IE(µ2 + µ
∞∑

l=−∞
blζt+h−l + µ

∞∑
k=−∞

bkζt−k
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+
∞∑

k,l=−∞
bkblζt−kζt+h−l)− µ2

= µ
∞∑

l=−∞
blIE(ζt+h−l) + µ

∞∑
k=−∞

bkIE(ζt−k)

+
∞∑

k,l=−∞
bkblIE(ζt−kζt+h−l)

où le passage de l'espérance dans la somme in�ni est justi�ée par le théorème de la conver-

gence monotone et le fait que IE(Xt) < ∞ pour tout t. Puisque ζt ∼ WN(0, σ2
ζ ), on a

donc

Cov(Xt, Xt+h) =
∞∑

k,l=−∞
bkblCov(ζt−kζt+h−l)

= σ2
ζ

∞∑
k,l=−∞

bkblδt−k,t+h−l

= σ2
ζ

∞∑
k,l=−∞

bkbk+h.

Donc Cov(Xt, Xt+h) ne dépend pas de t et on a les résultats annoncés.

1.2.4 Processus autorégressif AR(p)

Dé�nition 1.7 Un processus faiblement stationnaire {Xt; t ∈ ZZ} est dit autorégressif
d'ordre p, noté AR(p), s'il véri�e :

Xt = θ1Xt−1 + θ2Xt−2 + ...+ θpXt−p + ζt (1.21)

IE(Xt) = 0, où {ζt} ∼ WN (0, σ2).En isolant ζt on trouve :

(1− θ1L− θ2L2 − ...− θpLp)Xt = ζt

Γ(L)Xt = ζt. (1.22)

Formellement, les deux processus {Xt; t ∈ ZZ} et {ζt; t ∈ ZZ} sont liés par l'opérateur Γ(L)

qui est un polynôme de degré p dans l'opérateur de décalage. On généralise facilement (1.22)
à un processus d'espérance µ :

Γ(L)(Xt − µ) = ζt

Nous pouvons donc, sans perdre de généralité, supposer que IE(Xt) = 0.
Causalité : Prenons un processus AR(1) et itérons :

Xt = θXt−1 + ζt
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= θ(θXt−2 + ζt−1) + ζt

= θ2Xt−2 + θζt−1 + ζt
...

= θnXt−n + θn−1ζt−(n−1) + ...+ ζt

= θnXt−n +
n−1∑
i=0

θiζt−i

= θnXt−n +

(
n−1∑
i=0

θiLi
)
ζt.

i) Si |θ| < 1, et si n très grand, la contribution de θnXt−n tend vers 0, et comme
+∞∑
i=0

θi =

(1− θ)−1 converge, Xt converge presque sûrement et en moyenne quadratique :

Xt −→
+∞∑
i=0

θiζt−i =

(
+∞∑
i=0

θiLi
)
ζt

= (1− θL)−1 ζt

On dit que {Xt; t ∈ ZZ} possède une représentation causale en fonction du passé de bruit
blanc {ζt; t ∈ ZZ} car dans ce cas, Xt est complètement déterminé par le passé du processus
{ζt; t ∈ ZZ} ;

ii) Si |θ| > 1, la représentation de {Xt; t ∈ ZZ} en fonction de {ζt; t ∈ ZZ} est non
causale. On peut néanmoins représenter {Xt; t ∈ ZZ} en fonction des valeurs futures de
{ζt; t ∈ ZZ}. Dans la pratique, ce n'est pas très utile et on cherche toujours (et on pourra
toujours trouver) un bruit blanc pour lequel {Xt; t ∈ ZZ} a une représentation causale. La
représentation canonique est alors

Xt −
1

θ
Xt−1 = ηt

où

ηt = (1− θF )(1− θL)−1ζt = −θζt+1 + (1− θ2)
∞∑
i=0

θiζt−i ;

iii) Si |θ| = 1, il n'existe pas une représentation stationnaire de {Xt; t ∈ ZZ} en
fonction de {ζt; t ∈ ZZ}. Par exemple, pour θ = 1, Xt = Xt−1 + ζt, qui peut s'écrire
Xt − Xt−1 = ζt + ζt−1 + ... + ζt−h+1 et donc IE(Xt − Xt−h) = hσ2. Or pour un processus
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stationnaire, il est possible de montrer que IE(Xt−Xt−h)
2 ≤ 4V ar(Xt). Puisqu'il est impos-

sible que pour tout h, hσ2 ≤ 4V ar(Xt), le processus n'est pas stationnaire. Donc une marche
aléatoire n'est pas stationnaire car la suite des covariances dépend de h. En fait, on observe
en plus que sa variance n'est pas constante mais augmente en temps h.
L'évolution de Xt est aléatoire, et on ne peut pas faire de prévision car il manque une struc-
ture adéquate.

Pour illustrer ce processus non stationnaire, on peut penser aux prix des actifs d'aujour-
d'hui donnant une information sur les prix du lendemain, mais dont la di�érence est quand
même aléatoire, avec un certain contrôle de la variabilité (σ2

ζ <∞). Ici non plus, on ne peut
pas faire de prévision, car {ζt} ne possède pas une structure des corrélations.

Fac d'un processus causale : un processus AR(1) causale est stationnaire.

En e�et

IE(Xt) = IE

(
lim

n→+∞

n∑
i=0

θiζt−i

)

= lim
n→+∞

n∑
i=0

θiIE(ζt−i) = 0

Cov(Xt, Xt+h) = IE

 lim
n→+∞

n∑
i=0

θiζt−i
n∑
j=0

θjζt+h−j


= IE

 lim
n→+∞

n∑
j=0

θ|h|+2jζ2t+h−j


= lim

n→+∞

n∑
j=0

θ|h|+2j IE(ζ2t+h−j)︸ ︷︷ ︸
σ2

= θ|h|
+∞∑
i=0

θ2iσ2 =
θ|h|

1− θ2
σ2

= γ(h).

En particulier :

V ar(Xt) = γ(0) =
1

1− θ2
σ2.

Les moments d'ordre 1 et 2 ne dépendent donc pas de t et le processus est bien stationnaire

d'ordre 2.
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Pour que ces formules aient un sens, on voit qu'il faut que |θ| < 1, sinon, par exemple,

la variance serait négative ou in�nie.

La propriété de causalité peut aussi s'exprimer à l'aide de la racine du polynôme (d'ordre

1) Γ(z) = 1− θz, qui vaut θ−1 : le processus AR(1) est causale, si |θ−1| > 1.

A retenir : un processus AR(1) : Xt = θXt−1 +ζt sera auto-corrélé positivement si 0 < θ < 1,

et auto-corrélé négativement si −1 < θ < 0. Cette serie va osciller autour de 0, en s'en

écartant suivant la valeur ζt du processus d'innovation (si − 1 < θ < 1). Si θ = +1, on

obtient un marche aléatoire, et si θ > +1 ou θ < −1 le processus n'est pas stationnaire, et

on obtient un modèle qui explosera(à moyen terme). La valeur θ, dans le cas où le processus

est stationnaire, est la corrélation entre deux dates consécutives θ = corr(Xt, Xt−1).

AR(1) =


Fonction d'autocorrélation

 θ > 0 décroissance exponentielle.

θ < 0 sinusoïde amortie.

Fonction d'autocorrélation partielle

 première non nulle.

toutes nulles après.

Le processus AR(2) Ces processus sont également appelés modèles de Yule, dont la forme

générale est

(1− θ1L− θ2L2)Xt = ζt

où les racines du polynôme caractéristique ϕ(z) = 1− θ1z− θ2z2 sont supposées à l'intérieur

du disque unité (de telle sorte que le processus ζt corresponde à l'innovation). Cette condition

s'écrit 
1− θ1 + θ2 > 0

1− θ1 − θ2 > 0

θ21 + 4θ2.

C'est à dire le couple (θ1, θ2) doit se trouver dans 4 parties.

A retenir : Le comportement d'un processus AR(2) : Xt = θ1Xt−1 + θ2Xt−2 + ζt dépendra

fortement des racines de son équation caractéristique 1−θ1z−θ2z2 = 0. Le cas le plus intéres-

sant est celui où l'équation caractéristique a deux racines complexes conjuguées r exp(±iθ)
pour r < 1 : le processus est alors stationnaire (et oscille alors autour de 0, sans exploser, de

la même façon que les processus AR(1) dans le cas où |θ| < 1).

Le processus est alors quasi-cyclique, de fréquence θ, avec un bruit aléatoire.
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AR(2) =


Fonction d'autocorrélation

 décroissance exponentielle.

où sinusoïde amortie.

Fonction d'autocorrélation partielle

 deux première non nulles.

toutes nulles après.

Plus généralement, le processus AR(p) est causal, si toutes les racines du polynôme Γ(z) sont

de module > 1. On peut alors exprimer Xt en fonction du passé du bruit blanc {ζt; t ∈ ZZ}.
Supposons (pour simpli�er) que toutes ces racines soient distinctes. Par (15), on peut alors

écrire

Xt =
+∞∑
j=0

ψjζt−j

où ψj peut s'écrire explicitement en fonction des racines de Γ(z). Sa fac est facilement exprimé

à l'aide des ψj : on a

γ(h) = σ2
+∞∑
j=0

ψjψj+|h|. (1.23)

En particulier, la variance de {Xt; t ∈ ZZ} s'écrit :

γ(0) = σ2
+∞∑
j=0

ψ2
j .

On voit, par exemple, que si ψj = θj (processus AR(1)), on retrouver la formule donnée plus

haut :
+∞∑
j=0

ψ2
j =

+∞∑
j=0

(θ2)j = (1− θ2)−1.

1.2.5 Équations de Yule-Walker

Prenons un processus autorégressif causal. Multiplions les deux membres de (1.21) par

Xt−j et prenons l'espérance

IE(XtXt−j) =
p∑
i=1

θiIE(Xt−iXt−j) + IE(ζtXt−j)

En utilisant la représentation causale,

IE(ζtXt−j) =
+∞∑
k=0

ψkIE(ζtζt−j−k)

=

 σ2 si j = 0

0 si j > 0
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donc

γ(j) =
p∑
i=1

θiγ(i− j) j = 1, ..., p (1.24)

γ(0) =
p∑
i=1

θiγ(i) + σ2 ⇒ σ2 = γ(0)−
p∑
i=1

θiγ(i). (1.25)

En regroupant, (1.24) sous forme matricielle, les p équations (1.24) pour 1 ≤ j ≤ p, on

obtient

γ(0) γ(1) · · · · · · γ(p− 2) γ(p− 1)

γ(1) γ(0) · · · γ(p− 2)
...

...
...

...

γ(p− 1) γ(p− 2) · · · γ(0)





θ1

θ2
...

θp−1

θp

 =



γ(1)

γ(2)
...

γ(p− 1)

γ(p)


(1.26)

Les équations (1.25) et (1.26) sont appelées équations de Yule-Walker.

Ces équations permettent également de déterminer les valeurs des paramètres du modèle à

partir d'estimation de la fonction d'autocovariance.

1.2.6 Estimation du processus autorégressif d'ordre un AR(1)

Considérons, sur un espace probabilisé (Ω,A, IP), un processus autorégressif d'ordre un

AR(1) (Xt)t∈ZZ, avec de fonction de covariance γ(.), dé�ni par

Xt − θXt−1︸ ︷︷ ︸
partie autorégressif

= ζt︸︷︷︸
bruit blanc

où la suite (ζt)t∈ZZ est un processus stationnaire, étant donné un ensemble d'observations

{Xt, 1 ≤ t ≤ n} nous souhaitons estimer le coe�cient(paramètre inconnu) θ du modèle

AR(1). Pour cela on utilise l'estimateur des moindres carrés.

Notons θ̂n l'estimateur des moindres carrés de θ obtenu par minimisation de la quantité

suivante

Q(θ) =
n∑
t=1

(Xt − θXt−1)
2.

Cette minimisation revient à résoudre l'équations linéaire suivant

∂Q(θ)

∂θ
=

n∑
t=1

Xt−1(Xt − θXt−1) = 0.

En introduisant la quantité suivante :

θ̂n =

n∑
t=1

Xt−1Xt

n∑
t=1

X2
t−1

. (1.27)
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1.2.7 Estimation du processus autorégressif d'ordre p AR(p)

Dans cette section nous nous intéressons aux problèmes de l'estimation des paramètres

d'un processus AR(p) à partir d'une suite de n observations. Nous supposons que les don-

nées on été préalablement traitées de façons à supprimer d'éventuelles tendances a�ne

et/ou saisonnière. L'estimation des paramètres d'un processus AR(p) comprend aussi,

en principe, l'estimation des ordres ne sera pas traité dans cette thèse. Nous supposons

donc que p et connu et nous nous intéressons uniquement à l'estimation des paramètres

{θj, 1 ≤ j ≤ p}, et σ2 intervenant dans l'équation récurrente dé�nissant le processus

Xt = θ1Xt−1 + θ2Xt−2 + ...+ θpXt−p + ζt.

On verra que, pour obtenir de bons estimateurs de {θj, 1 ≤ j ≤ p} et de σ2, il su�t de par-

tir des (p+ 1) premiers coe�cients d'autocovariance empirique et de résoudre les équations

de Yule-Walker. Cela signi�e que, quel que soit n les observations n'interviennent, dans

l'expression de l'estimateur, que par un nombre �xé, égal à p+ 1, de valeur de la covariance

empirique

γ̂n(h) =
1

n

n−h∑
t=1

(Xt+h − µ̂n)(Xt − µ̂n) (1.28)

où 0 ≤ h ≤ p et µ̂n = n−1
n∑
t=1

Xt. La construction de bons estimateurs ne peut se faire

avec un nombre �xé (indépendant de n) de valeurs de la suite des covariances empiriques. Il

existe de nombreuses méthodes. Nous avons établi, une relation simple (équations (1.24)

de Yule-Walker) entre les (p + 1) coe�cients du modèle et les (p + 1) premiers coe�-

cients d'autocovariance d'un processus AR(p) causal dé�ni par l'équation récurrente : Xt =

θ1Xt−1 + θ2Xt−2 + ...+ θpXt−p + ζt . En posant Θ = (θ, θ2, ..., θp), γp = (γ(1), γ(2), ..., γ(p))T

et

γ̃p =



γ(0) γ(1) · · · · · · γ(p− 2) γ(p− 1)

γ(1) γ(0) · · · γ(p− 2)
...

...
...

...

γ(p− 1) γ(p− 2) · · · γ(0)


.

Les équations de Yule-Walker ont pour expression matricielle :

γ̃pΘ = γp, (1.29)

σ2 = γ(0)−ΘTγp. (1.30)

En substituant, dans ces relations, les covariances γ(h) par les covariances empirique γ̂(h),

on obtient un système linéaire qui fournit les estimateurs Θ̂n et σ̂2
n comme solution de :

ˆ̃γpΘ̂n = γ̂p, (1.31)
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σ̂2
n = γ̂(0)− Θ̂T

n γ̂p. (1.32)

Si γ̂p > 0, alors ˆ̃γp est de rang plein. En divisant alors les deux membres de ˆ̃γpΘ̂n = γ̂p par

γ̂(0) et en introduisant l'autocorrélation empirique ρ̂(h) = γ̂(h)/γ̂(0), on aboutit aux deux

équations :

Θ̂n = Ĉp
−1Υ̂p (1.33)

σ̂2
n = γ̂(0)(1− Υ̂T

p Ĉ
−1
p Υ̂p) (1.34)

où

Υ̂p = (ρ̂(1), ρ̂(2), ..., ρ̂(p))

et

Ĉ−1p =



ρ̂(1) ρ̂(1) · · · · · · ρ̂(p)

ρ̂(1) ρ̂(0) · · · · · · ρ̂(p− 1)
...

. . .
...

...
...

. . .
...

...

ρ̂(p) ρ̂(p− 1) · · · · · · ρ̂(0)


.

Les théorèmes suivants précisent le comportement asymptotique de la suite Θ et permettent

alors de construire des intervalles de con�ance ou de fournir des tests d'hypothèse.

Théorème 1.1 Soit Xt un processus AR(p) causal où ζt ∼ IID(0, σ2) et soit un échantillon
{X1, X2, ..., Xn} de taille n. On note Θ̂n = Ĉ−1p Υ̂p et σ̂2

n = γ̂(0)(1− Υ̂T
p Ĉ
−1
p Υ̂p).

Alors, quand n −→∞, on a : σ̂n
IP−→ σ2

√
n(Θ̂n −Θ)

L−→ N (0, σ2γ̃−1p )

Théorème 1.2 Soit Xt un processus AR(p) causal où ζt ∼ IID(0, σ2) et soit échantillon
{X1, X2, ..., Xn} de taille n. On note Θ̂n = Ĉ−1m Υ̂m où m > p. Alors, quand n −→∞, on a :

√
n(Θ̂n −Θm)

L−→ N (0, σ2γ̃−1m ) (1.35)

où Θm = {θ1, ..., θp, 0, ..., 0} est la suite du meilleur prédicteur linéaire de Xt en fonction de
{Xt−1, ..., Xt−m}.

Preuve du théorème 1.1 et 1.2 : Voir [75]
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1.2.8 Les modèles ARMA

Les modèles ARMA sont un mélange des modèles AR et MA proposés par Yule et

Slutsky. Un processus (Xt)t∈ZZ est un processus ARMA(p, q) s'il existe un bruit blanc (ζt)t∈ZZ

(c'est à dire un processus stationnaire tel que ζt et ζt−k soient indépendants, pour tout k,

pour tout t) tel que

Xt = θ1Xt−1 + ...+ θpXt−p + ζt + δ1ζt−1 + ...+ δqζt−q pour tout t. (1.36)

Sous certaines conditions, ces processus sont stationnaires. Comme nous le verrons par la

suite, ces processus peuvent s'écrire sous forme

Γ(L)Xt = Υ(L)ζt où Γ(L) = 11− θ1L− ...− θpLp et Υ(L) = 11 + δ1L+ ...+ δp.L
p

Les di�érentes conditions sur les paramètres θk et δk signi�ent que dans un ARMA(p, q),

tous les paramètres du polynômes Γ(L) peuvent être nuls à l'exception du paramètre corres-

pondant au pème retard et que tous les paramètres du polynômes Υ(L) peuvent être nuls à

l'exception du paramètre correspondant au qème retard. En e�et, si θp = 0, alors le processus

(Xt)t∈ZZ satisfait une représentation ARMA(p − 1, q). De la même façon, si δq = 0, alors le

processus (Xt)t∈ZZ satisfait une représentation ARMA(p, p− 1).

Ainsi, on constate que les processus AR etMA ne sont que des cas particuliers des processus

ARMA. Un AR(p) correspond à un ARMA(p, 0), de la même façon un MA(q) correspond

à un ARMA(0, q).

Proposition 1.5 Un processus autorégressif d'ordre p, possède une densité spectrale dé�nie
par

f(λ) =
σ2

2Π|A(e−iλ)|2
(1.37)

(σ2 est la variance de ζ), et le polynôme A ne peut donc posséder de zéros de module 1.
Réciproquement si un processus centre stationnaire au second ordre X possède une densité
spectrale de la forme (1.37) pour un nombre reel σ > 0 et un polynôme unitaire A de degré p
(nécessairement sans zero de module 1) ce processus est autorégressif d'ordre p les (aj)1≤j≤p

étant donnes par A(t) = 1 +
p∑
j=0

ajt
j.

Proposition 1.6 La densité spectrale d'un processus AR(p) s'écrit d�une seule manière
sous la forme

f(λ) =
σ2

2Π|A(e−iλ)|2
(1.38)
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pour un reel > 0, et un polynôme unitaire A de degré p dont toutes les racines sont de module

> 1. La representation par
p∑

k=0

akXt−k = ζt du processus X est alors appelée representation

canonique de X.

Proposition 1.7 (représentation canonique) Soit (Xt) un processus A.R.M.A stationnaire
au second ordre ,Sa densité spectrale est donnée par :

f(λ) =
σ2C(e−iλ)|2

2Π|A(e−iλ)|2
(1.39)

1.3 Simuler des processus

Dans cette section, nous expliquons comment simuler en R des processus simples tels

qu'un bruit blanc ou un processus autorégressif. Nous allons également décrire la fonction

arima.sim qui permet de générer des processus ARIMA. Cependant, avant de simuler ces

processus, on se demandera comment un logiciel peut créer un échantillon aléatoire. La ré-

ponse à cette question passe par la notion de générateur de nombres aléatoires par le logiciel.

Nous allons voir que ce générateur permet de simuler un échantillon aléatoire provenant d'une

variable uniforme sur (0; 1). A partir de la simulation d'une variable uniforme, il sera alors

possible de générer des échantillons pour d'autres variables aléatoires continues (exponen-

tielle, normale,...).

1.3.1 Simuler un échantillon aléatoire d'une variables continue

Pour obtenir une suite de nombres aléatoires,R , comme d'ailleurs un grand nombre de

logiciels, possède une fonction prédé�nie. Cette fonction se présente en réalité sous la forme

d'une grande suite de nombres qui, pratiquement, est semblable à un échantillon issu d'une

distribution uniforme sur (0; 1). Cependant, bien qu'elle soit très longue, la suite obtenue

est forcé- ment �nie, et la fonction génératrice apparaît comme une fonction cyclique qui

"boucle" cette série. La fonction génératrice de nombres aléatoires est donc une fonction

déterministe et cyclique , et les nombres générés sont dits pseudo-aléatoires.

Le générateur aléatoire de nombres simule donc une variable aléatoire uniforme sur (0; 1)

à partir de laquelle il est possible de simuler des variables aléatoires continues. Nous allons

à présent décrire certaines de ces méthodes.
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La méthode de la transformation inverse est basée sur le théorème de la transformation

inverse. Ce théorème peut être énoncé comme suit :

Théorème 1.3 Si U est une variable uniforme sur l'intervalle (0; 1) et F est une fonction
de répartition continue quelconque, alors la variable aléatoire X dé�nie par X = F−1(U) a
pour fonction de répartition F.
Grâce à ce résultat, nous pouvons simuler une variable aléatoire X de fonction de répartition
continue F à partir d'une variable uniforme U en posant X = F−1(U). Par exemple, pour
simuler une variable aléatoire exponentielle de moyenne 1, il su�t de prendre F (x) = 1− ex

et un simple calcul montre que la variable

F−1(U) = − ln(1− U)

est de distribution exponentielle d'espérance 1. Mais, si U est uniforme sur (0; 1), il en est
de même pour 1− U et on a donc que

X = − lnU

est une variable aléatoire exponentielle d'espérance 1.
Pour simuler un échantillon aléatoire provenant d'une variable exponentielle avec R, il faut
utiliser la fonction rexp() avec deux paramètres : n, qui est la taille de l'échantillon requis,
et rate, qui est le taux de hasard de l'exponentielle. Dans R, simulons un tel échantillon de
taille 100 et de paramètre 2 :

x < −rexp(100, 2) R a�che alors à l'écran les 100 valeurs de la simulation.
Une autre possibilité pour simuler des variables aléatoires continues est d'utiliser la méthode
de rejet. Celle-ci permet de simuler une variable aléatoire continue ayant une fonction de
densité f à partir d'une autre variable simulée de densité g selon la procédure suivante :
Etape 1 Simuler une réalisation y provenant de la variable aléatoire Y dont la fonction de
densité est g. Simuler indépendamment de Y une réalisation u provenant de variable aléatoire
U uniforme sur (0; 1) ;
Etape 2 Si u ≤ f(y)/cg(y) pour une certaine constante c, alors on garde la réalisation y et
on pose x = y. Sinon, on ne génère aucune valeur.
Cette procédure est répétée autant de fois que nécessaire pour arriver à la taille requise pour
l'échantillon, et on montre que la variable aléatoire X générée par cette méthode a la fonction
de densité f (voir Ross (1994)).
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1.3 Simuler des processus

1.3.2 Simuler un processus autorégressif

Pour simuler simplement T réalisations d'un processus autorégressif d'ordre p ayant les

paramètres a1, ..., ap et dont la variance des innovations est σ2
ε , on peut utiliser l'algorithme

suivant : Etape 1 Fixer p valeurs initiales réelles arbitraires x0, ..., xp−1 ;

Etape 2 Générer des innovations i.i.d. {εt}st=1,...,T+T0 ;

Etape 3 Calculer récursivement les valeurs

Xt =
p∑

k=1

akXt−k + εt,

Etape 4 éliminer les T0 premières valeurs ainsi générées.

1.3.3 Simuler un processus MA

( calculer la moyenne mobile avec di�érents coe�cients.)

n < −200

x < −rnorm(n)

y < −(x[2 : n] + x[2 : n− 1])/2

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)

plot(ts(x), xlab = ””, ylab = ”whitenoise”)

plot(ts(y), xlab = ””, ylab = ”MA(1)”)acf(y,main = ””)

par(op)

n < −200

x < −rnorm(n)

y < −(x[1 : (n− 3)] + x[2 : (n− 2)] + x[3 : (n− 1)] + x[4 : n])/4

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2)+.1)plot(ts(x), xlab = ””, ylab = ”whitenoise”)

plot(ts(y), xlab = ””, ylab = ”MA(3)”)

acf(y,main = ””)

par(op)

Au lieu de calculer la moyenne mobile à la main, tu peus employer la fonction de "�ltre".

n < −200

x < −rnorm(n)

y < −x[2 : n]− x[1 : (n− 1)]

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)
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1.3 Simuler des processus

Figure 1.1 � ACF. MA(1). WN
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1.3 Simuler des processus

Figure 1.2 � ACF. MA(3). WN
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1.3 Simuler des processus

plot(ts(x), xlab = ””, ylab = ”whitenoise”)

plot(ts(y), xlab = ””, ylab = ”momentum(1)”)

acf(y,main = ””)

par(op) n < −200x < −rnorm(n)

y < −x[3 : n]− 2 ∗ x[2 : (n− 1)] + x[1 : (n− 2)]

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)

plot(ts(x), xlab = ””, ylab = ”whitenoise”)

plot(ts(y), xlab = ””, ylab = ”Momentum(2)”)

acf(y,main = ””)

par(op)
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1.3 Simuler des processus
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1.3 Simuler des processus

n < −200

x < −rnorm(n)

y < −filter(x, c(1,−2, 1))

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)

plot(ts(x), xlab = ””, ylab = ”Whitenoise”)

plot(ts(y), xlab = ””, ylab = ”Momentum(2)”)

acf(y, na.action = na.pass,main = ””)

par(op)
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1.3 Simuler des processus

1.3.4 AR (Auto-Regressive models)

Des autres moyens d'établir une série chronologique doit calculer chaque limite en ajou-

tant le bruit au limite précédente :ceci s'appelle une promenade aléatoire.Par exemple,

n < −200

x < −rep(0, n)

for(iin2 : n)

x[i] < −x[i− 1] + rnorm(1)
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1.3 Simuler des processus

Ceci peut être écrit, plus simplement, avec la fonction de "cumsum".

n < −200

x < −rnorm(n)

y < −cumsum(x)

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)

plot(ts(x), xlab = ””, ylab = ””)

plot(ts(y), xlab = ””, ylab = ”AR(1)”)

acf(y,main = ””)

par(op)

Plus généralement, un processus d'AR(q) est un processus dans du

lequel chaque limite est une combinaison linéaire les limites

précédentes de q et un bruit blanc (avec des coe�cients �xes).

n < −200

x < −rep(0, n)

for(iin4 : n)x[i] < −.3 ∗ x[i− 1]− .7 ∗ x[i− 2] + .5 ∗ x[i− 3] + rnorm(1)

op < −par(mfrow = c(3, 1),mar = c(2, 4, 2, 2) + .1)

plot(ts(x), xlab = ””, ylab = ”AR(3)”)acf(x,main = ””, xlab = ””)

pacf(x,main = ””, xlab = ””)

par(op)

n < −200x < −arima.sim(list(ar = c(.3,−.7, .5)), n)op < −par(mfrow = c(3, 1),mar =

c(2, 4, 2, 2)+.1)plot(ts(x), xlab = ””, ylab = ”AR(3)”)acf(x, xlab = ””,main = ””)pacf(x, xlab =

””,main = ””)par(op)
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1.3 Simuler des processus

Figure 1.3 � ACF. AR(1)
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1.3 Simuler des processus

Figure 1.4 � PACF. ACF. AR(3)
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1.3 Simuler des processus

Figure 1.5 � Partial ACF. ACF. AR(3)
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Chapitre 2

Estimation non-paramétrique par la

méthode de noyau

La particularité de la statistique non-paramétrique est que le paramètre inconnu qu'on

cherche à détecter, à estimer ou à classi�er n'est pas supposé d'appartenir à une famille indi-

cée par un petit nombre de paramètres réels. En général, dans la théorie non-paramétrique

on suppose que le nombre de paramètres qui décrivent la loi des observations est une fonction

croissant du nombre d'observations, ou encore que le nombre de paramètres est in�ni. Pour

donner un exemple concret, considérons le modèle linéaire multiple. C'est un modèle très

populaire dans le milieu des praticiens et profondément étudié par les théoriciens. Il s'agit

d'une expérience qui résulte en l'observation des couples (Xi, Yi), i = 1, ..., n où, en général,

Xi est un vecteur p-dimensionnel et Yi est une valeur réelle. On suppose que pour un vecteur

β ∈ IRp et un réel α, la dépendance de Yi en Xi est expliquée par la fonction a�ne

α + βTx

à une erreur aléatoire près, c'est-à-dire

Yi = α + βTXi + ζi (2.1)

Rappelons les résultats suivants vu leurs utilités dans la suite.

Théorème de Bochner

Théorème 2.1 Soit K : (IRm;Bm) → (R;B) une fonction mesurable, où Bm est la tribu
borélienne de IRm, véri�ant :

∃M constante/∀z ∈ IRm, |K(z)| ≤M,∫
IRm
|K(z)|dz <∞
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CHAPITRE 2. Estimation non-paramétrique par la méthode de noyau

et
||z||m|K(z)| → 0 quand ||z|| → ∞.

Par ailleurs, soit g : (IRm;Bm)→ (R;B) une fonction mesurable telle que∫
IRm
|g(z)|dz <∞.

On dé�nit :

gn(x) =
1

hmn

∫
IRm
|K(z/hn)|g(x− z)dz,

où 0 < hn → 0 quand n→∞. Si g est continue, alors

lim
n→∞

gn(x) = g(x)
∫
IRm
|K(z)|dz

Si g est uniformément continue alors la convergence ci dessus est uniforme.

Inégalité de type Bernstein Il existe plusieurs versions d'inégalités de ce type. Nous nous

contentons de rappeler dans le lemme ci dessous une version simpli�ée, qui nous su¢ t dans

ce travail et dont la preuve est donnée dans l'article de Hoe�ding (1963.

Lemme 2.1 Soit ∆1,∆2, ...,∆n des v.a.r.centrées, indépendantes et de même loi, telles qu'il
existe deux réels positifs d et δ2 véri�ant :

|∆1| ≤ d et IE(∆2
1) ≤ δ2.

Alors, pour tout ε ∈]0,
δ2

d
[ on a

IP

(
n−1|

n∑
i=1

∆i| > ε

)
≤ 2 exp

{
−nε

2

4δ2

}
.

Convergence du maximum de variables aléatoires i.i.d. Soit Z1, Z2, ..., Zn n v.a. i.i.d.,

de fonction de répartition F, posons

Tkn = max
1≤i≤n

{Z1, Z2, ..., Zn}

et

Tk = sup{t : F (t) < 1}.

En supposant que Tk <∞, on montre que Tkn → Tk(n→∞) p.s.

En e�et, on a d'une part

IP(Tkn) = IP(Z1 ≤ t, Z2 ≤ t, ..., Zn ≤ t) = F n(t) = 1 si F (t) = 1 et F n(t) = 0 si F (t) < 1,
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CHAPITRE 2. Estimation non-paramétrique par la méthode de noyau

qui est la fonction de la répartition de la v.a. presque sûrement égale à Tk ; donc Tkn → Tk

en loi et comme Tk est constante alors Tkn → Tk en probabilité. D.autre part, on a Tkn est

croissante et presque sûrement majorée par Tk, elle converge donc, presque sûrement, vers

X. Mais

Tkn → Tk en probabilité

et

Tkn → X en probabilité

alors,

Tk = X p.s.

Lemme 2.2 (lemme de Borel-Centelli voir [7]) Soit (Ω,F , IP) un espace de probabilité, et
{An} une suite d'événements.

(a) Si
∞∑
n=1

IP (An) <∞ alors

IP
(

lim
n

supAn

)
= 0.

(b) Si les événements A1, A2, ..., sont indépendants et
∞∑
n=1

IP (An) =∞ , alors

IP
(

lim
n

supAn

)
= 1.

Corollaire 2.1 (voir [7]) Soit {An} une suite des événements indépendants. Alors

IP
(

lim
n

supAn

)
= 0⇐⇒

∞∑
n=1

IP (An) <∞.

Preuve. Nous avons déjà vu que, même sans indépendance :

+∞∑
n=1

IP(An) < +∞⇒ IP(lim sup
n→+∞

An) = 0.

Mais, d'autre part, on a aussi :

+∞∑
n=1

IP(An) = +∞⇒ IP(lim sup
n→+∞

An) = 1;
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CHAPITRE 2. Estimation non-paramétrique par la méthode de noyau

en e�et, comme les Acn, n ≥ 1, sont indépendants, on a :

IP(∩Nk=nAck) =
N∏
k=n

IP(Ack) =
N∏
k=n

(1− IP(Ak)) ≤
N∏
k=n

exp(−IP(Ak)

c'est-à-dire

IP(∩Nk=nAck) ≤ exp(−
N∑
k=n

IP(Ak))→ 0 quand n→ +∞; (2.2)

donc

IP(∩∞k=nAck) = 0,

et donc :

IP(lim inf
n→∞

Ack) = IP(∩∞k=nAck).

Exemple. Si l'o joue à "pile ou face", et que An est l'évènement "obtenir face au nme lancer",

comme IP(An) = 1/2 pour tout n ≥ 1, on a
+∞∑
n=1

IP(An) = +∞, donc IP(lim supn→+∞An) = 1 :

presque sûrement, on aura une in�nité de fois "face". De même, on aura une in�nité de fois

de "pile".

Remarque.L'indépendance est essentielle. Par exemple si Ω = [0, 1] et An = [0, 1/n], on a
+∞∑
n=1

IP(An) =
+∞∑
n=1

1

n
= +∞, mais lim supn→+∞An = {0}.

Dé�nition 2.1 Soit (Xn)n∈IN une suite de variables aléatoires dé�nie sur un espace de pro-
babilité (Ω,F , IP). On dit que Xn converge presque sûre (p.s) vers zéro, si pour tout
ε > 0,

lim
n→∞

IP (|Xn| > ε pour certains n ≥ m) = 0.

Dé�nition 2.2 (Hsu et Robbins [8]) Une suite {Xn, n ∈ IN} de variables aléatoires converge
presque complètement vers zéro, si pour tout ε > 0,

∞∑
n=1

IP (|Xn| > ε) <∞.

Selon la dé�nition de ce qui précède, on remarque que la convergence presque complète

implique la convergence presque sûre, Cependant la réciproque a lieu si les variables aléatoires

{Xn} sont indépendantes.
Exemple :

Soit ω ∈ Ω = (0, 1), et IP est la mesure de Lebesgue ,

Xn(ω) = n 11(0, 1
n
)(ω).
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2.1 Modes de convergence :

pour tout ε > 0 puisque IP (|Xn| ≥ ε pour certains n ≥ m) ≤ 1

m
, la suite {Xn}∞n=1 converge

vers 0 p.s.. Mais pour N > ε, on a
∞∑
n=1

IP (|Xn| > ε) ≥
∞∑
n=N

1

n
= ∞. La suite {Xn}∞n=1 ne

converge pas presque complètement vers 0.

2.1 Modes de convergence :

Il existe quatre types de convergence pour des suites de variables aléatoires : la conver-

gence en distribution, la convergence en probabilité, la convergence presque sûre et la conver-

gence en moyenne quadratique. Ces quatre types de convergence sont rangés là par type

croissant d'implication. La convergence en moyenne quadratique et la convergence presque

sûre impliquent la convergence en probabilité qui à son tour implique la convergence en loi.

2.1.1 Convergence en loi :

Parmi les notions de convergence, la convergence en loi est la convergence la plus faible.

La dé�nition suivante est valable pour les v.a. réelles et vectorielles.

On va considérer une suite de variables aléatoires Xn indexées par n et de loi de probabilité

cumulative (ou distribution) associée qui est dé�nie par :

Fn(x) = P (Xn < x). (2.3)

Dans cette partie nous donnons quelques outils. La dé�nition suivante est valable pour

les v.a. réelles et vectorielles.

Dé�nition 2.3 on dit qu'une suite de v.a. ( Xn;n ∈ IN∗ ) converge en loi vers une v.a.X
si et seulement si pour tout fonction g à valeurs réelles, bornée et continue, on a :

lim
n→∞

IE[g(Xn)] = IE[g(X)]

et l'on écrit :
g(Xn)

L−→ g(X)

Proposition 2.1 Pour qu'une suite Xn converge en loi vers X, il su�t que cette suite
converge en probabilité vers X.
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2.1 Modes de convergence :

Exemple 1 Soit Xn de loi uniforme sur
{

0; 1
n
; ...; n−1

n

}
. Alors la suite ( Xn;n ∈ IN∗ )

converge en loi vers la loi uniforme sur [0, 1]. En e�et, si g est continue bornée, on déduit
de la convergence des sommes de Riemann que :

IE[g(Xn)] =
1

n

n−1∑
k=0

g(k/n)
−→

n→∞
∫
[0,1]

g(x)dx

2.1.2 Convergence en probabilité :

On présente dans ce paragraphe la convergence en probabilité

Dé�nition 2.4 On dit qu'une suite Xn de variables aléatoires converge en probabilité vers
la variable aléatoire X. si quelque soit le réel ε > 0, on a :

lim
n→∞

IP(|Xn −X|) > ε) = 0

ou encore :
lim
n→∞

IP(|Xn −X|) ≤ ε) = 1.

Donc :
Xn

IP−→ X ⇔ ∀ε > 0, lim
n→∞

IP(|Xn −X|) > ε) = 0.

Cette convergence implique la convergence en loi.

Cette notion de convergence est basée sur la loi faible des grands nombres et en constitue
une dé�nition alternative. Elle est très intéressante pour ses propriétés. En particulier nous
avons le théorème suivant appelé théorème de Slutsky :

Théorème 2.2 soit Xn une suite de variables aléatoires avec Xn
IP−→ x∗. SiYn = f(Xn) et

si f est continue en x∗ alors :

Yn = f(Xn)
IP−→ f(Xn

IP−→ x∗) = f(x∗)

La convergence en probabilité et la convergence en loi se marient bien du fait que la conver-
gence en probabilité est plus forte que la convergence en loi1. C'est sur cette association
qu'est basé le théorème suivant qui est connu sous le nom de théorème de transformation
linéaire de Cramer :

Théorème 2.3 Soient Xn une suite de variables aléatoires vectorielles et An une suite de
matrices aléatoires de dimensions conformes. Sous les conditions :

Xn
L−→ X et An

IP−→ A
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2.1 Modes de convergence :

on a
AnXn

L−→ AX

Ce théorème manipule des transformations linéaires. Il peut se généraliser à des transforma-
tions générales continues.
La convergence en probabilité n'implique pas la convergence des moments et en particulier
celle des espérances mathématiques. On peut donc dé�nir une notion de convergence plus
forte qui est la convergence en moyenne quadratique :

Dé�nition 2.5 La suite de variables aléatoires Xn converge en moyenne quadratique vers
la constante x∗ si :

lim
n→∞

IE(Xn − x∗)2 = 0.

Exemple 2 Théorème de Bernoulli : On e�ectue n expérience successives indépendantes
où en d'intéresse à chaque fois à la réalisation d'un certain événement A. On associe alors
à chaque expérience i , une variable de Bernoulli. IP(Xi = 1) = p

IP(Xi = 0) = q = 1− p

 .
Notons fn =

1

n

n∑
i=1

Xi = Xn, on a

IE(fn) = p

V ar(fn) =
p.q

n
.

En appliquant l'inégalité de Tchebychev,

∀ε > 0 : IP(| fn − p |> ε) ≤ p.q

nε2
→ 0

donc

fn −→ 0, lorsque n −→ +∞

Proposition 2.2 On suppose que les espérances et les variances des Xn et de X existent.
Pour que la suite Xn converge en probabilité vers X, il su�t que l'espérance et la variance
de : Yn = Xn −X, converges toutes les deux vers 0 lorsque n tends vers +∞.
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2.1 Modes de convergence :

2.1.3 Convergence Presque sûre :

On présente dans ce paragraphe la convergence presque sûre (p.s.) et les conditions qui
permettent de permuter convergence p.s. et espérance.

Dé�nition 2.6 Une suite (Xn) de variable aléatoire dé�nie sur (Ω,A, IP) converge presque
sûrement vers la variable aléatoire X si et seulement si :

IP
(
ω ∈ Ω/ lim

n→∞
Xn(ω) = X(ω)

)
= 1.

Exemple 3 Soit (Ω,A = IP(⊗), IP) un espace de probabilité, tel que Ω = {ω1, ω2, ω3}; et

IP{ω1} =
1

2
, IP{ω2} =

1

4
, IP{ω3} =

1

4

Dé�nissons la variable aléatoire Xn par

Xn(ω1) =
α

n
,Xn(ω2) = −1 +

α

n
,Xn(ω3) = 1− α

n

où α est une constante positive. Montrons que (Xn
P.S−→ X) avec X la variable aléatoire

dé�nie par
X(ω1) = 0, X(ω2) = −1, X(ω3) = 1.

En e�et, posons Df = {x ∈ IR/x ≥ 0}, alors :

IP{ω ∈ Ω/ lim
n→∞

Xn(ω1) = 0, lim
n→∞

Xn(ω2) = −1, lim
n→∞

Xn(ω3) = 1} = IP{ω1, ω2, ω3}

= IP{Ω} = 1.

Théorème 2.4 Théorème de delta

Soit r : IN −→ IR+ telle que lim
n7→+∞

r(n) = +∞, a une constante réelle, et {Xn, n ≥ 1},
une suite de v.a.r. véri�ant :

r(n)(Xn − a)
L−→ N (0, σ).

soit g : IR −→ IR, dérivable.
Alors :

r(n)(g(Xn)− g(a))
L−→ N (0, σ | g′(a) |).
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2.1 Modes de convergence :

Preuve :

Considérons le développement de g à l'ordre 1 au voisinage de a :

g(x)− g(a) = (x− a)g′(a) + (x− a)R(x),

lim
x 7→a

R(x) = 0,

où :
c'est-à-dire :

∀ε > 0,∃α > 0 :| x− a |< α⇒| R(x) |< ε,

d'où :
{| Xn − a |< α} ⊂ {| R(Xn) |< ε},

IP{| Xn − a |< α} ≤ IP{| R(Xn) |< ε}.

Or, d'après 2 ,et donc :

lim
n7→+∞

IP{| Xn − a |< α} = 1⇒ lim
n7→+∞

IP{| R(Xn) |< ε} = 1,

c'est-à-dire
R(Xn)

IP→ 0.

Il s'ensuit :

r(n)(g(Xn)− g(a)) = r(n)(Xn − a)g′(a) + (Xn − a)r(n)R(Xn).

D'après 2 , r(n)(Xn − a)R(Xn)
IP→ 0, et r(n)(Xn − a)g′(a)

L−→ N (0, σ | g′(a) |), d'où le
résultat recherché. Très utile en statistique mathématique lors de l'étude de comportements
asymptotiques, ce théorème est aisément généralisable au cas multi dimensionnel : Théo-
rème

Soit r : IN −→ IR+ telle que lim
n7→+∞

r(n) = +∞, a un vecteur de IRp. {Xn, n ≥ 1}, une
suite de vecteurs de IRp. tels que :

r(n)(Xn − a)
L−→ N

(
0,
∑)

.

soit g : IRp −→ IRq di�érentiable , G sa matrice (q, p) dés dérivées premières :
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2.2 Estimation de la densité de probabilité d'une variable aléatoire.

G =


δg1
δu1

. . . δg1
δup

...
δgq
δup

. . . δgq
δup


Alors :

r(n) (g(Xn)− g(a))
L−→ N

(
0, G(a)

∑
Gt(a)

)
.

Exemple 4 Soit X une v.a.r. de loi de Poisson P(λ), {Xn, n ≥ 1}, une suite d'observations
indépendantes de X. Le paramètre d'intérêt est non pas λ = IE(X), mais e−λ = IP(X = 0).

On sait que : Xn
IP→ λ (loi faible des grands nombres).

Par le théorème central limite :

√
n
(
Xn − λ

) L−→ N
(
0,
√
λ
)

soit g : IR∗+ −→ IR∗+ dé�nie par u→ g(u) = e−u. Par le théorème 2

e−Xn IP→ e−λ.

En outre :

√
n
(
g(Xn)− g(λ)

) L−→ N
(
0,
√
λ | −e−λ |

)
.

√
n
(
e−Xn − e−λ

) L−→ N
(
0,
√
λe−λ

)
.

2.2 Estimation de la densité de probabilité d'une variable

aléatoire.

Problème : Comment faire une inférence statistique quand on ne connaît pas la loi des
observations X1, ..., XT ?
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2.2 Estimation de la densité de probabilité d'une variable aléatoire.

2.2.1 Estimation par histogramme

Une première solution est de reproduire la représentation en escalier de la fonction de
répartition empirique Fn pour f

f̂(x) =
k∑
i=1

ωi11{[ai,ai+1[(x)}, a1 < ... < ak+1. (2.4)

En choisissant les telles que
k∑
i=1

ωi(ai − ai+1) = 1 et ωi(ai − ai+1) = ÎPF (X ∈ [ai, ai+1[),

Par exemple,

ωi(ai − ai+1) =
1

T

T∑
j=1

11{[ai,ai+1[(Xj)}

est un estimateur convergent de ÎPF (X ∈ [ai, ai+1[).
le code : hist(x)density donne les valeurs des ai et hist(x) breaks les valeurs des ai. le code :
x < −rnorm(500), hist(x, breaks = 50, col = ”blue”) donne

Histogramme d'une suite normale avec k = 50, T = 500.
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2.2 Estimation de la densité de probabilité d'une variable aléatoire.

Inconvénients : i)L�estimateur dépend du choix de la partition (ai), souvent construite en
fonction des données (comme dans R)

ii)Probléme des extrémités a1 et ak+1 : ils ne peuvent pas être in�nis mais doivent su�-
samment approcher le support de f.
iii) k et (ai) doivent dépendre de T pour que f̂ converge vers f mais... ai+1 − ai ne doit
pas décroître trop vite vers 0 pour que l'estimation soit convergente : il faut su�samment
d'observations par intervalle [ai, ai+1[

iv) L'histogramme est une fonction discontinue

2.2.2 Estimateur à noyau

Au lieu de considérer une approximation uniforme autour de chaque Xi, on peut utiliser
une fonction plus lisse :

f̂T (x) =
1

Th

T∑
i=1

K
(
x−Xi

h

)
(2.5)

où K est un noyau (par exemple une densité de probabilité et h un facteur d'échelle. Sur R
on peut utiliser les noyaux suivants 1) Le noyau normal [kernel="gaussian" ou "g"]
2) Le noyau d'Epanechnikov [kernel="epanechnikov" ou "e"] K(y) = C(1− y2)211{[−1,1]}(y)

3) Le noyau triangulaire [kernel="triangular" ou "t"] K(y) = (1 + y)I11{[−1,0]}(y) + (1 −
y)11{[0,1]}(y).
4) Les noyaux "rectangular", "biweight", "cosine", "optcosine". L'estimation est très in-
�uencée par le choix du noyau
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2.2 Estimation de la densité de probabilité d'une variable aléatoire.

Les courbes de ces noyaux sont présentées ci-dessous :

Exemple :
Pour la série simulée précédemment on obtient

Le noyau rectangulaire donne un estimateur moins lisse. Le choix de la fenêtre h est crucial,
Si h grand, un grand nombre des Xi contribuent à l'estimation de f(x), on obtient un esti-
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2.2 Estimation de la densité de probabilité d'une variable aléatoire.

mateur avec un biais très grand et une variance très petite. Si h petit, peu de Xi contribuent
à l'estimation de f(x), on obtient un estimateur avec un biais très petit et une variance très
grande

Estimateurs à noyau en fonction du choix de la fenêtre hT . La vraie densité en bleu et
l'estimateur en rouge. Quatre choix pour hT . : T−1/2, T−1/3, T−1/4 et T−1/5

Le choix hT = T−1/5 (en bas à droite) semble être meilleur Fenêtre optimale En étudiant
l'erreur moyenne intégrée

d(f, f̂) = IE
∫

(f(x)− f̂(x))2dx,

on peut trouver un choix optimal pour la fenêtre h. De la décomposition

d(f, f̂) =
∫

(f(x)− IE(f̂(x)))2 dx+
∫
V arf̂(x)dx (biais2 + V ar)

et les approximations

f(x)− IE(f̂(x)) ' f ”(x)

2
h2T

IE

[
exp

(
−(Xi − x)2

2h2T

)]
' f(x)

√
2ΠhT ,

on en déduit que le biais est de l'ordre de∫ (
f ”(x)

2

)2

dx h4T ,

61



2.2 Estimation de la densité de probabilité d'une variable aléatoire.

et que le terme de variance est approximativement

1

ThT
√

2Π

Par conséquent, l'erreur tend vers 0 quand T tend vers ∞ si i) hT tend vers 0 et
ii) ThT tend vers l'in�ni. La fenêtre optimale est donnée par

hopt =
(
T
√

2Π
∫

(f ”(x))2dx
)1/5

hopt dépend de la dérivée seconde qui elle même inconnue. Pour résoudre ce problème il existe
plusieurs méthodes : La fenêtre optimale basée sur "rule of thumb", avec le noyau de Gauss,
a la forme

hopt =
0.9min(σ̂, q̂75 − q̂25)

1.34T 1/5
,

ou σ est l'écart-type estime et q̂25 et q̂75 sont les quantiles estimes (Silverman (1986, page
48, eqn (3.31)). Sur R il y a les méthodes suivantes :
-bw.nrd0 implémente la "rule-of-thumb" de Siverman.
-bw.nrd une variation de la précédente Scott (1992), utilisant le 1.06.
-bw.ucv et bw.bcv utilisent la validation croisée non biaisee et biaisee respectivement.
-bw.SJ implémente la méthode de Sheather et Jones (1991). Exemple : On considère la série
des precipitations annuelles "precip", la densité estimée avec les 6 choix possibles est donnée
par
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2.3 Estimation par la méthode du noyau

2.3 Estimation par la méthode du noyau

2.3.1 La fonction de répartition empirique

Dé�nition 2.7 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,
on appelle fonction de répartition empirique la fonction Fn dé�nie par :

Fn(x) : IR→ [0, 1]

x→ Fn(x) =
1

n

n∑
i=1

I]−∞,x](xi)

Proposition 2.3 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,
alors Fn est un estimateur sans biais pour F (x).

Preuve

Notre objectif est de véri�er que E[Fn(x)]→ F (x) quand n→∞.
Par dé�nition de la fonction de répartition :

Fn(x) =
1

n

n∑
i=1

I[xi≤x]

. Ceci implique

E[Fn(x)] =
1

n

n∑
i=1

E[Ixi≤x]

=
1

n

n∑
i=1

IP(Xi ≤ x)

=
n

n
F (x)

= F (x).

Ainsi Fn(x) est asymptotiquement sans biais.

Proposition 2.4 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,
alors Fn converge presque complètement vers F.

Preuve

L'objectif est de véri�er que :

∀ε > 0,
∞∑
n=1

IP[|Fn(x)− F (x)| > ε] <∞
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2.3 Estimation par la méthode du noyau

. En e�et,

IP[|Fn(x)− F (x)| > ε] = IP[|Fn(x)− E[Fn(x)] + E[Fn(x)]− F (x)| > ε]

≤ IP[|Fn(x)− E[Fn(x)]| > ε

2
] + IP[|E[Fn(x)]− F (x)| > ε

2
].

Pour que

∀ε > 0,
∞∑
n=1

IP[|Fn(x)− F (x)| > ε] < +∞

. Il su�t de véri�er que

∞∑
n=1

IP[|Fn(x)− E[Fn(x)]| > ε

2
] < +∞

et ∞∑
n=1

IP[|E[Fn(x)]− F (x)| > ε

2
] < +∞

D'aprés la proposition précédente E[Fn(x)] = F (x) ce qui est équivalent à

∀ε > 0,
∞∑
n=1

IP[|E[Fn(x)]− F (x)| > ε

2
] = 0

. Maintenant il reste de montrer que

∞∑
n=1

IP[|Fn(x)− E[Fn(x)]| > ε

2
] < +∞

En e�et ; on considère la suite

xn =

√
log n

n
→ 0

quand
n→∞

et on démontre qu'il existe ε0 tel que

∞∑
n=1

IP

|Fn(x)− E[Fn(x)]| > ε0

√
log n

n

 < +∞

Comme la suite xn → 0

∀ε,∃N

tel que
∀n > N, ε0|xn| <

ε

2
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2.3 Estimation par la méthode du noyau

Si n > N

IP[|Fn(x)− E[Fn(x)]| > ε

2
] ≤ IP[|Fn(x)− E[Fn(x)]| > ε0|xn|

. Par contre si n ≤ N
N∑
n=1

IP[|Fn(x)− E[Fn(x)]| > ε

2
] < +∞

Maintenant il reste de montrer que
∞∑
n=N

IP[|Fn(x)− E[Fn(x)]| > ε

2
] < +∞

∞∑
n=N

IP[|Fn(x)− E[Fn(x)]| > ε

2
] ≤

∞∑
n=N

IP[|Fn(x)− E[Fn(x)]| > ε0

√
log n

n
]

. Ainsi il su�t de montrer qu'il existe ε0 tel que

∞∑
n=N

IP

|Fn(x)− E[Fn(x)]| > ε0

√
log n

n


. En e�et ;

∞∑
n=N

IP[
1

n

n∑
i=1

I]−∞,x](xi)− E[
1

n

n∑
i=1

I]−∞,x](xi)] ≥ ε0

√
log n

n
] =

∞∑
n=N

IP[
n∑
i=1

I]−∞,x](xi)− E[
n∑
i=1

I]−∞,x](xi)] ≥ ε0
√
n log n]

On applique l'inégalité de Bernstein :

xi ←→ I]−∞,x](xi)

αi = 0

βi = 1

t = ε0[
√
n log n]

Donc
∞∑
n=N

IP[|Fn(x)− E[Fn(x)]| > ε0

√
log n

n
] ≤ 2

∞∑
n=N

exp
−2ε20n log n

n

≤ 2
∞∑
n=N

n−2ε
2
0

A condition que 2ε02 > 1,
∞∑
n=N

IP[|Fn(x)− E[Fn(x)]| > ε

2
] <∞
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2.3 Estimation par la méthode du noyau

. Par conséquent
∞∑
n=1

IP[|Fn(x)− E[Fn(x)]| > ε

2
] <∞

. Ainsi Fn(x) est un estimateur qui converge presque complètement.

Proposition 2.5 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,
alors Fn converge en moyenne quadratique vers F.

Preuve

Pour montrer que Fn converge en moyenne quadratique vers F, il su�t de montrer que

IE[Fn(x)− F (x)]2 → 0

V ar[Fn(x)− F (x)] = IE[Fn(x)− F (x)]2 − [IE[Fn(x)− F (x)]]2

Pour montrer que IE[Fn(x)− F (x)]2 → 0, il su�t de montrer que V ar[Fn(x)]→ 0 car

[IE[Fn(x)− F (x)]]2 = 0

et
V ar[Fn(x)− F (x)] = V ar[Fn(x)]

On réordonne les observations :

X1, ......, Xn = X(1), ......, X(n)

On obtient donc la dé�nition suivante de Fn(x) :
Si x ≤ Xi, alors nFn(x) = 0.
Si Xi ≤ x ≤ Xi+1, alors nFn(x) = i.
Si x ≥ Xn, alors nFn(x) = n.
Les valeurs possibles pour nFn(x) sont {0, 1, ..., n}.

IP[nFn(x) = 0] = IP[∀i,Xi > x]

= IP[
n⋂
i=1

Xi > x]

=
n∏
i=1

IP[Xi > x]

=
n∏
i=1

{1− IP(Xi ≤ x)}

= (1− F (x))n

IP[nFn(x) = i] = 0

D'où Fn est un estimateur qui converge en moyenne quadratique.
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2.4 L'estimation de la fonction de répartition

Dé�nition 2.8 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,on
appelle estimateur à noyau H l'estimateur dé�ni par :

Fn(x) =
1

n

n∑
i=1

H(
x−Xi

hn
)

Où (hn)n est une suite convergente vers 0 quand n tend vers ∞ et H est une fonction de
répartition.hn est appelé paramètre de lissage.

Théorème 2.5 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition F,
si ∫ +∞

−∞
tH ′(t)dt < +∞

alors l'estimateur à noyau Fn est asymptotiquement sans biais.

Preuve

Notre objectif est de véri�er que IE[Fn(x)]→ F (x) quand n→∞.

IE[Fn(x)] = IE[
1

n

n∑
i=1

H(
x−Xi

hn
)]

=
1

n

n∑
i=1

IE[H(
x−Xi

hn
)]

= IE[H(
x−Xi

hn
)]

=
∫ +∞

−∞
H(

x− z
hn

)f(z)dz

Il su�t de prendre 2ε20 > 1 pour conclure que
∞∑
n=1

IP[|Fn(x)− E[Fn(x)]| > ε

2
] < +∞

. Pour la deuxième inégalité, on a d'aprés le théorème précédent IE[Fn(x)]− F (x) tend vers
0 quand n tend vers +∞ ce qui est équivalent à

∀ε > 0,∃N ∈ IN/∀n, n ≥ N ⇒ |IE[Fn(x)]− F (x)| < ε

donc :
∞∑
n=1

IP[|IE[Fn(x)]− F (x)| > ε

2
] =

N∑
n=1

IP[|IE[Fn(x)]− F (x)| > ε

2
] +

∞∑
n=N

IP[|IE[Fn(x)]− F (x)| > ε

2
]

=
N∑
n=1

IP[|IE[Fn(x)]− F (x)| > ε

2
] <∞
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2.4 L'estimation de la fonction de répartition

Ainsi Fn(x) est un estimateur qui converge presque complètement.

Proposition 2.6 Soient X1, X2, ....., Xn un n-échantillon de X de fonction de répartition
F,alors sous les mêmes conditions du théorème précédent l'estimateur à noyau Fn converge
en moyenne quadratique vers F.

Preuve

Pour montrer que Fn converge en moyenne quadratique vers F il faut montrer que

IE([Fn(x)− F (x)])2 → 0

quand n→∞ On a

V ar[Fn(x)] = V ar[Fn(x)− F (x)]

= IE([Fn(x)− F (x)])2 − (IE[Fn(x)− F (x)])2

Donc il su�t de montrer que :
V ar[Fn(x)]→ 0

quand n→∞. Puisque le deuxième terme tend vers 0. En e�et ;

V ar[Fn(x)] = V ar[
1

n

n∑
i=1

H(
x−Xi

hn
)]

=
1

n2

n∑
i=1

V ar[H(
x−Xi

hn
)]

=
1

n
V ar[H(

x−Xi

hn
)]

et
V ar[H(

x−Xi

hn
)] = IE[H2(

x−Xi

hn
)]− (IE[H(

x−Xi

hn
)])2

D'une part, une intégration par parties et un changement de variables donnent

IE[H2(
x−Xi

hn
)] =

∫ +∞

−∞
H2(

x− z
hn

)f(z)dz

= 2
∫ +∞

−∞
H(t)H ′(t)F (x− hnt)dt

D'autre part le développement de Taylor à l'ordre 1 nous permet d'écrire

IE[H2(
x−Xi

hn
)] = 2F (x)

∫ +∞

−∞
H(t)H ′(t)dt− 2hn

∫ +∞

−∞
tH(t)H ′(t)f(ξ)dt
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2.4 L'estimation de la fonction de répartition

, ξ ∈]x − hnt, x[. Au passage à la limlie quand n tend vers ∞, IE[H2(
x−Xi

hn
)]tend vers

2F (x)
∫+∞
−∞ H(t)H ′(t)dt <∞.Or, IE[H(

x−Xi

hn
)] tend vers F (x). Ainsi,

V ar[Fn(x)] =
1

n
V ar[H(

x−Xi

hn
)]

tend vers 0 quand n tend vers ∞.
D'où la convergence en moyenne quadratique de l'estimateur à noyau Fn vers F. Ceci

ach�ève la démonstration de la proposition.

2.4.1 L'estimation de la fonction de densité

Dé�nition 2.9 Soient X1, X2, ....., Xn un n-échantillon de X de densité f, On appelle un
estimateur à noyau pour la densité f la variable aléatoire dé�nie par :

fn(x) =
1

nhn

n∑
i=1

K(x−Xihn)

. Où K est un noyau borné intégrable et (hn)n est une suite de réels avec hn (resp. nhn tend
vers 0 (resp. +∞) quand n tend vers ∞.

Théorème 2.6 Si K est borné tel que :∫ +∞

−∞
tK(t)dt <∞

alors fn est asymptotiquement sans biais.

Preuve

IE[fn(x)] = IE[
1

nhn

n∑
i=1

K(x−Xihn)]

=
1

nhn

n∑
i=1

IE[K(x−Xihn)]

=
1

hn
IE[K(x−Xihn)]

=
1

hn

∫ +∞

−∞
K(

x−Xi

hn
)f(z)dz
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2.4 L'estimation de la fonction de répartition

On considère maintenant le changement de variable suivant

t =
x− z
hn

⇒ dt = − 1

hn
dz

IE[fn(x)] =
1

hn

∫ +∞

−∞
K(t)f(x− hnt)hndt

=
∫ +∞

−∞
K(t)f(x− hnt)dt

Maintenant on applique le développement de Taylor à l'ordre 1, on trouve

IE[fn(x)] =
∫ +∞

−∞
K(t)(f(x)− hntf ′(ξ))dt

= f(x)
∫ +∞

−∞
K(t)dt− hn

∫ +∞

−∞
tK(t)f ′(ξ)dt

= f(x)− hn
∫
−∞

+∞tK(t)f ′(ξ)dt

où ξ ∈]x − hnt, x[.Comme hn tend vers 0 quand n tend vers +∞ alors IE[fn(x)] = f(x).
D'où fn est asymptotiquement sans biais.

Proposition 2.7 Soient X1, X2, ....., Xn un n-échantillon de X de densité f,alors sous les
mêmes conditions du théorème précédent fn converge en moyenne quadratique vers f.

Preuve

Comme dans la proposition 2.5, il su�t de prouver que V ar[fn(x)] tend vers 0 quand n tend
vers ∞ pour démontrer la co,vergence en moyenne quadratique de l'estimateur fn de f. À
cet e�et ; on a :

V ar[fn(x)] = V ar[
1

nhn

n∑
i=1

K(x−Xihn)]

=
1

n2(hn)2

n∑
i=1

V ar[K(x−Xihn)]

=
1

n(hn)2
V ar[K(x−Xihn)]

=
1

n(hn)2
[IE[K2(x−Xihn)]− (IE[K(x−Xihn)])2]

=
1

nhn
[

1

hn
IE[K2(x−Xihn)]]− 1

n
[

1

hn
(IE[K(x−Xihn)])2]
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2.4 L'estimation de la fonction de répartition

On pose

A =
1

nhn
[

1

hn
IE[K2(x−Xihn)]]

et
B =

1

n
[

1

hn
(IE[K(x−Xihn)])2]

D'une part, on a

1

hn
E[K2(x−Xihn)] =

1

hn

∫ +∞

−∞
K2(x− zhn)f(z)dz

. On considère le changement de variable suivant :

t =
x− z
hn

⇒ dt =
−1

hn
dz

.
1

hn
IE[K2(x−Xihn)] =

∫ +∞

−∞
K2(t)f(x− hnt)dt

. L'application du développement de Taylor à l'ordre 1 donne :

f(x) = f(x0) + (x− x0)f ′(ξ)

où ξ ∈]x, x0[. ou encore

f(x− hnt) = f(x) + (x− hnt− x)f ′(ξ)

= f(x)− hntf ′(ξ)

Il résulte que

1

hn
IE[K2(x−Xihn)] =

∫ +∞

−∞
K2(t)(f(x)− hntf ′(ξ))dt

= f(x)
∫
−∞

+∞K2(t)dt− hn
∫ +∞

−∞
tK2(t)f ′(ξ)dt

On voit clairement que
1

hn
IE[K2(

x−Xi

hn
)] tend vers f(x)

∫+∞
−∞ K2(t) <∞ quand n tend vers

∞ par suite la quantité A tend vers 0 puisque nhn tend vers ∞ quand n tend vers ∞.D'autre
part

1

hn
E[K(x−Xihn)] =

1

hn

∫ +∞

−∞
K(x− zhn)f(z)dz

= f(x)
∫ +∞

−∞
K(t)dt− hn

∫ +∞

−∞
tK(t)f ′(ξ)dt
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2.4 L'estimation de la fonction de répartition

D'où
1

hn
E[K(x−Xihn)] tend vers f(x) quand n tend vers∞. Finalement la quantité B tend

vers 0 quand n tend vers ∞.
Alors V ar[fn(x)] tend vers 0 quand n tend vers ∞. Ceci a�rme la convergence en

moyenne quadratique de fn vers f.
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Chapitre 3

Notions de dépendance et inégalités des

moments

Ce chapitre se divise en deux sections. Dans la première section nous étudions les Di�é-
rentes types de dépendance et la relation entre eux. La deuxième section sera consacrée aux
quelques inégalités des moments sous des conditions de dépendance, ces inégalités sont utiles
pour la suite de ce travail.

3.1 Notions de dépendance

La théorie asymptotique classique dans la statistique est construite autour du théorème
de la limite centrale CLT et la loi des grands nombres pour des suites des variables aléa-
toires indépendantes. Dans l'étude des propriétés asymptotiques des modèles linéaires qui
sont considérés comme des suites dépendantes des variables aléatoires , l'approche popu-
laire consiste à exprimer un processus linéaire en termes de processus autorégressifs ou à
moyenne mobile MA où le bruit blanc {εt} est supposé être i.i.d. Malheureusement, la re-
présentation MA n'est plus pertinente dans le contexte des processus non linéaires, où plus
de structures de dépendance complexes seront rencontrées. Nous devons imposer certaine in-
dépendance asymptotique pour apprécier les propriétés des grands échantillons des processus
non linéaires inférentiels. Un processus mélangeant peut être considéré comme une suite de
variables aléatoires dont le passé et le futur sont asymptotiquement indépendant.
Une généralisation utile d'une suite de variables aléatoires indépendantes, identiquement dis-
tribuées est un processus aléatoire mélangeant, en général, les variables aléatoires loin dans
le temps les uns des autres sont presque indépendant (faiblement dépendant).
Pour des suites mélangeants, à la fois la loi des grands nombres (c'est à dire, le théorème
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3.1 Notions de dépendance

ergodique) et le théorème de la limite centrale peut être établie. Dans cette section, nous
introduisons les di�érentes conditions de mélange. Le α-mélange est le plus faible parmi les
conditions de mélange les plus utilisées , nous citons certains théorèmes limites et les in-
égalités de probabilités pour des processus α-mélange. elles jouent des rôles très importantes
dans le développement de la théorie asymptotique pour les processus linéaire et non linéaire.
Pour une discussion plus détaillée sur les conditions de mélange, nous renvoyons le lecteur
à Bradley (1986)[20] et Doukhan (1994) [42]. En�n, nous présentons une forme générique
du théorème de la limite centrale qui est constamment rencontré dans la régression non pa-
ramétrique à noyau.

3.1.1 Conditions de mélange

Pour simpli�er la notation, nous présentons les conditions de mélange pour des proces-
sus strictement stationnaires (du fait que le processus de mélange n'est pas nécessairement
stationnaire). L'idée est de dé�nir des coe�cients de mélange pour mesurer la force (de dif-
férentes façons) de dépendance entre deux segments d'un processus, qui sont éloignés l'un de
l'autre dans le temps. Soit {Xt, t = 0, 1, 2, . . .} un processus strictement stationnaire. Pour
n = 1, 2, . . ., on dé�nit

α(n) = sup
n
{|IP(A)IP(B)− IP(AB)|, A ∈ Fm−∞, B ∈ F∞m+n}, (3.1)

β(n) = IE

[
sup
B∈F∞n

|IP(B)− IP(B|X0, X−1, X−2, · · ·)|
]
, (3.2)

ρ(n) = sup
X∈L2(F0

−∞), Y ∈L2(F∞n )

|Corr(X, Y )|, (3.3)

ϕ(n) = sup
A∈F0

−∞, B∈F∞n , IP(A)>0

|IP(B)− IP(B|A)|, (3.4)

ψ(n) = sup
A∈F0

−∞, B∈F∞n , IP(A)IP(B)>0

|1− IP(B|A)/IP(B)|, (3.5)

où F ji est la σ-algèbre engendrée par {Xt, i ≤ t ≤ j}, et L2(F ji ) se compose des variables
aléatoires F ji−mesurable de second moment �ni. (Les lecteurs sont renvoyés au chapitre 1 de
Chow et Teicher (1997) [44] pour la dé�nition d'une σ−algèbre et les fonctions mesurables).
Intuitivement, F ji assemble toutes les informations sur les processus recueillies entre le temps
i et le temps j. Quand au moins un des coe�cients de mélange converge vers 0 quand n tend
vers ∞, nous pouvons dire que le processus {Xt} est asymptotiquement indépendant. Noter
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3.1 Notions de dépendance

que F∞n+1 ⊂ F∞n pour tout n ≥ 1. Ainsi, l'ensemble des coe�cients de mélange dé�nies
ci-dessus sont monotones non croissante.

Dé�nition 3.1 Le processus {Xt} est dite :

1. α−mélangeant (mélange fort) si limn→∞ α(n) = 0, cette dé�nition a été introduite par
Rosenblatt (1956),

2. β−mélangeant (régularité absolue) si limn→∞ β(n) = 0,

3. ρ−mélangeant (régularité complète) si limn→∞ ρ(n) = 0, cette dé�nition a été introduite
par Kolmogorov et Rosanov (1960),

4. ϕ−mélangeant (mélange uniforme) si limn→∞ ϕ(n) = 0, et

5. ψ−mélangeant si limn→∞ ψ(n) = 0.

On peut classé, quelques facteurs de mélange maintenant comme suit :

1. Le diagramme suivant illustre les relations entre les cinq conditions de mélange :

↗ β−mélangeant ↘
ψ−mélangeant → ϕ−mélangeant α−mélangeant

↘ ρ−mélangeant ↗

Table 3.1 � Relations entre quelques conditions de dépendance

En plus, il est a maintenu que

α(n) ≤ 1

4
ρ(n) ≤ 1

2
ϕ1/2(n).

Pour la démonstration, voir R.C.Bradley (1986) [20]. Le α−mélangeant, aussi dite
mélange fort, ce n'est pas comme son non l'indique, c'est le plus faible parmi les cinq
conditions cité dessus, il est clair qui est impliqué par n'importe quel des autres quatres
conditions. Par contre le ψ−mélangeant est le plus fort. En général, β−mélangeant
(dite aussi régularité absolu) et le ρ−mélangeant aucun n'implique l'autre. Mais pour
des processus gaussien, ρ−mélangeant est équivalent à α−mélangeant, il est donc plus
faible que β−mélangeant. Voir Doukhan (1994) [42].

2. Les propriétés de mélange sont héréditaire dans le sens que, pour tout fonction me-
surable m(.), le processus {m(Xt)} possède les propriété de mélange de {Xt}. Voir
Billingsley (1968)[24].
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3.1 Notions de dépendance

3. On considère le processus MA(∞)

Xt =
∞∑
j=0

ajεt−j,

où aj → 0 rapidement (on note qu'un processus causale ARMA(p, q) véri�é cette
condition), et εt est une suite i.i.d. Si la fonction de densité de probabilité de εt existe
(comme les distributions Normale, Cauchy, Exponentiel et Uniforme), alors {Xt} est
β−mélangeant avec β(n) → 0 exponentiellement rapide (Voir Pham et Tran (1985))
[52]. Mais ce résultat c'est pas toujours véri�é quand εt est discrète. Par exemple
Xt+1 = 0, 5Xt + εt n'est pas α−mélangeant si εt suit une distribution binômiale (Voir
Andrews 1984 [53])

4. Si {Xt} est une chaîne de Markov strictement stationnaire, les coe�cients de mélange
sont e�ectivement dé�nies dans (F0

−∞,F∞n ) remplacé par (σ(X0), σ(Xn)), où σ(Xt)

désigne la σ−algèbre engendrée seulement par la variable aléatoire Xt (Voir le théo-
rème 4.1 de Bradley (1986) [20]). En outre, les coe�cients de mélange décrois vers 0

exponentiellement rapide si {Xt} est ρ−, ϕ−, ou ψ−mélange (théorème 4.2 de Bradley
1986 [20]).

5. Il résulte de (4) ci-dessus et le lemme 1.3 dans Bosq (1998) [54] que si {Xt} est une
chaîne de Markov strictement stationnaire et α−mélange, le coe�cient de mélange est
majoré par

α(n) ≤ 1

2

∫
|f0,n(x, y)− f(x)f(y)|dxdy,

où f est la fonction de densité marginal de Xt, et f0,n est la densité conjointe de
(X0, Xn).

6. Davydov (1973) [56] montre que, pour une chaîne de Markov strictement stationnaire
{Xt},

β =
∫
||Fn(.|x)− F (.)||F (dx), (3.6)

où F est la distribution marginale de Xt, Fn(.|x) est la distribution conditionnelle
de Xn avec X0 = x, et |||| désigne la variation totale. Si {Xt} est géométriquement
ergodique satisfaisant à la condition supplémentaire

||Fn(.|x)− F (.)|| ≤ A(x)ηn, (3.7)

presque sûrement en respectant la distribution de F (.), où η ∈ (0, 1) est un constant et∫
A(x)F (dx) <∞, il résulte immédiatement de (2.2) que {Xt} est β−mélange avec des

coe�cients décrois exponentiellement. Nummelin et Tuominen (1982) [57] ont fourni
des conditions su�santes si (2.3) est maintenue ; voir également Doukhan (1994) [42].
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7. Nous pouvons dé�nir un processus "d'un côté in�ni" {Xt, t ≥ 1} soit,par exemple,
α−mélange si α(n)→ 0, où α(n) est dé�ni comme en (2.1)

3.1.2 L'association

Dé�nition 3.2 Une suite de variables aléatoires X1, X2, . . . , Xn est dite associé si pour
toute paire de fonctions croissantes (par coordonnées) f, g : IRn → IR,

Cov(f(X1, X2, . . . , Xn), g(X1, X2, . . . , Xn)) ≥ 0,

bien évidement lorsque cette variance existe.

Cette dé�nition a été introduite par Esary, Proschan et Walkup (1967) [58], dont l'objectif
était de trouver des applications en �abilité et en statistique. La notion d'association appelée
aussi dépendance positive a été développée dans les travaux de Harris (1960) [59] et de
Fortuin, Kastelyn et Ginibre (1971) [60], leurs travaux sont appliqués à la théorie de la
mécanique statistique.

Remarque 1 Dans la dé�nition de l'association, le paire des fonctions croissantes peut être
remplacer par un paire de fonctions décroissantes, car Cov(f(X), g(X)) = Cov(−f(X),−g(X)).

Remarque 2 Une famille in�nie de variables aléatoires est dite associé si toute sous famille
�nie est associé.

On présente dans cette section quelques propriétés basiques de l'association (Esary, Proschan
et Walkup) [58].

(P1) Si deux ensembles de variables associées sont indépendants l'un de l'autre, leur union
est un ensemble associé.

(P2) Tout singleton formé d'une variable aléatoire réelle est associé.

(P3) Si X = (X1, ...., Xn) est associé et si f1, ......., fk sont des fonctions toutes croissantes
de IRn dans IR (ou toutes décroissantes), alors le vecteur Y = (f1(X), ......, fk(X)) est
associé.

(P4) Si X(k) = (X
(k)
1 , ...., X(k)

n ) est associé pour tout k et si X(k) converge en loi vers
X = (X1, ...., Xn) lorsque k tend vers +∞, alors X est associé.

(P5) Tout vecteur aléatoire à composantes indépendantes est associé.
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3.2 Inégalités des moments

Théorème 3.1 (voir Yu.A.Davydov [61]) Soient X et Y deux variables aléatoires cen-
trées et de variances �nies.
∀p, q, r avec r > 1 et 1

p
+ 1

q
+ 1

r
= 1 on a

|Cov(X, Y )| ≤ 8α(X, Y )
1
p (IE(|X|q))

1
q (IE(|Y |r))

1
r

Théorème 3.2 (voir Q.M.Shao et H.Yu [41]) Soient 2 < p < r < ∞, 2 < υ < r et
(Xn)n≥1 une suite α−mélangeante de variables aléatoires telles que pour tout n, IE(Xn) = 0

et (IE(|Xn|r))
1
r <∞, On suppose que

αn ≤ Cn−θ pour C > 0 et θ > 0.

Alors ∀ε > 0, il existe K = (ε, r, p, υ, θ, C) <∞ tel que

IE(|Sn|p) ≤ K[(nCn)
p
2 max
i≤n

(IE(|Xi|υ))
p
υ + n(p− (r−p)θ

r
)∨(1+ε) max

i≤n
(IE(|Xi|r))

p
r ],

où

Sn =
n∑
i=1

Xi, Cn =

(
n∑
i=1

(i+ 1)
2

υ−2αi

)υ−2
υ

et a ∨ b = max(a, b),

En particulier, pour tout ε > 0,

1. Si θ > υ
υ−2 et θ ≥

(p−1)r
r−p , on a

IE(|Sn|p) ≤ K[n
p
2 max
i≤n

(IE(|Xi|υ))
p
υ + n(1+ε) max

i≤n
(IE(|Xi|r))

p
r ],

2. Si θ ≥ pr
2(r−p) , on a

IE(|Sn|p) ≤ Kn
p
2 max
i≤n

(IE(|Xi|r))
p
r .

Théorème 3.3 (voir Q.M.Shao [40]) Soit (Xn)n≥1 une suite ρ−mélangeante de variables
aléatoires, telles que (IE(|X|q))

1
q <∞ pourcertain q ≥ 2.

Alors il existe K = K(q, ρ(.)) <∞ tel que

IE( max
1≤i≤n

|Sk(i)|q) ≤ K
[
n
q
2 exp

(
K
∑[log2n]
i=0 ρ(2i)

)
maxk≤i≤k+n(IE(|Xi|2))

q
2

+n exp
(
K
∑[log2n]
i=0 ρ

2
q (2i)

)
maxk≤i≤k+n(IE(|Xi|q))

]
.

où Sk(i) =
∑k+1
j=k+1Xj.
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Théorème 3.4 (Théorème de la limite centrale pour des suites α−mélangeantes)

Soit Xt une suite stationnaire avec IE(Xt) = 0, On suppose que X est α−mélangeante et
que pour un δ > 0

IE(|Xt|2+δ) <∞,

et ∞∑
n=0

α
δ

2+δ (n) <∞.

Alors

lim
n→∞

σ2
n

n
= IE(|X1|2) + 2

∞∑
k=1

IE(X1Xk) ≡ σ2,

où

Sn =
n∑
k=1

Xn

et
σ2
n = V ar(Sn).

Pour la preuve voir P.Doukhan, P. Massart et E. Rio (1994) [43] et Durrett (1991) [62].

Lemme 3.1 (voir R.Yokoyama [19])) Soit Yi une suite α-mélange d'une variable aléa-
toire réelle sur l'espace probabilisé (Ω, β, IP), avec IE(Y1) = 0 et IE(Yi|m+δ) < ∞ pour tout
entier m > 2 et δ > 0.Si

∞∑
i=1

(i+ 1)
m
2
−1[α(i)]

δ
m+δ <∞,

alors il existe un constant C tel que

IE(|
n∑
i=1

Yi|m) ≤ Cn
m
2 , n ≥ 1. (3.8)

Lemme 3.2 (K.Yoshihara [12]) Soit εi une suite α-mélange de coe�cient α(n) supposons
que pour un tel δ > 0 et pour tout m ≥ 2

1. IE(εi) = 0 et IE(|εi|m+δ) ≤M <∞, (i=1,2,. . .), et

2.
∑∞
i=1(i+ 1)

m
2
−1(α(i))

δ
m+δ .

Alors, pour tout suite {ak} et pour tout entier n, on a

IE(
b+n∑
i=b+1

aiεi)
m ≤ C ′mA

m
b,n (∀b ≥ 0, n ≥ 1), (3.9)

avec C ′m est un constant ne dépond que de m et Amb,n =
∑b+n
i=b+1 a

m
i , (A

2
0,n = A2

n)
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Lemme 3.3 (voir [50]) Soit (εi) une suite de variables aléatoires α−mélange, s'il existe
les nombres positifs c∗1, c

∗
2 et c

∗
3 tel que

c∗1h ≤ IE
[
K
(
t− εi
h

)]
, IE

[
K
(
t− εi
h

)]2
≤ c∗2h ∀i ≥ 1,

et
IE
[
K
(
t− εi
h

)]
K
(
t− εj
h

)
≤ c∗3h

2 ∀i 6= j.

Alors on a

V ar

[
n∑
i=1

K
(
t− εi
h

)]
= nhσ2 + o(nh),

où σ2 = var[εi]
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Chapitre 4

La convergence asymptotique du

paramètre d'un model autoregressif

d'ordre 1 dans le cas des érreurs

α-mélangeant

Dans la première et la deuxième section du chapitre quatre nous étudions la convergence
asymptotique de l'estimateur du paramètre d'un processus autorégressifs d'ordre 1. La troi-
sième section sera consacrée à trouver un intervalle de con�ance pour l'estimateur de ce
paramètre pour un seuil de con�ance donné.
Soit le processus autoregressif d'ordre 1 stationnaire suivant :

AR(1) : Xi = ϕXi−1 + εi, (4.1)

où ϕ est le paramètre du processus (4.1), et εi est l'erreur. Le but principale de ce travail est
d'étudier la convergence presque complète de :

√
n(ϕ̂n − ϕ),

dans le cas des erreurs α-mélangeant,
i.e : ∞∑

n=1

IP(|
√
n(ϕ̂n − ϕ)| > K) < +∞

où encore
∞∑
n=1

IP

∣∣∣∣∣∣
1√
n

∑n
i=1Xi−1εi

1
n

∑n
i=1X

2
i−1

∣∣∣∣∣∣ > K

 < +∞
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4.1 Convergence presque complète

Dé�nition 4.1 (Voir R.C. Bradley [20] et [21]) Supposons que (εi, i ∈ IN∗) est une
variable aléatoire réelle sur l'espace probabilisé (Ω, β, IP), et soit Fnl la σ−algèbre engendrée
par (εi, l ≤ i ≤ n) et soit :

α(n) = sup
{
|IP(AB)− IP(A)IP(B)| : A ∈ Fl−∞, B ∈ F∞l+n

}
.

La suite (εi) est dite α-mélange si :

α(n)→ 0 lorsque n→∞.

Remarque 3 (Voir P. Billingsley [24]) En général, si h: IR→ IR est une fonction me-
surable la suite X := (Xi)i est α-mélangeant, alors Y := (h(Xi))i l'est aussi. En plus, si l et
n sont des entiers �xes, alors

σ(h(Xj), j ≤ l) ⊂ σ(Xj, j ≤ l) et σ(h(Xj), j ≥ l + n) ⊂ σ(Xj, j ≥ l + n),

qui donne αY (n) ≤ αX(n) pour tout entier n.

Dé�nition 4.2 (Hsu et Robbins [8]) Une suite {Xn, n ∈ IN∗} de variables aléatoires converge
presque complètement vers 0 , si ∀ε > 0,

∞∑
n=1

IP(|Xn| > ε) <∞

Lemme 4.1 (Lemme de Borel-Cantelli voir [7]) Soit (Ω, β, IP) un éspace probabilisé, {An}
une suite d'évènements.

1. Si
∑∞
n=1 IP(An) <∞ alors

IP(lim
n
supAn) = 0

2. Si les évènements A1, A2, . . . sont indépendants et
∑∞
n=1 IP(An) =∞, alors

IP(lim
n
supAn) = 1

Corollaire 4.1 (voir [7]) Soit {An} une suite d'évènements indépendants. Alors

IP(lim
n
supAn) = 0⇔

∞∑
n=1

IP(An) <∞
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revenons maintenant sur le processus autorégressif d'ordre un AR(1) dé�ni dans (4.1), où ϕ
est un paramètre déterministe du processus (4.1), et εi est une suite α-mélange d'une variable
aléatoire réelle sur l'espace probabilisé (Ω, β, IP) identiquement distribuées de moyenne nulle,
IE(|εi|m) < ∞ pour (m ≥ 1) et σ2

i = IE(ε2i ) < ∞, pour la simplicité on vas supposer que
notre processus (4.1) est initialisé par X0 = 0, le paramètre du model ϕ qui est inconnu peut
être estimé par exemple par le principe des moindres carrés comme suit :

ϕ̂n =

∑n
i=1XiXi−1∑n
i=1X

2
i−1

, n ≥ 2 (4.2)

les observations X1, . . . , Xn etant données et ϕ̂n est l'estimateur de ϕ ([2]).

4.2 Principaux résultats

Théorème 4.1 Pour tout 0 < ε <
√
T1 et m > 2.Si

∞∑
i=1

(i+ 1)
m
2
−1[α(i)]

δ
m+δ <∞,∀δ > 0 alors il existe un constant C ′m tel que

IP(
√
n|ϕ̂n − ϕ| > K) ≤ 2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
(4.3)

où T1 = IE(X2
i ) <∞, T2 = IE(X4

i ) <∞, i ≥ 1, Bn =
∑n
i=1 σ

2
i = O(nα),

0 < α < 2 et C ′m est un constant ne dépend que de m.

Pour démontrer ce théorème, en introduisant les lemmes suivants :

Lemme 4.2 (voir [9] et [10]) ∀A,B,m > 0 on a

(A+B)m ≤ max(1, 2m−1)(Am +Bm)

Lemme 4.3 (voir [19])[Yokoyama (1980)] Soit Yi une suite α-mélange d'une variable aléa-
toire réelle sur l'espace probabilisé (Ω, β, IP), avec IE(Y1) = 0 et IE(Yi|m+δ) < ∞ pour tout

entier m > 2 et δ > 0.Si
∞∑
i=1

(i+ 1)
m
2
−1[α(i)]

δ
m+δ <∞,

alors il existe un constant C tel que

IE(|
n∑
i=1

Yi|m) ≤ Cn
m
2 , n ≥ 1. (4.4)
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Preuve du théorème 4.1

Par un simple calcul, on a

ϕ =

∑n
i=1XiXi−1 −

∑n
i=1Xi−1εi∑n

i=1X
2
i−1

et
ϕ̂n − ϕ =

∑n
i=1Xi−1εi∑n
i=1X

2
i−1

(4.5)

et par suite on a

IP(
√
n|ϕ̂n − ϕ| > K) = IP

∣∣∣∣∣∣
1√
n

∑n
i=1Xi−1εi

1
n

∑n
i=1X

2
i−1

∣∣∣∣∣∣ > K


pour facilité l'écriture, posons

I =

∣∣∣∣∣∣
1√
n

∑n
i=1Xi−1εi

1
n

∑n
i=1X

2
i−1

∣∣∣∣∣∣ (4.6)

Successivement par l'inégalité de Hôlder, on obtient

I ≤
1√
n

∑n

i=1
|Xi−1||εi|

1
n

∑n

i=1
X2
i−1

≤
1√
n
(
∑n

i=1
X2
i−1)

1
2 (
∑n

i=1
ε2i )

1
2

1
n

∑n

i=1
X2
i−1

≤
1√
n
(
∑n

i=1
ε2i )

1
2

1
n
(
∑n

i=1
X2
i−1)

1
2
.

Et comme K < I donc

K <

1√
n
(
∑n
i=1 ε

2
i )

1
2

1
n
(
∑n
i=1X

2
i−1)

1
2

on arrive à la majoration suivante

IP(I > K) ≤ IP

 1√
n
(
∑n
i=1 ε

2
i )

1
2

1
n
(
∑n
i=1X

2
i−1)

1
2

> K

 . (4.7)

Puisque IP est une probabilité, pour tout ε > 0 on a

IP(I > K) ≤ IP
(

1√
n
(
∑n
i=1 ε

2
i )

1
2 > 1

n
(
∑n
i=1X

2
i−1)

1
2K

)
≤ IP

(
1√
n
(
∑n
i=1 ε

2
i )

1
2 > Kε

)
+ IP

(
1
n
(
∑n
i=1X

2
i−1)

1
2 ≤ ε

)
≤ π1 + π2

posons

π1 = IP

(
1√
n

(
n∑
i=1

ε2i )
1
2 > Kε

)
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4.2 Principaux résultats

et

π2 = IP

(
1

n
(
n∑
i=1

X2
i−1)

1
2 ≤ ε

)
maintenant il su�t de majorée π1 et π2, d'une part le résultat suivant se tiennent également,
puisque εi et ε2i sont des suites des variables aléatoires α−mélange. Soit Yi = ε2i − IE(ε2i ),

IE(Yi) = 0, sous l'hypothèse
∞∑
i=1

(i+1)
m
2
−1[α(i)]

1
m+1 <∞, appliquant le lemme (4.3) précédent,

pour tout m > 2, IE(|Yi|m+1) <∞ et σ2
i = IE(ε2i ) <∞,alors

IE

(∣∣∣∣∣
n∑
i=1

Yi

∣∣∣∣∣
m)
≤ C ′mn

m
2

d'où

IE

(∣∣∣∣∣
n∑
i=1

1

n
Yi

∣∣∣∣∣
m)
≤ C ′mn

−m
2 (4.8)

On obtient donc

IE

(∣∣∣∣∣ 1n
n∑
i=1

(ε2i − σ2
i )

∣∣∣∣∣
m)
≤ C ′mn

−m
2 (4.9)

pour tout m > 2, ∣∣∣∣∣ 1n
n∑
i=1

(ε2i − σ2
i )

∣∣∣∣∣ =

∣∣∣∣∣
∑n
i=1 ε

2
i

n
−
∑n
i=1 σ

2
i

n

∣∣∣∣∣
on a

||A| − |B|| ≤ |A−B|

ou encore
|A|m ≤ (|B|+ |A−B|)m

et grâce au lemme (4.2) on a

|A|m ≤ max{1, 2m−1}(|B|+ |A−B|)m.

On pose A = 1
n

∑n
i=1 ε

2
i et B = 1

n

∑n
i=1 σ

2
i .

Et par conséquence

IE(|A|m) ≤ 2m−1(IE(|B|m) + IE(|A−B|)m)

≤ 2m−1
(
Bmn
nm

+ C ′mn
−m

2

)
.

D'où �nalement,

IE

∣∣∣∣∣ 1n
n∑
i=1

ε2i

∣∣∣∣∣
m

≤ 2m−1
(
Bm
n

nm
+ C ′mn

−m
2

)
. (4.10)
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4.2 Principaux résultats

L'inégalité de Markov pour m > 2 et la relation (4.10) entraînent

π1 ≤ IE| 1n
∑n

i=1
ε2i |

m

(Kε)2m

≤ 2m−1

(Kε)2m

(
Bmn
nm

+ C ′mn
−m

2

)
.

Donc pour m > 2 on a une première majoration

π1 ≤
2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
. (4.11)

D'autre part, nous obtenons successivement

π2 = IP
(
1
n

∑n
i=1X

2
i−1 ≤ ε2

)
= IP

(
nε2 −∑n

i=1X
2
i−1 ≥ 0

)
= IE

(
11{nε2−

∑n

i=1
X2
i−1≥0}

)
≤ IE

(
expλ

(
nε2 −∑n

i=1X
2
i−1

))
(λ > 0)

≤ eλnε
2
IE
(
exp−λ∑n

i=1X
2
i−1

)
≤ eλnε

2
Πn
i=1IE

(
exp−λX2

i−1

)
.

on trouve également
π2 ≤ eλnε

2

Πn
i=1IE

(
exp−λX2

i−1

)
.

on pose
X = λX2

i−1,

véri�ons que pour x ≥ 0 on a

e−x ≤ 1− x+
1

2
x2. (4.12)

En e�et
soit ψ(x) = e−x et φ(x) = 1− x+ 1

2
x2 ce qui implique que ψ′(x) = −e−x

de plus
ex ≥ 1 + x ∀x, (4.13)

on déduit que ψ′(x) = −e−x ≤ −1 + x = φ′(x). Aussi ψ(0) = 1 = φ(0) il en découle que
ψ(x) ≤ φ(x) pour tout x ≥ 0,
ce qui montre 4.12.
4.12 et 4.13 entraînent que pour tout λ > 0

eλnε
2

Πn
i=1IE

(
exp(− 1

n2
λX2

i−1)
)

≤ eλnε
2
(
1− λT1 + λ2

2
T2
)n

≤ eλnε
2
(
exp

(
λT1 + λ2

2
T2
))n

≤ eλnε
2

exp
(
−nλT1 + λ2

2
nT2

)
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4.3 Intervalle de con�ance

où T1 = IE(X2
i ) <∞, T2 = IE(X4

i ) <∞.
Et par conséquence

π2 = IP

(
n∑
i=1

X2
i−1 ≤ nε2

)
≤ exp

[
λ
(
nε2 − nT1

)
+
nλ2T2

2

]
. (4.14)

Considérons la fonction suivante h(λ) = λ
(
nε2 − nT1

)
+
nλ2T2

2
avec λ > 0, l'équation

h′(λ) = 0 a pour unique solution λ = −(ε2 − T1)
T2

, aussi que h′′(λ) > 0 ce qui prouve que

λ = −(ε2 − T1)
T2

est un minimum pour la fonction h,

et d'après 4.14 il découle que

π2 = IP

(
n∑
i=1

X2
i−1 ≤ nε2

)
≤ exp

[
−n (ε2 − T1)2

2T2

]
. (4.15)

4.7, 4.11 et 4.15 entraînent que pour tout K > 0, T1 <∞, T2 <∞, 0 < ε <
√
T1, m > 2 et

0 < α < 2

IP(
√
n|ϕ̂n − ϕ| > K) ≤ 2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
.

Ceci achève la preuve du théorème.

Corollaire 4.2 La suite (ϕ̂n)n∈IN dé�nie dans le théorème 4.1 converge presque complète-
ment vers le paramètre ϕ du processus autorégressif AR(1).

Preuve du corollaire 4.2 La convergence presque complète suit l'inégalité 4.1.
En e�et, on sait que la série {Vn, n ∈ IN} de terme général réel et positif dé�ni par

Vn =
2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
, (4.16)

par suite

+∞∑
n=1

IP(
√
n|ϕ̂n − ϕ| > K) ≤

+∞∑
n=1

2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
<∞.

Ce qui montre le corollaire.

4.3 Intervalle de con�ance

L'inégalité 4.1 permet la construction d'un intervalle de con�ance pour le paramètre du
processus autorégressif d'ordre un AR(1). Pour K su�samment grand, tel que K = ε

√
n, on
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4.3 Intervalle de con�ance

a

lim
n→+∞

2m−1

(Kε)2m

(
Bm
n

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
=

lim
n→+∞

2m−1

nmε4m

(
(O(nα))m

nm
+ C ′mn

−m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
=

lim
n→+∞

2m−1

ε4m

(
O
(

1

nm(2−α)

)
+ C ′mn

− 3m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
= 0.

Ce que signi�e, pour η un niveau donné, on trouve un nombre naturel nη tel que

∀n ≥ nη, ona,
2m−1

ε4m

(
O
(

1

nm(2−α)

)
+ C ′mn

− 3m
2

)
+ exp

(
−n(ε2 − T1)2

2T2

)
≤ η. (4.17)

Par conséquence,
IP(
√
n|ϕ̂nη − ϕ| ≤ ε) ≥ 1− η. (4.18)

Ce qui signi�e que le paramètre du processus autorégressif d'ordre un appartient à l'intervalle
de centre ϕ̂nη et de rayon ε avec une probabilité plus grande ou égale à 1− η.
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Chapitre 5

Distributions asymptotiques des

estimateurs de la densité d'erreur dans

les modèles autorégressifs de premier

ordre

Dans la régression paramètrique et modèles autorégressifs, plusieurs auteurs ont étudiés
les propriétés des estimateurs pour les distributions des erreurs. La convergence faible des
processus empiriques basées sur les résidus dans les modèles de régression paramétriques est
abordée dans Koul (1970, 1977, 1992, 1996), Loynes (1980), Portony (1986) et Mammen
(1996), tandis que Boldin (1982), Koul (1991) et koul et Ossiander (1994) pour discuter
sur les paramètres des modèles autorégressifs. La convergence uniforme de la densité d'er-
reur dans ces modèles est discutée dans koul (1992). Lee et Na (2002) s'étendent le résultat
asymptotique (sur la base du L2-norme) dans Bickel et Rosenblatt (1973) pour les estima-
teurs de la densité d'erreurs dans les modèles de premier ordre tout en autorégressifs,tandis
que Horv'ath et Zitikis (2003) considèrent la distribution asymptotique de la Lp-norme des
estimateurs. Dans le présent chapitre, nous obtenons d'abord la dirtribution asymptotique
des estimateurs du noyau de densité des erreurs à un point �xe. Puis nous montrons la
distribution asymptotique du maximum d'un écart convenablement normalisé de l'estimateur
de la densité de l'attente de la densité d'erreur du noyau (basé sur l'erreur vraie), qui est la
même que celle dans le cas de l'échantillon en créer un établi par Bickel et Rosenblatt (1973).
Le document est organisé comme suit. Les modèles, les estimateurs et les hypothèses sont in-
troduits dans la section suivante. l'article 3 énonce et démontre la distribution asymptotique
de l'estimateur à un point �xe tandis que la section 4 montre la distribution asymptotique
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5.1 Modèles, estimateurs, et hypothèses

de la mesure globale. Dans les sections suivantes, toutes les limites sont considérées comme
la taille de l'échantillon n tend vers ∞.

5.1 Modèles, estimateurs, et hypothèses

Dans cette section, nous introduisons le modèle et les estimateurs à noyau de densité
d'erreur. Supposons que la suite {Xi} satisfait le modèle autorégressif de premier ordre

Xi = θXi−1 + ζi (5.1)

où les ζi sont des variables aléatoires indépendantes et identiquement distribuées (iid) de
moyenne 0, variance σ2, quatrième moment �ni et densité f inconnue. Nous supposons aussi
|θ| < 1 et la séquence {Xi} est stationnaire. Puis, nous avons la représentation

Xi =
∞∑
j=0

θjζi−j, (5.2)

Par conséquent, en utilisant Théorème 7.1.2 dans Brockwell et dvis (1991), nous avons la
distribution asymptotique suivante :

1√
n

n∑
i=0

Xi → N

0,

(
σθ

1− θ

)2
 (5.3)

Supposons que nous observons X0, X1, X2, ..., Xn. Soit un estimateur de h avec la propriété
suivante :

√
n(θ̂ − θ) = OIP(1). (5.4)

la propriété (5.4) est naturelle puisque l'estimateur des moindres carrés la satisfait. Soit

ζ̂i = Xi − θ̂Xi−1 (5.5)

désigne les résidus. Sur la base de ces résidus, on construit un estimateur de la densité
d'erreur f(t) comme suit :

f̂n(t) =
1

n

n∑
i=1

Khn(t− ζ̂i), t ∈ IR,

oú Kh(t) =
1

h
K(

t

h
), et hn étant des nombres positifs (appelé généralement bande passante)

tendant vers zéro, et K est la fonction de densité du noyau. Nous allons montrer que f̂n(t)

est asymptotiquement normale à un point �xe. Nous avons aussi besoin de dé�nir la densité
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5.2 Distribution asymptotique de f̂n en un point �xe

d'erreur du noyau sur la base des véritables erreurs (que nous ne pouvons pas observer)
ζ1, ζ2, ..., ζn :

fn(t) =
1

n

n∑
i=1

Khn(t− ζi), t ∈ IR.

Nous allons considérer la distribution asymptotique de la distance maximale d'un écart conve-
nablement normalisé à partir de f̂n(t) à E(fn(t)) =

∫
K(x)f(t − hnx)dx. Nous concluons

cette section avec quelques hypothèses de base sur K et hn qui sont utilisés par la suite. i)
(K1) K existe sur la droite réelle et K

′′
est bornée ;

(K2) K est bornée ;
(K3)

∫
|x|K(x)dx <∞ ;

(K4)
∫
|x|K2(x)dx <∞ ;

(K5)
∫
|xK ′(x)|dx <∞ et

∫
|x||K ′(x)|2dx <∞ ;

ii)(H) : hn → 0.
Note. La densité normale satisfait toutes les hypothèses sur K.

5.2 Distribution asymptotique de f̂n en un point �xe

Dans cette section, nous considérons la distribution asymptotique de f̂n(t). Nous avons
le résultat de normalité asymptotique suivante

Théorème 5.1 Supposons que à un instant �xe t ∈ IR, il existe une constante 0 < c < ∞
telle que f satisfaite

|f(t)− f(t− y)| ≤ c|y|, pour tout y ∈ IR. (5.6)

Supposons que hn satisfait
nh5n →∞. (5.7)

Puis, sous les hypothèses (K1)− (K5), (H) et (5.4), nous avons ce que, dans la distribution,

1√
V ar(fn(t))

[
f̂n −

∫
K(x)f(t− hnx)dx

]
→ N (0, 1). (5.8)

avant de prouver le théorème 5.6, nous allons énoncer et prouver un lemme auxiliaire.

Lemme 5.1 Supposons que (5.4), (5.6) et nous allons maintenir les hypothèses (K1), (K5)

et (H). Alors, nous avons

|f̂n(t)− fn(t)| = OIP(
1

nh3n
) (5.9)
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5.2 Distribution asymptotique de f̂n en un point �xe

Preuve. D'aprés (5.1) et (5.5), nous avons

ζ̂i − ζi = −(θ̂ − θ)Xi−1. (5.10)

En utilisant (K1) et (5.10), nous pouvons obtenir

|f̂n(t)− fn(t)| =

∣∣∣∣∣ 1

nhn

n∑
i=1

[
K

(
t− ζ̂i
hn

)
−K

(
t− ζi
hn

)]∣∣∣∣∣
=

∣∣∣∣∣ 1

nhn

n∑
i=1

[
(θ̂ − θ)Xi−1

hn
K
′
(
t− ζi
hn

)
+

(θ̂ − θ)2X2
i−1

2h2n
K
′′
(ξit)

]∣∣∣∣∣
≤ |θ̂ − θ|

nh2n

∣∣∣∣∣
n∑
i=1

Xi−1K
′′
(
t− ζi
hn

)∣∣∣∣∣+ c1
|θ̂ − θ|2

2nh3n

n∑
i=1

X2
i−1,

= Jn1(t) + Jn2(t), say, (5.11)

où c1 (0 < c1 < ∞) est une borne supérieure pour |K ′′ |, (i.e., |K ′′(x)| ≤ c1 ∀x ∈ IR), et ξit
est un nombre compris entre (t− ζ̂i)/hn et (t− ζi)/hn. nous allons maintenant montrer que

Jn1(t) = OIP

(√
(n2h3n)−1 + (n2h2n)−1

)
. (5.12)

Nous commençons la preuve avec la borne∣∣∣∣∣
n∑
i=1

Xi−1

∣∣∣∣∣
2

≤ 2

∣∣∣∣∣
n∑
i=1

Xi−1

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζi
hn

))]∣∣∣∣∣
2

+ 2

∣∣∣∣∣
n∑
i=1

Xi−1

∣∣∣∣∣
2 (

IE

(
K
′
(
t− ζ1
hn

)))2

. (5.13)

Puisque Xi et (ζi+1, ζi+2, ...) sont indépendants d'aprés (5.2), nous avons l'égalité

IE

∣∣∣∣∣
n∑
i=1

Xi−1

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζi
hn

))]∣∣∣∣∣
2


=
n∑
i=1

IE(X2
i−1)V ar

(
K
′
(
t− ζi
hn

))
. (5.14)

Nous allons maintenant estimer la variance sur le côté droit de (5.14). D'aprés (5.6) et∫
|x||K ′(x)|2dx <∞, nous avons

|
∫
K
′2(x)f(t− xhn) dx− f(t)

∫
K
′2(x) dx| ≤ chn

∫
K
′2(x) dx = O(hn).
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5.2 Distribution asymptotique de f̂n en un point �xe

Donc,

V ar

(
K
′
(
t− ζi
hn

))
≤ IE

(K ′ (t− ζi
hn

))2
 = hn

∫
K
′2(x)f(t− xhn) dx = O(hn).

Combinons cette borne avec (5.14) et en utilisant IE(X2
i ) = IE(X2

0 ) < ∞, nous montrons
que

IE

∣∣∣∣∣
n∑
i=1

Xi−1

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζi
hn

))]∣∣∣∣∣
2
 = O(nhn).

Donc, par l'inégalité de Markov, on obtient∣∣∣∣∣
n∑
i=1

Xi−1

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζi
hn

))]∣∣∣∣∣
2

= OIP(nhn). (5.15)

Nous allons maintenant estimer le second terme du côté droit de (5.13). D'aprés (5.6) et∫
|x||K ′(x)| dx <∞, nous avons

|
∫
K
′
(x)f(t− xhn) dx− f(t)

∫
K
′
(x) dx| ≤ chn

∫
K
′
(x) dx = O(hn).

Donc,

IE

(
K
′
(
t− ζi
hn

))
= hn

∫
K
′
(x)f(t− xhn) dx = O(hn). (5.16)

De (5.4), il s'ensuit que θ̂ − θ = OIP(n−1/2). A partir de (5.3), nous avons |
n∑
i=1

Xi−1|2 =

OIP(n). Combinons ces points avec (5.13), (5.15) et (5.16), il est facile de voir que (5.12)
est véri�é.D'aprés (5.12) et l'hypothèse (H), nous obtenons

Jn1 = OIP((nh3n)−1). (5.17)

Nous allons maintenant prouver que

Jn2 = OIP((nh3n)−1). (5.18)

Puisque IE(
n∑
i=1

X2
i−1) = nIE(X2

0 ) = O(n), en utilisant l'inégalité de Markov, nous obtenons

n∑
i=1

X2
i−1 = OIP(n). Ainsi, en utilisant la propriété θ̂− θ = OIP(n−1/2), nous prouvons (5.18).

Combinons (5.11), (5.17) et (5.18), la déclaration (5.9) suit.
Proof. du Théorème 5.1. Puisque

IE(fn(t)) =
∫
K(x)f(t− xhn) dx,
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5.2 Distribution asymptotique de f̂n en un point �xe

Nous pouvons écrire

f̂n(t)−
∫
K(x)f(t− xhn) dx = |f̂n(t)− fn(t)|+ |fn(t)− IE(fn(t))|. (5.19)

D'aprés (5.6), nous obtenons

|
∫
K(x)f(t− xhn) dx− f(t)

∫
K(x) dx| ≤ chn

∫
|x|K(x) dx,

et aussi la même liée par K remplacée par K2. En outre, combinons ces limites avec les
hypothèses (K3) et (K4), nous avons∫

K(x)f(t− xhn) dx = f(t)
∫
K(x) dx+O(hn),

et aussi la même expression avec K remplacé par K2. Par conséquent, nous avons

V ar(fn(t)) =
1

nh2n
var

(
K

(
t− ζ1
hn

))

=
1

nhn

[∫
K2(x)f(t− xhn) dx− hn

(∫
K(x)f(t− xhn) dx

)2
]

=
1

nhn
[f(t)

∫
K2(x) dx+O(hn)]. (5.20)

Nous avons l'égalité

fn(t)− IE(fn(t))√
V ar(fn(t))

=
1√
n

n∑
i=1

K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

))
√√√√V ar(K (

t− ζ1
hn

)) .

Pour prouver la normalité asymptotique, nous allons utiliser le théorème de Lindeberg-Feller
de la limite centrale. Nous véri�erons l'état du Lindeberg-Feller comme suit. Fixer tout ε > 0.
En utilisant le fait que K est borné, nous avons

IE



(
K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

)))2

V ar

(
K

(
t− ζ1
hn

)) 11

∣∣∣∣∣∣∣∣∣∣∣∣
K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

))
√√√√V ar(K (

t− ζ1
hn

))
∣∣∣∣∣∣∣∣∣∣∣∣
>ε
√
n


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= O



1

V ar

(
K

(
t− ζ1
hn

))IE



11

∣∣∣∣∣∣∣∣∣∣∣∣
K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

))
√√√√V ar(K (

t− ζ1
hn

))
∣∣∣∣∣∣∣∣∣∣∣∣
>ε
√
n







= O


IP

∣∣∣∣∣K
(
t− ζ1
hn

)
− IE

(
K

(
t− ζ1
hn

))∣∣∣∣∣ > ε

√√√√nV ar(K (
t− ζ1
hn

))
V ar

(
K

(
t− ζ1
hn

))


De la probabilité dans la dernière expression, par l'inégalité de Tchebychev, nous avons

IP

∣∣∣∣∣K
(
t− ζ1
hn

)
− IE

(
K

(
t− ζ1
hn

))∣∣∣∣∣ > ε

√√√√nV ar(K (
t− ζ1
hn

)) ≤ 1

ε2n

Ainsi, nous obtenons que

IE



(
K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

)))2

V ar

(
K

(
t− ζ1
hn

)) 11

∣∣∣∣∣∣∣∣∣∣∣∣
K

(
t− ζi
hn

)
− IE

(
K

(
t− ζ1
hn

))
√√√√V ar(K (

t− ζ1
hn

))
∣∣∣∣∣∣∣∣∣∣∣∣
>ε
√
n





= O

 1

ε2nV ar

(
K

(
t− ζ1
hn

))


= O

(
1

ε2n[f(t)
∫
K2(x) dx+O(hn)]

)
→ 0,

ou nous utilisons également (5.20), f(t) > 0, et nhn → ∞ (garanti par (5.7) et l'hypothèse
(H)). D'aprés le théorème de Lindeberg-Feller de la limite centrale (par exemple, le théorème
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(4.12) en Kallenberg (1997)), nous obtenons que, dans la distribution,

1√
V ar(fn(t))

(fn(t)− IE(fn(t)))→ N (0, 1).

combinons ce résultat avec (5.19), nous voyons que, a�n de montrer (5.8), il su�t de prouver
que

|f̂n(t)− fn(t)|√
V ar(fn(t))

= oIP(1). (5.21)

D'aprés (5.20), l'hypothèse (H) et f(t) > 0, il s'ensuit que 1/
√
V ar((fn(t)) = OIP(

√
nhn).

Par conséquent, a�n de montrer (5.21), il su�t de prouver que√
nhn|f̂n(t)− fn(t)| = oIP(1).

Cela résulte de (5.9), i.e.,

√
nhn|f̂n(t)− fn(t)| = OIP

(
1

nh5n

)

et l'hypothèse nh5n →∞ dans (5.7).

5.3 Distribution asymptotique de la mesure globale

Dans cette section, nous étendons le théorème (3.1) de Bickel et Rosenblatt (1973) pour
fn. Nous montrons que la distribution asymptotique de la mesure globale de l'écart de f̂n(t)

à partir de IE(fn(t)) est la même que celle dans le cas où nous pouvons observer l'erreur ε .
Soit

M̂n = sup{
√
nhn/f(t)|f̂n(t)− IE(fn(t))| : 0 ≤ t ≤ 1},

Mn = sup{
√
nhn/f(t)|fn(t)− IE(fn(t))| : 0 ≤ t ≤ 1}.

(Il n'y a pas de perte lors de l'examen [0, 1] plutôt que de tout autre intervalle sur lequel la
densité est bornée loin de 0 et ∞.) Le principal résultat est le suivant

Théorème 5.2 Sous les hypothèses de lemmes 5.2 et 5.4, nous avons

IP

(
(2δ log n)1/2

(
M̂n

λ(K)1/2
− dn

)
< y

)
→ e−2y, ∀y ∈ IR,

où λ(K) et dn sont donnés dans le lemme .
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5.3 Distribution asymptotique de la mesure globale

Nous aurons besoin de trois lemmes pour prouver le résultat principal. Le premier lemme est
sur la distribution asymptotique de Mn donnée par le théorème (3.1) de Bickel et Rosenblatt
(1973). Nous le réa�rmons ici.

Lemme 5.2 Supposons les hypothèses suivantes : A1. Soit K (a) s'annule à l'extérieur de
l'intervalle [−A,A] et est absolument continue sur [−A,A] avec dérivé K

′
où (b) est absolu-

ment continue sur (−∞,∞) avec dérivé K
′
de telle sorte que

∫
|K ′(x)|kdx <∞, k = 1, 2 ;

A2. f est continue, positive et bornée sur [0, 1] ;
A3. f 1/2 est absolument continue et sa dérivé 1/2f

′
/f 1/2 est délimitée en valeur absolue. En

outre,
hn = n−δ for some δ ∈ (0, 1/4) (5.22)

et ∫
|x|>3
|x|3/2|K ′(x)|(log log |x|)1/2[|W ′

(x)|+ |W (x)|] dx <∞.

puis,

IP

(
(2δ log n)1/2

(
Mn

λ(K)1/2
− dn

)
< y

)
→ e−2y, ∀y ∈ IR,

où
λ(k) =

∫
k2(x) dx (5.23)

et dn est dé�ni comme suit.
Si C1(K) > 0 où C1(K) = K2(A)+K2(−A)

2
/λ(K), puis

dn = (2δ log n)
1
2 +

1

(2δ log n)
1
2

[
log

C1(K)√
π
− 1

2
(log δ + log log n)

]
.

Si C1(K) = 0, puis

dn = (2δ log n)
1
2 +

1

(2δ log n)
1
2

[
log

C2(K)

2π

]
,

où
C2(K) =

1

2

[∫
[K
′
(x)]2 dx

]
/λ(K).

le second lemme est l'inégalité de type exponentiel de la di�érence de martingale.

Lemme 5.3 Si (Zi) est une di�érence de martingale et

|Zi| ≤ k a.s.

puis, pour tout ε > 0,

IP

(
|
n∑
i=1

Zi| > ε

)
≤ 2 exp{− ε2

2nk2
}.

98



5.3 Distribution asymptotique de la mesure globale

Pour la démonstration du lemme 5.3, voir Azuma (1967). Maintenant nous utilisons le
lemme 5.3 pour prouver le troisième lemme, qui est sur la proximité de f̂n et fn.

Lemme 5.4 Supposons que la premiére fonction dérivée K
′
est bornée et intégrable. Soit la

fonction de densité f une fonction Lipschitzienne continue d'ordre 1, c'est à dire, il existe
une constante 0 < l <∞ telle que

|f(x)− f(y)| ≤ l|x− y|, ∀ x ∈ IR et y ∈ IR. (5.24)

En outre, la fenêtre hn satisfait
log n

nh5n
→ 0, (5.25)

et il existe une constante 3/2 < γ <∞ telle que
√

log n

nh
3γ+3/2
n

→ 0. (5.26)

Puis, sous (5.4), (K1) et (H), nous avons

sup
t∈[0,1]

|f̂n(t)− fn(t)| = oIP

(
1√

nhn log n

)
. (5.27)

Preuve.Sous l'hypothèse (K1), nous voyons que (5.11) est encore valable. Par conséquent,
nous avons

sup
t∈[0,1]

|f̂n(t)− fn(t)| ≤ sup
t∈[0,1]

Jn1 + Jn2. (5.28)

Nous estimons la limite des deux termes dans le côté droit de (5.28). nous commençons avec
le premier terme.

sup
t∈[0,1]

Jn1 =
|θ̂ − θ|
nh2n

sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Xi−1K
′
(
t− ζi
hn

)∣∣∣∣∣
≤ |θ̂ − θ|

nh2n
sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Xi−1

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζ1
hn

))]∣∣∣∣∣
+
|θ̂ − θ|
nh2n

sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Xi−1

∣∣∣∣∣ sup
t∈[0,1]

∣∣∣∣∣IE
(
K
′
(
t− ζ1
hn

))∣∣∣∣∣
= In1 + In2, say. (5.29)

Nous allons montrer que

In1 = oIP

(
1√

nhn log n

)
. (5.30)
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5.3 Distribution asymptotique de la mesure globale

nous notons

Wi(t) = Xi−111{|Xi−1|≤n1/3hγn}

[
K
′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζ1
hn

))]
.

Soit Fn la σ-algèbre engendrée par les variables aléatoires {ζi, i ≤ n}.Puisque Xi−1 et ζi sont
indépendants, le processus (pour t �xe)(

n∑
i=1

Wi(t),Fn, 1 ≤ n ≤ n

)
est une martingale.

Puisque K
′
est bornée, il existe une constante 0 < c2 <∞ telle que |K ′(x)| ≤ c2,∀ x ∈ IR.

Ainsi, nous avons ∣∣∣∣∣K ′
(
t− ζi
hn

)
− IE

(
K
′
(
t− ζ1
hn

))∣∣∣∣∣ ≤ 2c2. (5.31)

Par conséquent, il s'ensuit que |Wi(t)| ≤ 2c2n
1/3hγn. Donc, en appliquant le lemme 5.3 avec

k = 2c2n
1/3hγn et ε = nhγn/

√
log n, nous obtenons que, pour tout t ∈ IR,

IP

(
|
n∑
i=1

Wi(t)| > n
hγn√
log n

)
≤ 2e

− n1/3

8c2
2
logn (5.32)

Dévisons [0, 1] en n2 intervalles de longueur égale à 1/n2. Puis, nous avons

sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Wi(t)

∣∣∣∣∣ ≤ max
1≤j≤n2

∣∣∣∣∣
n∑
i=1

Wi(j/n
2)

∣∣∣∣∣ (5.33)

+ max
1≤j≤n2

sup
t∈[(j−1)/n2,j/n2]

∣∣∣∣∣
n∑
i=1

(Wi(t)−Wi(j/n
2))

∣∣∣∣∣ (5.34)

. (5.35)

Pour le premier terme du côté droit de (5.33), en utilisant (5.32), nous avons

IP

(
max

1≤j≤n2

∣∣∣∣∣
n∑
i=1

Wi(j/n
2)

∣∣∣∣∣ > n
hγn√
log n

)

≤ IP

 n2∑
i=1

∣∣∣∣∣
n∑
i=1

Wi(j/n
2)

∣∣∣∣∣ > n
hγn√
log n

 ≤ 2n2e
− n1/3

8c2
2
logn → 0.

Par conséquent, nous obtenons que

max
1≤j≤n2

∣∣∣∣∣
n∑
i=1

Wi(j/n
2)

∣∣∣∣∣ = OIP

(
n

hγn√
log n

)
. (5.36)
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Puisque K” est bornée, en utilisant le développement de Taylor, nous obtenons que, pour
tout 1 ≤ j ≤ n2 et t ∈ [j/n2, (j + 1)/n2],∣∣∣∣∣K ′

(
t− ζi
hn

)
−K ′

(
j/n2 − ζi

hn

)∣∣∣∣∣ ≤ c1
|t− j/n2|

hn
≤ c1
n2hn

(5.37)

D'aprés (5.3), nous avons, pour tout 1 ≤ j ≤ n2 et t ∈ [j/n2, (j + 1)/n2],∣∣∣∣∣IE
(
K
′
(
t− ζi
hn

)
−K ′

(
j/n2 − ζi

hn

))∣∣∣∣∣
= hn|

∫
K
′
(x)[f(t− hnx)− f(j/n2 − hnx)]dx|

≤ lhn|t− j/n2|
∫
|K ′(x)|dx ≤ lChn

n2
.

en utilisant cette borne et (5.37), il s'ensuit que

|Wi(t)−Wi(j/n
2)| ≤ |Xi−111{|Xi−1|≤n1/3hγn}|

(
c1
n2hn

+
lChn
n2

)

≤ n−5/3hγn

(
c1
hn

+ lChn

)
.

par conséquent, le second terme sur le côté droit de (5.33) a une limite supérieure n−2/3hγn
(
c1
hn

+ lChn

)
,

qui est en O(n−2/3hγ−1n ) par hn hn → 0. Combinons ceci avec (5.33) et (5.36), nous obtenons
que

sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Wi(t)

∣∣∣∣∣ = OIP

(
nhγn√
log n

+ n−2/3hγ−1n

)
. (5.38)

D'aprés les dé�nitions de In1 et Wi(t), et en utilisant (5.31), nous obtenons que

In1 ≤
|θ̂ − θ|
nh2n

 sup
t∈[0,1]

∣∣∣∣∣
n∑
i=1

Wi(t)

∣∣∣∣∣+ 2c2
n∑
i=1

|Xi−111
{|

n∑
i=1

Xi−1| > n1/3hγn}
|

 . (5.39)

remarquant que, pour tout i, nous avons

IE

Xi11

{|
n∑
i=1

Xi| > n1/3hγn}

 ≤ IE(|Xi|4)
n1/3hγn

=
IE(|Xi|4)
nh3γn

,
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et d'aprés (5.2) et en utilisant l'inégalité de Holder, on obtient

IE(|Xi|4) ≤ IE


 ∞∑
j=0

|θ|
3j
4 |θ

j
4 ζi−j|

4
 ≤

 ∞∑
j=0

|θ|j
3 ∞∑

j=0

|θj|IE(|ζi−j|4)

=
IE(|ζ0|4)
(1− |θ|)4

,

ou nous avons utilisé IE(|ζ0|4)) <∞ et |θ| < 1. Par conséquent, il s'ensuit que

IE


n∑
i=1

|Xi−111
{|

n∑
i=1

Xi−1| > n1/3hγn}
|

 ≤ IE(|ζ0|4)
(1− |θ|)4h3γn

.

par conséquent, en utilisant l'inégalité de Markov, nous avons
n∑
i=1

|Xi−111
{|

n∑
i=1

Xi−1| > n1/3hγn}
= OIP

(
1

nh3γn

)
.

Combinons ceci avec (5.39) et (5.38), et en utilisant (5.4), (5.25) et (5.26), nous complé-
tons la preuve de (5.30). Nous allons maintenant estimer In2. D'aprés (5.3), il s'ensuit que
n∑
i=1

|Xi−1| = OIP(
√
n). Par conséquent, en utilisant (5.4), et le fait que K

′
est bornée, nous

obtenons que

In2 = OIP

(
1

nh2n

)
.

Notons
1

nh2n
=

1√
nhn log n

√
log n

nh3n
= o

(
1√

nhn log n

)
,

D'aprés (5.25). Donc nous, obtenons que

In2 = oIP

(
1√

nhn log n

)
.

Combinons ceci avec (5.29) et (5.30), il s'ensuit que

sup
t∈[0,1]

Jn1 = oIP

(
1√

nhn log n

)
. (5.40)

D'aprés (5.18), nous avons encore Jn2 = OIP((nh3n)−1). Par conséquent, d'aprés (5.25), nous
obtenons

Jn2 = OIP

(
1√

nhn log n

√
log n

nh3n

)
= oIP

(
1√

nhn log n

)
.
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Combinons ceci avec (5.28) et (5.40), nous obtenons (5.27).
Note. En prenant δ ∈ (0, 1/6) (d'où 1/(3δ)− 1/2 > 3/2), nous pouvons véri�er hn = n−δ et
tout γ(3/2 < γ < 1/(3δ)− 1/2) satisfait les hypothèses ci-dessus.
En�n, nous donnons la preuve du résultat principal.
Preuve du théorème 5.2 Nous décomposons la di�érence f̂n(t)−IE(fn(t)) en deux parties :

f̂n(t)− IE(fn(t)) = [f̂n(t)− fn(t)] + [fn(t)− IE(fn(t)].

En vue du lemme 5.2, il su�t de prouver

1√
nhn log n

sup
t∈[0,1]

∣∣∣∣∣∣ f̂n(t)− fn(t)√
f(t)

∣∣∣∣∣∣ = oIP(1). (5.41)

Puisque f est continue et positive sur [0, 1], il est facile d'obtenir que 1/f est bornée sur
[0, 1].Par conséquent, en utilisant le lemme 5.4, nous obtenons 5.4.
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Les processus autorégressifs sont des outils très puissants pour la modélisation des séries
chronologiques dans de nombreux domaines, en �nance, en biologie, en climatologie, en mé-
decine, en économétrie et en météorologie et dans bien d'autres domaines. Les études sur les
processus autorégressifs sont énormes et les perspectives aussi, autant de l'aspect théorie que
l'application. En plus que nous avons vu, on cite les points suivants comme des perspectives :
- Prise en compte de la non stationnarité.
- La mise en pratique des résultats, utilisant l'outils informatique.
- Obtenir des résultats pour des processus autorégressifs d'ordre supérieur à 1.
- Pour le dernier chapitre, l'étude de l'estimation de la densité par la méthode de noyau
lorsque l'erreur est une suite des variables aléatoires dépendantes, comme par exemple erreur
α−mélangeant, où d'autres conditions de dépendance comme le ρ−mélangeant, le ϕ−mélangeant
et le ψ−mélangeant...
- Réduction d'ordre des processus autorégressifs.
- Sur d'autres type de données vectorielles et fonctionnelles.
- Etudier les modèles ARIMA, SARIMA et GARCH.
- Etude des résultats obtenus pour des variables aléatoires (erreur) β−mélangeant, sous
d'autres conditions de dépendance comme le ρ−mélangeant, le ϕ−mélangeant et le ψ−mélangeant...
- Est-il possible d'avoir la convergence presque complète dans le cas où l'erreur et ND.
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