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Résumé

Depuis plusieurs années, nous assistons a une explosion de nouvelles
sources de données diverses a granularité fine et a faible latence (dites
« Big Data »). De nouvelles sources de données prometteuses, telles que
le web social ou le web des données liées sont apparues. Le «Big Data»



Résumé

consiste a traiter, en temps réel, de tres gros volumes de données extre-
mement variées et a les analyser. Toutes les entreprises sont concernées,
surtout celles qui possedent de vastes gisements d’informations et sou-
haitent les passer au crible pour améliorer leur connaissance client et op-
timiser leurs campagnes. Le Big Data constitue un axe majeur de transfor-
mation numérique de I’économie et un levier important de compétitivité
des entreprises. Il permet de mieux comprendre les clients, fournisseurs
et partenaires. En analysant ces informations fournies par leurs clients et
utilisateurs, on espere valoriser les services proposés par les entreprises.
Dans notre theme, on s’intéresse a 1’analyse du Big Data pour prévoir
les tendances et les comportements futures de ’étre humain ou des ob-
jets avec un niveau de fiabilité acceptable, ainsi pour prendre toutes les
dispositions nécessaires a l’avenir afin d’éviter les pertes, d’améliorer les
services proposés et la prise de décision efficace dans le plus bref délai.
L’objectif principal de ce théme porte sur les méthodes d’analyse utilisées
pour les grandes collections de données en se basant sur les algorithmes
du Machine Learning. L’analyse prédictive de données massives peut étre
utilisée pour anticiper les difficultés, pour améliorer le service client et
pour proposer les services les plus pertinents.

Mots clés : Données Massives, Analyse prédictive des Données Mas-
sives, les technologies du Big Data, échantillonnage statistique, Appren-
tissage Automatique.

Abstract

Several years ago, we witnessed an explosion of new sources of di-
verse data with high accuracy and low latency (known as “Big Data”).
New promising data sources have emerged, such as social network or
internet-related data. Big data consists of processing and analyzing very
large amounts of very diverse data in real time. All companies are interes-
ted, especially those with large amounts of information and want to filter
them to improve customer knowledge and improve their campaigns. Big
data is a major focus of the digital transformation of the economy and
an important lever for business competitiveness. It helps to better unders-
tand customers, suppliers and partners by analyzing this information from
customers and users, where we hope to improve the services provided by
companies. In our topic, we are interested in analyzing big data to predict
future prospects with an acceptable level of reliability, to take all necessary
measures in the future to avoid losses, to improve services as well as to
make proposed and effective decisions in the shortest possible time. The
main focus of this topic is on the analytical methods used in large datasets
based on machine learning algorithms. Predictive analytics of big data can
then be used to predict difficulties, improve customer service, and provide
the most relevant services.

Key words : Big Data, Big Data predictive analytics, Big Data techno-
logies, Statistical sampling, Machine Learning.
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1.1

Chapitre 1. Introduction génerale

INTRODUCTION

Les données volumineuses garantissent de nouveaux niveaux de di-
vulgation d’investigation et de qualité financiere. Donc, qu’y a-t-il de nou-
veau dans le Big Data, et en quoi elles difféerent des données tradition-
nelles a petite ou moyenne échelle? Cette these décrit les portes ouvertes
et les difficultés apportées par le Big Data, en mettant 1’accent sur les élé-
ments reconnus du Big Data et la technique mesurable et informatique,
et aussi en enregistrant l'ingénierie pour les gérer. La gestion et 1’analyse
d’ensembles de données a grande échelle sont généralement associées au
terme Big Data. Le Big Data est la pratique de la collecte et du traite-
ment de grands ensembles de données en utilisant des systemes et des
algorithmes pour les analyser.

Nous entrons dans le temps du Big Data, un terme qui fait allusion a
I'explosion de données maintenant accessibles. Avec I’analyse du Big Data,
les entreprises peuvent prendre de meilleures décisions plus rapidement.
En outre, cela aide également les clients a obtenir de précieuses informa-
tions sur ce qu’ils veulent et quels sont leurs besoins, ceci est connu sous
le nom « I'analyse de données pour la prédiction ».

L’analyse des données est un ensemble de techniques permettant
de découvrir une structure, éventuellement complexe, d'un tableau de
données a plusieurs dimensions et de le traduire avec une structure plus
simple et de le résumer autant que possible. Souvent, cette structure peut
étre représentée graphiquement. Les méthodes a utiliser pour 1’analyse
des données varient selon que si vous explorez une nouvelle idée dans
votre recherche ou si vous souhaitez prouver une idéologie déja présente.
Ces méthodes visent également a fournir les liens pouvant exister entre
différentes données et a en dessiner des informations statistiques permet-
tant de décrire brievement les informations clés contenues dans ces don-
nées. Nous pouvons également essayer de classer les données en différents

sous-ensembles plus homogenes.

L’analyse des données recouvre principalement deux ensembles
de techniques : les premieres qui relevent de la géométrie euclidienne
et conduisent a 'extraction de valeurs et de vecteurs propres, sont ap-
pelées analyses factorielles; les secondes, dites de apprentissage automa-
tique sont caractérisées par le choix d'un indice de proximité et d’un al-
gorithme d’agrégation ou de désagrégation qui permettent d’obtenir une
partition ou arbre de classification. On s’intéressera surtout par 1’appren-
tissage automatique qui suit la technique d’analyse des données qui est en
charge de 'automatisation scientifique du modele. Les algorithmes utili-
sés pour l'apprentissage automatique sont des outils trés variés capables
d’effectuer des prévisions tout en acquérant des connaissances issus de
billions d’observations. L’apprentissage automatique est considéré comme
une extension moderne de l'analyse prédictive. Donc, 'analyse de don-
nées prédictive repose sur les algorithmes d’apprentissage automatique.
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En générale, I’analyse de données permet de dégager des tendances,
des profils, de détecter des comportements ou de trouver des liens et des
regles. Il existe trois types d’analyse de données les plus répandus (voir
chapitre 3) : ’analyse descriptive, prédictive et prescriptive sont des solu-
tions interdépendantes qui aident les entreprises a tirer le meilleur parti
des données dont elles disposent. Parmi ces types d’analyse de données,
nous nous intéresserons a ’analyse prédictive.

L’analyse prédictive aide les décideurs a faire des choix et a ré-
soudre des problemes qui ont des impacts durables. La base qui offre de
nouvelles possibilités d’amélioration continue est issue des disciplines ma-
thématiques; de la collecte des données a 1’analyse des données. L’analyse
prédictive est donc fondamentalement dépendante des statistiques mathé-
matiques et de l'informatique, ces deux branches s’imbriquent dans tous
les aspects des efforts de recherche de données scientifiques. En fait, les
roles joués par les deux branches sont essentiels au processus de dévelop-
pement évolutif du Big Data, ces deux branches continuent de faconner
notre compréhension collective de 'analyse prédictive. L'analyse prédic-
tive a une vaste portée et une large application. L’analyse prédictive ne
peut étre réalisée de maniere isolée, elle doit étre considérée comme une
approche systématique permettant aux systémes de travailler en parallele
pour obtenir des résultats. A cette fin, I’analyse prédictive est réalisée par
les algorithmes du Machine Learning, elle est également étayé par des
techniques statistiques pour modéliser, analyser et prendre des décisions.

En outre, la plupart des entreprises ont adopté les plateformes pour
I'analyse de données massives. De telles nouvelles et d’autres similaires
motivent une réflexion sur les raisons pour lesquelles I'adoption du Big
Data n’est pas encore une réalité pour beaucoup d’entreprises. D’une part,
nous sommes en train de lutter contre un déluge de données qui requiert
des solutions évolutives pour extraire la valeur d'un grand volume de
données. D’autre part, les technologies Big Data sont généralement pré-
sentées comme la réponse clé a un tel besoin. Ainsi, I'industrie est devenue
convaincue par les promesses du Big Data en comprenant des connais-
sances approfondies sur les avantages et les inconvénients des solutions
disponibles pour les données massives.

A ce stade on peut dire que le Big Data est un écosysteme large
et complexe. Il nécessite la maitrise des technologies matérielles et logi-
cielles diverses (stockage, parallélisation des traitements, virtualisation,
...). Le Big Data demande de la compétence et de 1'expertise dans la mai-
trise et I'analyse des données. Les usages du Big Data sont tres vastes
qui touchent presque tous les secteurs d’activités (marketing, santé, sport,
transport ...).
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POSITIONNEMENT DU PROBLEME

Le domaine de 1’analyse prédictive soit un sujet d’actualité pour les
chercheurs dans les domaines des mathématiques de l'informatique. La
modélisation et 1’analyse prédictive peuvent revétir une importance cru-
ciale pour les organisations si elles sont correctement alignées sur leurs
processus et leurs besoins métier. Elles peuvent également améliorer consi-
dérablement leurs performances et la qualité de leurs décisions augmen-
tant leur valeur métier. Chaque organisation peut analyser statistiquement
ses données et mieux connaitre son environnement, mais le potentiel de
profit le plus important réside parmi ceux qui sont en mesure de réaliser
une modélisation et une analyse prédictive.

Etant donné que I'analyse prédictive joue un role important dans les
organisations les plus rentables, elle représente également une tendance
suivie par les organisations, elle doit étre considérée comme un segment
important de 1’aide a la prise de décision. De plus, les recherches sur les
données massives déja effectuées dans des domaines associés a 1’analyse
prédictive sont trop nombreuses. Mais, il existe de nouvelles possibilités
qui ouvrent la poursuite des recherches.

Pour soutenir l'initiative d’application de l’analyse prédictive, un
certain nombre de problemes liés a la gestion des données massives et
aux ressources informatiques doivent étre résolus. Du point de vue de
I'infrastructure, quels composants et normes de réseau sont nécessaires
pour prendre en charge 1’analyse prédictive? Du point de vue de 1’archi-
tecture, quels logiciels et services sont nécessaires pour créer et prendre en
charge I’analyse prédictive ? Et comment concevoir une architecture soute-
nue par les technologies du Big Data pour 'analyse prédictive de données
massives ? Généralement comment on choisit la meilleure architecture de
bout en bout pour résoudre notre probleme de Big Data? D’un point de
vue conceptuel, quels sont les problémes et les risques inhérents a 1’ana-
lyse prédictive ? Comment pouvons-nous améliorer le résultat de 1’analyse
prédictive? Quelles sont les méthodes de statistique a adopter pour le
Big Data ? Et quels sont les algorithmes du Machine Learning tres appro-
priés pour 'analyse prédictive de données massives? En fin, la question
cruciale qui inclut les questions de recherche ci-dessus auxquelles nous ré-
pondrons dans notre thése est la suivante : Quelle est la méthode optimale
pour traiter les données volumineuses (Volume), a condition : on garde la
stabilité du résultat de 1’analyse prédictive a un niveau acceptable (Vé-
racité), en plus, on peut faire le traitement en temps réel (Vélocité)? Ces
questions et d’autres seront discutées dans notre these.
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OBJECTIF

L’analyse prédictive consiste a utiliser les données, les algorithmes
statistiques et les techniques du Machine Learning permettant de prédire
les probabilités du comportement humain, des catastrophes naturelles, des
ventes, des résultats financiers des entreprises, etc., en se basant sur le
passé. Compte tenu de 'augmentation du volume de données; les outils
d’analyse traditionnels ne sont pas assez puissants pour exploiter pleine-
ment la valeur du Big Data. Le volume de données est trop large pour une
analyse compleéte, et les corrélations et relations entre ces données sont
extrémement importantes pour que les analystes testent toutes les hypo-
theses afin de tirer une valeur de ces données. Pour analyser ces données,
nous devons donc trouver des solutions plus efficaces que les méthodes
traditionnelles en termes de précision et de rapidité.

Alors, I'objectif de notre travail consiste premiérement, a améliorer
le résultat de prédiction (précision) dans le contexte du Big Data. Deuxie-
mement, notre objectif est d’accélérer le temps d’exécution (vitesse). Cela
nécessite de concevoir de nouveaux outils d’analyse prédictive des don-
nées massives utilisant ces trois facteurs : (1) L'apprentissage automatique,
(2) Les méthodes statistiques et (3) Le calcul parallele et distribué.

Le premier facteur est utilisé pour suivre ou satisfaire seul le flux
de données toujours croissant et en constante évolution et pour fournir
des informations précieuses en constante évolution. Les algorithmes d’ap-
prentissage automatique définissent les données entrantes et identifient les
schémas pertinents, qui sont ensuite traduits en informations précieuses
qui peuvent ensuite étre implémentées dans les opérations commerciales.
Apres cela, les algorithmes automatisent également certains aspects du
processus de prise de décision. Le coeur de 1’analyse prédictive se fonde
sur la capture des relations entre des données issues du passé et a les
utiliser pour prédire les résultats futurs. Afin de pouvoir faire des pré-
dictions sur un ensemble de données donné, une ou plusieurs variables
prédictives sont utilisées pour prédire une variable de réponse. Sous sa
forme la plus simple, I’analyse prédictive est un support permettant d’éta-
blir des prédictions pour la prise de décision. Pour des exigences plus
complexes, des techniques d’analyse prédictive avancées (I’apprentissage
supervisé et l'apprentissage non supervisé) sont utilisées afin d’orien-
ter les processus stratégiques de 1’entreprise. L'apprentissage supervisé
est divisé en deux grandes catégories : la régression pour les réponses
continues et la classification pour les réponses discrétes. L'apprentissage
non supervisé permet de tirer des conclusions a partir d’ensembles de
données composés de données en entrée sans réponses étiquetées. Dans
notre travail, nous concentrons sur les algorithmes d’apprentissage su-
pervisé, car nous allons prendre des décisions futures en fonction d’évé-
nements connus (les classes prédites sont connues au préalable) dans le
passé. 1l existe de nombreux algorithmes d’apprentissage supervisé utili-
sés pour prendre toutes les dispositions nécessaires a I’avenir pour éviter
les pertes, pour améliorer les services proposés, pour la prise de déci-
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sion, etc. On va détailler ces algorithmes au chapitre 3. Parmi ces algo-
rithmes, nous avons ciblé 1’algorithme Random Forests, car cet algorithme
est I'un des meilleurs algorithmes d’apprentissage automatique supervisé
[Fernandez-Delgado et al. 2014] pour résoudre les problemes de classifica-
tion et de régression, il est robuste face aux valeurs aberrantes et au bruit,
il résout les problemes de sur-apprentissage. Random Forests est un bon
classifieur pour une implémentation parallele.

Le deuxieme facteur est utilisé pour réduire le volume du Big
Dataset; il représente I'ensemble des processus visant a réunir un cer-
tain nombre d’individus dans une population donnée. Pour que les ré-
sultats observés dans une étude puissent étre généralisés a une popu-
lation statistique, 1’échantillon doit étre représentatif de cette dernieére,
c-a-d qu’il doit refléter fidelement sa composition et sa complexité. Il
existe deux méthodes d’échantillonnage : ’échantillonnage probabiliste
et 1’échantillonnage non probabiliste. L'échantillonnage probabiliste im-
plique la sélection d'unités dans une population selon le principe du
choix aléatoire. Chaque unité de la population a une probabilité me-
surable d’étre choisie. Dans 1’échantillonnage non probabiliste, une mé-
thode subjective de sélection des unités est appliquée a la popula-
tion. La distribution des caractéristiques au sein de la population de-
vrait étre égale. Dans notre travail, nous nous sommes appuyés sur
I’échantillonnage probabiliste; car ce type d’échantillonnage est sou-
vent prise en charge a utiliser pour traitement de données a grande
échelle [Mar et al. 2009] [Oliphant 2007] [Pedregosa et al. 2011]. Parmi les
méthodes d’échantillonnage probabiliste, nous avons utilisé la méthode
d’échantillonnage stratifié, car cette méthode donne toujours de meilleures
performances que toutes les méthodes d’échantillonnage probabiliste
[Okororie & Otuonye 2015] [Puech et al. 2014].

Le troisieme facteur qui est le calcul parallele et distribué est utilisé
pour accélérer le temps d’exécution; il aide a traiter des volumes impor-
tants en grande vitesse. Avec de tel calcul, il est possible d’améliorer les
performances de traitement en utilisant simplement les solutions du Big
Data, y compris Hadoop et son écosysteme, les systemes distribués qui
supportent les algorithmes et les langages paralleles et distribués.

Les contributions de nos recherches ont donc concerné les trois
points suivants :

1. Apprentissage automatique (Algorithmes supervisés) : Nous
développons l'algorithme Random Forests (IRF) pour obtenir de
meilleurs résultats que ceux obtenus par 1’algorithme Random Fo-
rest traditionnel (CRF) en utilisant le principe du double élagage.

2. Les méthodes statistiques (Echantillonnage statistique) : Extraire
une base d’apprentissage partagée par la méthode d’échantillonnage
aléatoire stratifié inter-cluster, et extraire également les base d’ap-
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prentissage partielles a partir du dataset original en utilisant la mé-
thode MapReduce afin d’obtenir la base d’apprentissage représenta-
tive.

3. Calcul paralléle et distribué : Nous proposons une architecture
distribuée portée par des nouvelles technologies qui permet d’ex-
traire la base d’apprentissage partagée et I’échantillon représentatif.
Cette architecture permet également d’accélérer le temps d’exécu-
tion au maximum (streaming) lors du traitement de grand volume
de données.

ORGANISATION DE LA THESE

Nous avons structuré notre these selon le plan décrit ci-dessous :

Chapitre 1 : Introduction générale

Le premier chapitre décrit en général notre sujet de la recherche, les
problémes auxquels nous sommes confrontés dans le domaine du Big
Data, ainsi que les solutions qui seront abordées.

D’un point de vue organisationnel, le reste de la these s’articule autour
de quatre chapitres.

Chapitre 2 : Big Data et Big Data Analytics.

Ce chapitre décrit les portes ouvertes et les difficultés engendrées
par les données volumineuses, en soulignant les caractéristiques recon-
nues des données volumineuses et la maniere de les gérer, a partir de la
phase de collection de données, en passant par 1’analyse de ces données,
et comment les visualiser. Enfin, ce chapitre se termine par un point tres
important, a savoir la sécurité et 1'intégrité de données massives.

Chapitre 3 : Statistique mathématique et Machine Learning pour Big
Data analytics.

Dans ce chapitre, nous examinerons quelques concepts statistiques
et nous présenterons les différentes méthodes d’échantillonnage statis-
tiques, ainsi qu'une présentation complete des algorithmes d’apprentis-
sage automatique.
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Chapitre 4 : Calcul parallele et distribué pour I’analyse du Big Data.

Dans ce chapitre, nous présentons divers systémes et technologies
qui nous permettent et qui nous aident a traiter les données volumineuses
de maniere plus efficace.Nous terminons ce chapitre par une synthese de
nos contributions, des limites et des perspectives ouvertes.

Chapitre 5 : Méthodologie
Dans ce chapitre, nous présenterons les travaux que nous avons
proposés ainsi que les résultats obtenus, de sorte que, ces résultats sont

comparés avec des travaux connexes dans le domaine de I'analyse du Big
Data afin d’identifier la qualité de notre travail réalisé.

I iINALEMENT on terminera notre thése de doctorat avec une conclusion
générale et perspectives ouvertes par le travail présenté dans ce projet.
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INTRODUCTION

Chaque seconde, nous voyons d’énormes quantités de données de
croissance exponentielle, générées, acquises, stockées et analysées. Ces
données sont communément appelées «Big Data» en raison de leur vo-
lume, de leur vélocité avec laquelle elles arrivent et de leur variété de
formes qu’elles prennent. Le Big Data crée une nouvelle génération de
gestion de données d’aide a la décision. Les entreprises reconnaissent la
valeur potentielle de ces données, elles mettent en place les technologies,
le personnel et les processus pour tirer parti des opportunités. L'utilisa-
tion de données analytiques est essentielle pour tirer parti des données
massives. La collecte et le stockage de données volumineuses créent une
grande valeur. Les décideurs de l’entreprise utilisent cette valeur pour une
gestion optimale. La révolution dans la génération d’énormes quantités
de données s’accompagne de 1'utilisation d’Internet qui permet 1'échange
de données entre divers appareils électroniques et des humains. A cet
égard, les domaines suivants : téléphones mobiles, médias sociaux, tech-
nologies d’imagerie permettant de déterminer un diagnostic médical, etc
sont définis. Le volume de données disponibles continue de croitre et aug-
mente dans différents formats. Inversement, le prix du stockage de don-
nées continue de baisser, ce qui rend le stockage de données plus acces-
sible. Bien que la création de stockage de données devienne moins chere
et plus disponible, le volume croissant de données dans différents formats
et de différentes sources crée de nouveaux problémes en ce qui concerne
le traitement des données, y compris dans 1’analyse du Big Data dans les
processus décisionnels de l'entreprise. Afin de stocker et de traiter le Big
Data, les nouvelles technologies évoluent pour résoudre ces problémes.
Pour faire face a ces défis, une nouvelle approche, telle que la construc-
tion d’une architecture évolutive et élastique est nécessaire. Alors, quoi de
neuf dans les données massives? et en quoi elles different des petites et
moyennes données traditionnelles? Ce chapitre décrit les portes ouvertes
et les difficultés engendrées par les données volumineuses, en soulignant
les caractéristiques reconnues des données volumineuses et la maniere de
les gérer, a partir de la phase de collection de données, en passant par
I’analyse de ces données, et comment les visualiser ? Enfin, ce chapitre se
termine par un point trés important, a savoir la sécurité et l'intégrité de
données massives.

DEFINITION DU BiG DATA

Il existe plusieurs définitions du Big Data de différents points de vue.
Par exemple, selon [Mills ef al. 2012] le Big Data est un terme utilisé pour
décrire des données volumineuses a grande vitesse et / ou a grande va-
riété, il nécessite de nouvelles technologies et techniques pour les captu-
rer, les stocker et les analyser; il est également utilisé pour améliorer la
prise de décision, fournir des informations et des découvertes, et soute-
nir et optimiser les processus. Selon [NIST 2015] le Big Data est un terme
ou le volume de données, la vitesse de traitement ou la représentation

12
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N

des données déterminent la capacité a effectuer une analyse efficace a
I'aide des approches traditionnelles, Big Data nécessite une mise a 1’échelle
significative (plus de nceuds) pour un traitement efficace. D’autre part
[Barker & Ward 2013] définit les données massives comme un terme dé-
crivant le stockage et I’analyse d’ensembles de données massives et / ou
complexes a l'aide d’une série de techniques, notamment : NoSQL, Ma-
pReduce et Machine Learning.

En bref, le terme Big Data est un tres grand ensemble de données,
de sorte que les outils classiques (moteurs de gestion de données relation-
nelles ou analytiques) ou les outils de traitement de données (extraction
et la transformation de données) ne peuvent pas traiter cette quantité de
données dans les plus brefs délais (presque au rythme de traitement des
données en temps réel). Tout simplement, 'ere du Big Data est en vi-
gueur aujourd’hui parce que le monde vit une révolution numérique et
informationnelle. Grace a l'instrumentation, nous sommes en mesure de
détecter plus de choses et, si nous pouvons le sentir, nous avons tendance
a le stocker (au moins une partie). Grace aux progres de la technologie
des communications, les personnes et les objets sont de plus en plus in-
terconnectés, pas seulement de temps en temps, mais tout le temps, car
ces données issues de notre monde numérique (Internet) sont produites
en permanence (Internet ne dort jamais) a des vitesses, des volumes et des
formats en augmentation constante et nette; cette explosion quantitative
des données numériques a forcé les principaux acteurs en ligne (Yahoo,
Google, Amazon, Facebook, etc.)., dont les données sont des matieres pre-
mieres souvent utilisées pour 1’analyse prédictive.

Les chercheurs dans le domaine Big Data restent toutefois perplexe
quant a la maniere d’utiliser efficacement toutes ces données. Ils cherchent
de trouver un équilibre entre les deux équations pour I'analyse du Big
Data; la premiere équation, si le volume de données augmente, alors les
algorithmes du Machine Learning donnent des résultats trés précis, tandis
que la deuxieme équation, on espére que ces algorithmes sera capable de
donner les résultats dans des délais acceptables. Peut-étre a cause de ce
conflit intrinseque, de nombreux experts dans ce domaine considerent que
le Big Data non seulement apporte 1'un des plus grands défis, mais aussi
une opportunité des plus excitantes au cours des dix derniéres années
[Fan et al. 2012].

Le Big Data peut étre classé en médias sociaux, données person-
nelles, données de capteurs, données transactionnelles [Japec et al. 2015].
Dans certains cas, les données d’enquéte rapidement recueillies a 1'aide
d’outils techniques et en communicant un grand nombre d’unités peuvent
étre considérées comme des données volumineuses. D"un point de vue sta-
tistique, une quantité énorme de données pourrait étre considérée comme
un aspect positif pour les informations fournies par le biais de la collecte
de données. Le rapport réalisé par [Dobre & Xhafa 2014] indique que le
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monde produit environ un milliard de Gigaoctets et un grand pourcentage
de ces données étant non organisées, également [Gantz & Reinsel 2012a]
confirme que environ 1’année 2020, plus de 40 Zettaoctets de données se-
ront générés, imités et consommés. Avec cette grande quantité de données
complexes et hétérogenes qui circulent de n'importe ot, a tout moment et
sur n'importe quel appareil, il est indéniable que 1’ére du Big Data est un
phénomene également connu sous le nom « déluge de données ».

Pour enrichir le terme Big Data, nous pouvons dire que les don-
nées massives vraiment contiennent une grande quantité de données, mais
la qualité est une caractéristique a considérer avant de les utiliser, parce
que l'utilisation efficace des données massives est tres importante dans
le monde dans lequel nous vivons. Aujourd’hui, nous vivons dans une
société de l'information et nous évoluons vers une société fondée sur la
connaissance. Afin d’obtenir de meilleures connaissances, nous avons be-
soin d'une plus grande quantité de données. La Société de 1'information
est une société ot I'information joue un roéle majeur sur la scéne écono-
mique, culturelle et politique. Donc le Big Data s’ajoute a la gamme de
solutions que les sociétés ont mises en place pour le traitement, exploiter
et diffuser des données pour les aider afin de prendre des décisions éclai-
rées, que ce soit a des fins stratégiques ou opérationnelles, ainsi que pour
atteindre a des informations précieuses soient extraites de toutes ces don-
nées afin d’améliorer la qualité de vie et de rendre notre monde meilleur.

EvVOLUTION HISTORIQUE DU BiG DATA

Ala fin du 178me siecle, le monde entier a vu I’émergence de I’analyse
de données statistiques, ou1 « John Graunt » a mis au point un systeme
d’alerte précoce pour la peste bubonique® qui ravage I’Europe en enre-
gistrant des informations sur la mortalité. Au début du 19éme siecle, le
monde entier a vu ’émergence des cartes perforées, out « Charles Babbage
» a congu une carte perforée, cette carte est une feuille de papier rigide
contenant des informations numériques représentées par la présence ou
non de trous dans des positions prédéfinies. Au milieu du 20éme siecle, le
monde entier a vu l'invention de 1'ordinateur électronique numérique, il
a vu également l'apparition du Bande magnétique pour l'enregistrement
de données, la majorité des données numériques sont stockées magnéti-
quement sur des disques durs des ordinateurs. En 1960, la technologie
de systeme de fichiers a été introduite, de sorte que les données et les
informations relatives sont stockées collectivement dans des formats de fi-
chiers, le fichier est une série d’enregistrements stockés au format binaire
[Marr 2015].

1. La peste bubonique : est une maladie grave (le plus souvent mortelle), hautement
contagieuse.
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Les études sur I'évolution du Big Data en tant que sujet de recherche
et scientifique montrent que le terme "Big Data" était présent dans la re-
cherche a partir des années 1970 [Boeth 1970] [Miller 1971].

Au début du 21eme siecle, exactement en 2001, le terme Big Data
a été introduit pour la premiere fois dans le monde informatique par «
Doug Laney » afin de définir une grande quantité de données, de sorte
que les techniques traditionnelles de gestion des données ne peuvent pas
gérer et traiter ces données en raison de sa taille et de sa complexité.

Pour mieux comprendre ce qu’est le Big Data et d’ot il vient, il
est essentiel de d’abord comprendre 1'historique de stockage de données,
les référentiels et les outils pour le gérer. Comme le montre la figure 2.1,
le volume de données a considérablement augmenté au cours des trois
derniéres décennies.

MEASURED IN MEASURED IH WILL BE MEASURED 1M
TERABYTES PETABYTES EXABYTES
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@&y

e "(-{:
E : : N
W= r

0 W \.:: i
ORACLE =| [as3 (&K

19903 20003 2010s

FIGURE 2.1 — Présente I'évolution de données.

Comme on peut le constater dans les années 9o, le volume de don-
nées a été mesuré en téraoctets. Les bases de données relationnelles et les
entrepdts de données représentant des données structurées en lignes et
en colonnes étaient les technologies classiques pour stocker et gérer les
informations d’entreprise.

La décennie suivante, la science de données a commencé a traiter
différents types de sources de données basées sur la productivité et des
outils de publication tels que les référentiels a gestion de contenu et les
systemes de stockage en réseau attachés. Par conséquent, le volume de
données a commencé a étre mesuré en pétaoctets.
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A partir de I’an 2010 a ce jour, le volume de données augmente de
fagon exponentielle dicté par la variété et de nombreuses sources de don-
nées numérisées. Certaines applications générant beaucoup de données
sont illustrées a la figure 2.1. En raison de la masse de données, il a été en-
visagé de commencer a mesurer les données en exaoctets, et en zéttaoctes
a I'horizon 2020.

CARACTERISTIQUES DU B1G DATA

Depuis l'apparition de 1'Internet a ce jour, nous assistons a une crois-
sance explosive du volume, de la vitesse et de la variété des données créées
quotidiennement. Ces données proviennent de nombreuses sources, no-
tamment les appareils mobiles, les capteurs, les archives individuelles,
I'Internet des objets, les bases de données gouvernementales, les journaux
de logiciels, les profils publics sur les réseaux sociaux, les ensembles de
données commerciales, etc.

En 2001, Gartner a proposé une vue en trois dimensions (volume,
variété et vélocité) concernant les défis et les opportunités liés a la crois-
sance des données [Chen et al. 2014a]. En 2012, Gartner a mis a jour ce
rapport comme suit : les données volumineuses sont des ressources d’in-
formation a grand volume, a grande vitesse et / ou trés variées qui re-
quierent de nouvelles formes de traitement pour améliorer la prise de
décision [Erl et al. 2016].

Les caractéristiques qui définissent le Big Data souvent appelées les
trois V : Volume, Variété et Vélocité (comme illustré a la figure 2.2), de
sorte que :

- Volume : Combien de données y a-t-il ?
- Variété : Quelle est la diversité des différents types de données?
- Vélocité : A quelle vitesse les nouvelles données sont-elles générées ?

Variaty
1 .

Flawm -
L

FIGURE 2.2 — Les caractéristiques (3 Vs) du Big Data.
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- Volume : La premiere chose que tout le monde pense du Big Data
est sa taille [Lyman et al. 2016][Eaton et al. 2011]. A l'¢re de I'Internet, no-
tamment les réseaux sociaux produisant des données en continu dont
les volumes augmentent de maniére exponentielle [Hota & Prabhu 2012]
[DBTA 2013]. En 2000, huit-cent-mille (800.000) pétaoctets de données
étaient stockés dans le monde [Eaton et al. 2012]. Nous nous attendons a
ce que ce nombre atteigne trente a quarante (30-40) zettaoctets (Zo) a 1'ho-
rizon 2020. Par exemple, sur Facebook, plus de cinq cent (500) téraoctets
(To) de données sont créées chaque jour [Grinter 2013]. Twitter génere a lui
seul plus de sept (7) téraoctets (To) de données chaque jour, et certaines
entreprises génerent des téraoctets de données chaque heure de chaque
jour [Gantz & Reinsel 2012b].

- Variété : Auparavant, toutes les données nécessaires a une organisa-
tion pour exécuter ses opérations étaient des données structurées générées
au sein de l'organisation, tels que les données de transaction des clients,
etc. Aujourd’hui, les entreprises cherchent a exploiter beaucoup plus de
données provenant d'une plus grande variété de sources, tant a 1'intérieur
qu’a l'extérieur de l'entreprise, tels que les documents, les contrats, les
données machine, les données de capteurs, les médias sociaux, les dos-
siers médicaux, les courriels, etc. Mais, le probléme c’est que beaucoup
de ces données ne sont pas structurées ou ont une structure complexe
difficile a représenter en lignes et en colonnes dans les bases de données
structurées ou semi structurées [Pattnaik & Mishra 2016] [Chmidt 2012].

- Vélocité : Tout comme le volume et la variété des données que nous
recueillons et stockons, la vélocité fait référence a la vitesse de généra-
tion des données et au temps nécessaire pour le traiter. Ou d’une autre
maniere, elle fait référence a la vitesse croissante de la génération de don-
nées, du traitement et de 1'utilisation de ces données [Power 2014].

Souvent, ces caractéristiques sont complétées par un quatrieme V,
la véracité : dans quelle mesure les données sont-elles précises?

- Véracité : fait référence au fait que les données doivent étre crédibles,
exactes, completes et adaptées a la tache. Etant donné que le Big Data pro-
vient de différentes sources indépendantes de la volonté d’organisations
telles que les médias sociaux. La véracité est devenue un véritable pro-
bleme. Les faux messages ou les spams sont trés répandus, ils font de la
confiance un défi majeur [Chan 2013][Roos et al. 2013].

Nous pouvons étendre ce modele aux dimensions de Big Data sur
dix Vs : volume, variété, vélocité, véracité, valeur, variabilité, validité, vo-
latilité, viabilité et viscosité [Khan et al. 2018].
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FIGURE 2.3 — Les 10 Vs du Big Data.

-Valeur : est un facteur majeur que toutes les organisations doivent
prendre en compte lors de la mise en ceuvre de données volumineuses,
parce que les autres caractéristiques du Big Data n’ont pas de sens si vous
ne tirez pas de valeur commerciale de ces données, Nous pouvons donc
dire que la valeur aide les entreprises a mieux comprendre leurs clients
[Chen et al. 2014b][Kayyali et al. 2013].

-Variabilité : La variabilité dans le contexte Big Data renvoie a dif-
férentes choses. L'un, est le nombre d’incohérences dans les données.
Les données sont-elles cohérentes en termes de disponibilité ou d’inter-
valle de rapport? Représente-t-il avec précision 1’événement rapporté?
[Katal et al. 2013] Les données doivent étre détectées par des méthodes
de détection d’anomalies et de valeurs aberrantes afin de permettre toute
analyse significative. Par conséquent, un traitement approprié de la pro-
priété de variabilité augmente 1'utilité des systemes Big Data [Power 2014].

-Validité : Le terme fait référence a la validation des données. C-a-d,
vérifier si les données utilisées sont correctes et exactes pour 1'utilisation
envisagée, de sorte que ces données sont donc utilisées pour évaluer la
performance de la prévision [Ferguson 2013]. Nous prenons 1’exemple des
médias sociaux : contrairement aux sondages, les spécialistes du marché
utilisent des méthodes correctes, mais n’ont en fait pas les mémes concepts
et théories. Par exemple, imaginez que la lune météorologique indique que
la tempéte a commencé dans un quelque part du monde, alors, comment
cette tempéte affecte-t-elle les individus? Avec environ un demi-milliard
d’utilisateurs, il est possible d’analyser les flux Twitter pour déterminer
I'impact des tempétes sur la population locale. Par conséquent, 1'utilisa-
tion de Twitter avec des données d'un satellite météorologique pouvant
aider les chercheurs a comprendre la validité des prévisions météorolo-
giques. Cependant, ’analyse de données non structurelles issues d"un ré-
seau social rend toujours difficile pour la prédiction fiable. Des données
d’entrée correctes suivies d"un traitement de données approprié devraient
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donner des résultats précis. Avec Big Data, vous devez étre plus vigilant
en matiere de validité.

-Volatilité : La volatilité est la nature des changements brusques, in-
stables, changés par inadvertance ou anonymement. La volatilité des don-
nées volumineuses (Big Data) fait référence a la durée de validité des don-
nées et a leur conservation [Ripon & Arif 2016]. Par exemple, certaines
entreprises peuvent conserver les données et transactions les plus récentes
de leurs clients, cela garantit une récupération rapide de ces informations
en cas de besoin.

-Viabilité : La viabilité signifie que les données volumineuses doivent
étre actives tres longtemps. Elle doit pouvoir de croitre, d’évoluer et de
produire davantage de données en cas de besoin. Nous pouvons identifier
les caractéristiques et les facteurs les plus susceptibles pour prédire les
résultats, de sorte que, le point le plus important pour les entreprises est
de générer une valeur additive [Khan et al. 2018].

-Viscosité : La viscosité fait référence a la stabilité et a la résistance
du flux de données volumineux. Le Big Data offre une perspective limi-
tée en racontant une certaine narration. La viscosité mesure la résistance a
I"écoulement dans le volume de données. Cette résistance peut provenir de
différentes sources de données, des frictions résultant des taux d’intégra-
tion et du traitement requis pour transformer les données en informations.
Les technologies permettant de traiter la viscosité incluent le traitement
des événements complexes, l'intégration agile et la diffusion en continue
[IBM 2014].

STRUCTURATION DU BiG DATA

Les données volumineuses sont trés diverses, car elles proviennent
de différentes sources et de différents formats. Il existe de nombreuses fa-
¢ons de catégoriser les types de données, mais 1'une des différences les
plus fondamentales et les plus pertinentes réside entre les données struc-
turées et non structurées.

Selon[lafrate & Front 2015], environ 80 a 90% de la croissance fu-
ture des données provient de types de données non structurés telles que
des fichiers multimédias (vidéos, images et sons), des fichiers texte, des
données géo-spatiales et financiéres, ce qui nécessite différentes tech-
niques et outils pour stocker, traiter et analyser.La figure 2.4 présente
quatre catégories de base.

La structuration du Big Data peut étre assignée en quatre groupes :
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FIGURE 2.4 — Structuration du Big Data.

Données structurées

Les données structurées sont des données stockées dans une struc-
ture qui définit leur format [Hurwitz et al. 2013]. Les experts ont supposé
que les données structurées sont comprises entre 5% et 10% de la quan-
tité totale de données dans le monde [Kanimozhi & Venkatesan 2015]. Les
données structurées sont divisées en deux catégories principales; les don-
nées générées par la machine et les données générées par ’homme.

1. Les données structurées générées par machine incluent :

— Les données de point de vente : sont toutes les données tran-
sactionnelles générées chaque fois qu'un achat est effectué
[Hurwitz et al. 2013].

— Les données financiéres : les données financieres étaient principa-
lement produites par des humains et certains d’entre eux sont
encore produits ces données. La plupart des processus ont été
automatisés et se déroulent sans aucune intervention humaine
[Hurwitz et al. 2013]. Par exemple, la négociation d’actions qui
contient des données structurées telles que le symbole de 1’entre-
prise et la valeur en dollars ou euros, etc.
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2. Les données structurées générées par I’homme incluent :

— Données d’entrée : Les humains entrent chaque jour différents types
de données dans les ordinateurs et certaines de ces informations
sont structurées, par exemple des noms, des ages et des adresses
électroniques. Les données d’enquéte qualitatives sont 1'un des
types de données les plus utiles. Elles peuvent étre utilisées pour
mieux comprendre les clients [Hurwitz et al. 2013].

— Les données de flux de clics : sont un autre type de données permet-
tant de mieux comprendre le comportement des consommateurs.
Chaque clic d'une personne en surfant sur le Web est enregistré et
utilisé pour rechercher des motifs [Hurwitz et al. 2013].

— Données relatives au jeu : La méme chose se produit avec chaque
mouvement effectué par les clients dans un jeu vidéo. Avec la popu-
larité croissante des jeux vidéo, ces données gagnent des volumes
suffisamment importants pour étre considérées comme un type sé-
paré [Hurwitz et al. 2013].

En regle générale, Les données structurées peuvent étre facilement
stockées, traitées, analysées et interrogées a 1'aide d’outils d’analyse et
de logiciels traditionnels. Un exemple typique peut étre considéré comme
un systeme de gestion de base de données relationnelle (SGBDR), des
données de transaction, des fichiers de données tels que des feuilles de
calcul. Un autre exemple, Microsoft Excel est un excellent outil relative-
ment simple pour travailler avec des données structurées. Des millions de
lignes avec des numéros et des titres peuvent étre manipulées facilement
en connaissant les bonnes combinaisons de formules et de fonctions.

2.5.2 Données semi-structurées

Les données semi-structurées sont des données qui ne résident pas
dans une base de données rationnelle, ou a d’autres formes de tables de
données, elles peuvent contenir des balises ou d’autres marqueurs permet-
tant de séparer les éléments sémantiques et d’appliquer des hiérarchies
d’informations imbriquées, par conséquent, cette structure est également
appelée structure auto-descriptive > .

Bien qu’il s’agisse d'un type de données semi-structurées, elles
n‘ont pas de structure de modele stricte. Le meilleur exemple est celui
des fichiers de données textuelles qui peuvent étre analysées, tels que
XML -Extensible Markup Language-. Ces fichiers de données se décrivent
par un schéma XML. Le format JSON remplit également le méme cahier
des charges que le XML. XML et JSON sont utilisés pour gérer les don-
nées semi-structurées, et pour convertir les données semi-structurées en
données structurées [Kanimozhi & Venkatesan 2015].

2. http ://en.wikipedia.org/wiki/Semi-structured_data (consulté le 17/10/2018)
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Données quasi-structurées

Bien que cela ne soit pas couramment mentionné, ce groupe peut
étre ajouté a les trois catégories (données structurées, semi- structurées et
non structurées), a savoir celui situé entre le semi-structuré et le non struc-
turé. Ce type de données représente les données click-stream provenant de
sites Web, des URL -Uniform Resource Locators-, des applications Web, etc.
Ces données sont utilisées pour les contrats de niveau de service ou pour
prévoir les atteintes a la sécurité [Hurwitz et al. 2013].

Les URL définit un flux de clics qui peut étre analysé et exploité par les
experts en données afin de découvrir les modeles d’utilisation et de mettre
en évidence les relations entre les clics et les domaines d’intérét des sites
Web. Ensuite, les données quasi structurées peuvent étre définies comme
des données plutdt non structurées et dans un format erratique pouvant
étre manipulé avec des outils spéciaux. Les données de flot de données
peuvent contenir des incohérences dans les valeurs et formats de données
[EMCES 2015].

Données non structurées

Ce sont des données difficiles a classer qui en font le contraire
des données structurées. Elles n‘ont pas de structure inhérente. Elles
représentent actuellement 9o% de toutes les données dans le monde
[Kanimozhi & Venkatesan 2015].

Les données non structurées peuvent également étre divisées en
deux catégories : Les données générées par la machine et Les données
générées par I’homme 3.

1. Les données non structurées générées par la machine incluent :

— Images satellitaires : données météorologiques, formes de terrain,
mouvements militaires.

— Données scientifiques : exploration pétroliere et gaziére, exploration
spatiale, imagerie sismique, données atmosphériques.

— Surveillance numérique : Photos et vidéos de surveillance.

— Données du capteur : capteurs de circulation, météo, océanogra-
phiques.

3. https :/ /www.datamation.com/big-data/structured-vs-unstructured-data.html
(consulté le : 03/11/2018)
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2. Les données non structurées générées par ’homme incluent :

— Fichiers texte : documents Word, tableurs, présentations, courriels,
journaux.

— Email : grace a ses métadonnées, le courrier électronique a une
structure interne, Parfois, les scientifiques les appellent semi-
structurés. Cependant, son champ de message est non structuré
et les outils d’analyse traditionnels ne peuvent pas 1’analyser.

— Meédias sociaux : Facebook,YouTube, Twitter,Instagram LinkedIn...
— Site Web : Wikipedia,encyclopedia,google Map...
— Données mobiles : SMS,MMS...

— Communications : chat, messagerie instantanée, enregistrements té-
léphoniques, logiciel de collaboration.

— Meédias : MP3, photos numériques, fichiers audio et vidéo.

— Applications professionnelles : documents MS Office, applications de
productivité.

Une autre grande différence entre les données structurées et non
structurées est que ces derniéres ne peuvent pas étre analysées via les ou-
tils et services traditionnels. Le premier obstacle est le volume de données.
Il est impossible de stocker des quantités de données aussi importantes en
utilisant les mémes systemes de stockage que pour les données structu-
rées. Il est facile de comprendre la différence de taille : un document Excel
comportant 1 0oo lignes et 8 colonnes remplies d'informations a une taille
100 kilo-octets, tandis qu'une seule image au format JPEG peut facilement
représenter environ 2 mégaoctets ou plus. Le probleme suivant est le pro-
bléeme du format des données qui est tres incertain, il passe d'un type de
données non structuré a un autre. Excel fonctionne parfaitement avec les
chiffres, mais il ne peut pas traiter les images, les vidéos, les profils Face-
book et les textes longs. Parfois, il est nécessaire de traiter simultanément
tous ces types de données pour obtenir un apercu vraiment précieux.

GESTION DES DONNEES MASSIVES

Dans ce chapitre, nous verrons comment générer un grand en-
semble de données et comment le gérer? Les données volumineuses
sont générées a travers l'internet, tels que les réseaux sociaux, les socié-
tés scientifiques internationales, les organisations commerciales, ainsi que
le contrdle a distance. Elles sont donc constamment échangées sur des
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réseaux a grande échelle pour les traiter de maniere efficace et rapide.
Puisque les données volumineuses sont des données structurées ou non
structurées énormes et complexes; alors, elles sont difficiles a gérer avec
des technologies traditionnelles telles que le systéme de gestion de base
de données (SGBD).

La gestion des données volumineuses vise a garantir un niveau
élevé de qualité et d’accessibilité des données pour les entreprises in-
telligentes, et les applications d’analyse du Big Data. Les entreprises, les
agences gouvernementales et autres organisations utilisent des stratégies
de gestion de données volumineuses pour les aider a faire face a la pro-
duction rapide de gros volume de données. En plus la gestion efficace des
données volumineuses aide les entreprises a localiser des informations
précieuses dans de vastes ensembles de données provenant de diverses
sources.

Collection de données

La collecte de données joue le role le plus important dans le cycle
Big Data. Internet fournit des sources de données presque illimitées pour
une variété de sujets. L'importance de la collecte de données dépend du
type d’entreprise, mais les industries traditionnelles peuvent acquérir une
source de données externes diversifiée et les combiner avec leurs données
transactionnelles 4 [Benfield & Szlemko 2006].

La collecte de données est similaire a la collecte des ingrédients
pour une recette. Si vous souhaitez créer un excellent plat, vous devez
commencer par les bons ingrédients, ce qui signifie que vous devrez
prendre une série de décisions a 1’avance. Par exemple, si vous avez besoin
de miel, voulez-vous un miel générique ou une variété spécifique telle que
la fleur d’orange? La marque de miel est-elle importante? A-t-il besoin
d’étre cru ou biologique ? Préférez-vous obtenir le miel de votre agricul-
teur local ou d'un supermarché? Et qui va avoir tous ces ingrédients? Si
vous n’avez pas le temps, étes-vous prét a payer quelqu’'un pour 1’obtenir
pour vous, méme si cela signifie que vous ne pourriez pas obtenir exac-
tement ce que vous voulez? Alors, il est préférable de collecter différents
types de données, de différentes maniéres, et a différents endroits. Parfois,
vous ne disposez pas de suffisamment de temps ni d’argent pour collecter
vous-méme les données dont vous avez besoin. Dans cette section, nous
allons parler sur les méthodes de collecte de données pour nous aider a
déterminer ot et comment obtenir les meilleures informations que nous
recherchons, et comment déterminer les informations dont nous avons
réellement besoin.

4. La notion de donnée transactionnelle fait référence aux données que possede un
commergant sur ses clients et qui proviennent d’un comportement d’achat avéré.
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2.6.1.1 Les méthodes de la collection des données

La maniére de gérer le Big Data n’est pas tout a fait la méme
que de s’occuper d’informations classiques. Il existe diverses mé-
thodes qui sont utilisées par les organisations, elles sont comme suit
[Gill et al. 2008][Paradis et al. 2016][Ranney 2015] :

2.6.1.1.1 Observation

L'observation a pour but de recueillir des preuves de la réussite en
observant la performance dun apprenant pendant qu’il participe a une
activité, mais sans nuire a son travail. L'activité peut étre une situation
réelle ou une situation simulée. L'observation vous permet de voir les
connaissances mises en pratique, elle est mieux utilisée pour évaluer et
mettre en évidence un apprentissage basé sur la citoyenneté active ou sur
les compétences. Il existe deux catégories d’observations; la premiére est
I'observation directe, et la deuxiéme est I’observation indirecte. L'observa-
tion directe est effectuée personnellement par un enseignant, un moniteur
ou un superviseur sur le lieu de travail. L'observation indirecte se produit
lors de l'utilisation d'une technologie appropriée telle que l'enregistre-
ment de vidéo [Mila 2018].

2.6.1.1.1.1 Observation directe

Par exemple, la fiche de suivi de l’enseignant est remplie lorsque
I’étudiant commence l'activité (participation). L'enseignant enre-
gistre ce que I'étudiant fait (les travaux a faires), et comment 1’étu-
diant se comporte et interagit pendant la séance (assiduité). D’autre
exemple, évaluation par les moniteurs, cela peut prendre la forme
d’une discussion, d"une séance de questions-réponses ou de l'enre-
gistrement d’informations sur une plateforme. Le moniteur sera un
autre apprenant qui a pris part a l’activité aux cotés de I'apprenant
évalué [Mila 2018]. Le moniteur notera ou fournira une rétroaction
verbale sur ce que I'apprenant a fait pendant l'activité. Témoignage
de témoin, il s’agit d"une déclaration d"un «tiers» qui a vu l'appre-
nant prendre part a l'activité. Le témoin peut étre un travailleur
communautaire, un superviseur de travaux ou un membre du pu-
blic. Les commentaires peuvent étre donnés sous forme verbale ou
écrite [Kawulich 2005].

2.6.1.1.1.2 Observation indirecte

En observation indirecte, I'observateur n’a pas besoin d’étre sur
place et n'a méme pas besoin de regarder un flux en temps
réel de l'’événement. Il peut étre relayé par des moyens tech-
nologiques, tels quun événement enregistré qui est retransmis
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a l'observateur a partir de transcriptions d’enregistrements au-
dio, ou de comportements verbaux dans des environnements
naturels [Anguera ef al. 2018]. Par exemple, l'utilisation de mé-
dias sociaux, de blogs, de courriers électroniques ou d’autres
supports d’archivage en ligne sont des méthodes d’observation
indirecte[Johnson 2007].

2.6.1.1.2 Questionnaires

Le questionnaire fournit la technique la plus rapide et la plus simple
pour rassembler des données sur des groupes d’individus dispersés dans
un champ vaste et étendu. L'utilisation de questionnaires comme outil de
mesure dépend du type et de la durée de I’activité. Les questions permet-
tant de tester ou de mesurer 'apprentissage peuvent étre présentées sous
deux formats : interrogatoire verbal, par exemple une session de ques-
tions et réponses au début et a la fin d’une session, ou sous forme écrite,
par exemple tests ou examens. Le format choisi doit étre adapté a 1'usage
prévu selon que l'apprenant se trouve au début, au milieu ou a la fin de
l'activité. Des questions peuvent étre posées pour identifier les connais-
sances, l'expérience, les compétences et les réalisations [Kothari 2004]. Les
questionnaires peuvent avoir des réponses ou non, s’il y avait des ré-
ponses, ce sont inévitablement des accords ou des désaccords. Ces ré-
ponses passent souvent par cinq niveaux allant de «fortement d’accord»
a «fortement en désaccord». Rien n’est plus déroutant, frustrant et po-
tentiellement embarrassant qu’un questionnaire mal congu ou mal rédigé.
Heureusement, avec réflexion et planification ces problemes peuvent étre
facilement évités. La conception du questionnaire est un processus lo-
gique qui peut étre divisé en étapes simples. Nous allons suivre les étapes
suivantes pour nous aider a développer un outil valide, fiable et efficace
[Robson 2002].

2.6.1.1.2.1 Déterminer les informations spécifiques nécessaires

La premiére étape de la conception du questionnaire consiste a exa-
miner les objectifs, les sujets, les compétences ou les attitudes pré-
sentées dans le programme pour identifier les éléments de ques-
tionnaire potentiels. Il est parfois utile de développer ces informa-
tions sous forme de plan afin de pouvoir regrouper des questions
ou des éléments connexes [Robson 2011].

2.6.1.1.2.2 Développer les questions

L'étape suivante consiste a élaborer des questions spécifiques en
fonction du type de questions sélectionnées et des informations né-
cessaires. Les questions doivent étre simples et directes afin d’évi-
ter de dérouter les participants ou de les orienter vers la réponse
souhaitée. Chaque question ne devrait porter que sur un seul pro-
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bléme. Si plusieurs problémes doivent étre résolus, alors nous divi-
sons les questions en plusieurs parties ou nous développons des
questions distinctes pour chaque probleme, et nous évitons les
termes ou expressions qui pourraient ne pas étre familiers aux par-
ticipants [Saunders 2012].

2.6.1.1.2.3 Tester les questions

Les questions proposées doivent étre testées pour s’assurer qu’elles
seront bien comprises. Idéalement, les questions devraient étre tes-
tées sur un échantillon de groupes de participants. Si cela n’est
pas réalisable, 1’échantillon d’employés devrait se trouver a peu
pres au méme niveau d’emploi que les participants. Nous solli-
citons aussi les commentaires, les critiques et les suggestions de
I’échantillon afin d’améliorer la conception du questionnaire avant
qu’il ne soit administré aux participants. Nous devons faire en sorte
que les questions reflétent les objectifs et le contenu du programme
[Saunders 2012][Bell 2010]. Le questionnaire fournit des moyens
rapides pour vérifier qu'un événement s’est produit. Il Peut étre
utilisé dans les domaines économiques, commerciaux, politiques et
sociaux. Ainsi que, il aide a prendre les bonnes décisions immé-
diatement. Mais, il peut étre difficile pour les personnes qui ont
des difficultés de lecture et d’écriture. En plus, le modele formel
ne répond pas aux besoins des personnes utilisant des méthodes
informelles.

2.6.1.1.2.4 Impliquer les parties prenantes dans le processus

Les parties prenantes telles que les clients, les sponsors, les suppor-
ters ou autres parties intéressées doivent participer autant que pos-
sible au processus de conception du questionnaire, de sorte que,
nous demandons aux personnes les plus familiarisées de fournir
des informations sur des points spécifiques. Souvent, les parties
prenantes peuvent souhaiter contribuer a des problemes ou a des
éléments spécifiques.

2.6.1.1.2.5 Sélectionnez les types de questions

Un questionnaire peut contenir tout ou partie de ces types de ques-
tions :

— questions ouvertes permettent des réponses illimitées, les questions
suivent donc un espace vide pour les réponses.

— Les listes de suivi offrent une liste d’éléments, et le participant est
invité a vérifier ceux qui s’appliquent a la situation.

— Les questions a deux choix limitent les réponses a une paire de
réponses alternatives, telles que oui et non.
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— Les questions a choix multiples offrent plusieurs réponses pos-
sibles, et le participant est invité a sélectionner celle qui convient le
mieux.

— Les échelles de classement obligent le participant a classer une liste
d’éléments.

2.6.1.1.3 Interviews

Linterview est une méthode d’enquéte directe. Il s’agit simple-
ment d'un processus social dans lequel une personne connue sous
le nom d’intervieweur, ce intervieweur pose des questions en face-a-
face avec une ou plusieurs personnes dites interviewées pour découvrir
des perspectives, des expériences, des sentiments et des idées sur un
phénomeéne[Kothari 2004]. En outre, les interviews peuvent révéler des
exemples de réussite pouvant étre utilisés lors de la communication des
résultats d’évaluation. Les participants peuvent hésiter a inclure leurs ré-
sultats dans un questionnaire, mais ils fourniront volontairement des in-
formations et répondront aux questions. Nous pouvons maintenant dire
que nous avons plus d’informations.

Les interviews se répartissent en deux catégories de base : les in-
terviews structurées et les interviews non structurées. La premiere catégo-
rie ressemble beaucoup & un questionnaire; dans ce cas les intervieweurs
posent des questions spécifiques avec peu de marge de manceuvre pour
s’écarter des réponses souhaitées. L'un des principaux avantages des in-
terviews structurées par rapport aux questionnaires est que ceux-ci ga-
rantissent que tous les participants répondent a toutes les questions et
que l'intervieweur comprend les réponses du participant. Tandis que, la
deuxiéme catégorie permet a l'intervieweur de rechercher des informa-
tions supplémentaires. Ce type d’interview utilise quelques questions gé-
nérales qui peuvent conduire a des informations plus détaillées lorsque
des données importantes sont découvertes; dans ce cas, 'intervieweur
doit étre habile a poser des questions de suivi, ainsi qu’a rechercher des
informations complémentaires si nécessaire [Dipboye 1994]. L'interviewé
répond a ces questions, et l'intervieweur recueille diverses informations
a partir de ces réponses par le biais d'une interaction sociale tres saine
et conviviale. Dans L'interview, nous basons sur certains points cruciaux
sont les suivants :

— Nous préparons un formulaire d’entreview avec des questions cor-
respondant a 1’objectif de 1’évaluation;

— Nous utilisons des questions ouvertes et claires avec les invités;

— Nous ne testons pas les connaissances, mais nous les explorer a
travers des questions d’expérience et de description;

— Nous ne dirigeons pas les répondants avec des questions biaisées
et chargées d’hypotheses;

— Nous enregistrons la conversation avec permission (si l'enregistre-
ment sur bande n’est pas possible, alors nous prenons des notes
abrégées).
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Les principaux objectifs des interviews étaient de s’assurer que
I’évaluateur identifiait toutes les personnes interrogées pertinentes pour
I’évaluation, et que toutes les questions soient préparées de maniere claire
et concise. Certaines questions permettant d’évaluer si cet objectif a été
atteint sont les suivantes :

— Avons-nous pu identifier toutes les personnes que nous devions
interroger ?

— Y a-t-il des personnes qui ont été exclus des entretiens avec les
personnes que nous devons inclure dans la prochaine itération? Si
oui qui?

— Avons-nous regu des informations précieuses lors des entretiens?

— Y at-il eu des personnes inclus dans les entretiens qui n’apportaient
vraiment pas beaucoup de valeur au processus? Peuvent-ils étre
exclus des futures interviews? Si oui, pourquoi ?

— Nos questions étaient-elles claires et pertinentes? Y a-t-il quelque
chose que nous devons ajouter a nos questions ou changer afin que
celles-ci soient plus claires ?

L'interview utilise une méthode de base pour la communication, il
élimine les limitations et le caractere artificiel de la rédaction et du remplis-
sage d'un questionnaire. Il permet de recueillir des données approfondies
et détaillées. En plus, il est flexible, ouvert pour assurer le suivi. Mais, il
nécessite beaucoup d’efforts et de temps.

2.6.1.1.4 Groupes de discussion

Les groupes de discussion sont utiles pour explorer les normes, les
croyances, les attitudes, les pratiques et pour examiner comment les
connaissances sociales sont produites, etc, de sorte que, 'animateur sti-
mule la discussion afin d’examiner comment les connaissances et les idées
se développent et fonctionnent dans un groupe donné. Le groupe est gé-
néralement composé de six a douze personnes [Nyumba et al. 2018].

2.6.1.1.4.1 Applications des groupes de discussion

Les groupes de discussion sont particulierement utiles lorsque des
informations qualitatives sont nécessaires sur le succés d'un pro-
gramme. Par exemple, les groupes de discussion peuvent étre uti-
lisés dans les situations suivantes :

— Evaluer les réactions a des exercices, situations, simulations ou
autres composants spécifiques du programme.

— Evaluer Vefficacité globale de la mise en ceuvre du programme.

— Evaluer I'impact du programme par la suite.
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Essentiellement, les groupes de discussion sont utiles lorsque les
informations d’évaluation sont nécessaires, de sorte que, ces infor-
mations ne peuvent étre collectées de maniere adéquate a 1’aide des
questionnaires, des interviews ou des méthodes quantitatives. Par
rapport aux questionnaires, aux entretiens, les groupes de discus-
sion présentent de nombreux avantages :

— Les groupes de discussion sont trés proche de formes de commu-
nication quotidienne.

— Les groupes de discussion peuvent étre utilisés pour «explorer le
terrain».

— Le chercheur obtient des informations sur un sujet particulier, il
peut utiliser ces informations pour générer des idées et élaborer
des méthodes plus structurées comme les questionnaires.

D’autre part, cette méthode présente également des inconvé-
nients :

— Les groupes de discussion donnent des informations sur un groupe
et non sur des individus, ils ne fournissent aucune information sur
la fréquence ou la distribution des croyances dans la population.

— Beaucoup d’efforts et de temps sont nécessaires.

En outre, il existe d’autres méthodes utilisées pour collecter les don-
nées, nous citons certaines de ces méthodes :

2.6.1.1.5 Les documents

Il existe une quantité considérable de documents décrivant les infor-
mations des citoyens a divers niveaux d’organisation sociale. Les exemples
incluent : Le registre nationale d’état civil (centre national a Alger), des
registres tenus par la circulation des personnes (au niveau du wilaya
DRAG), des registres qui sont trouvés au niveau des services adminis-
tratifs ministériels pour suivre l'accession a la propriété, la migration, la
production et la consommation d’énergie, 'emploi, la fiscalité, les hopi-
taux et les écoles, des registres tenus par des organisations formelles et
informelles, telles que des sociétés, des partis politiques.

2.6.1.1.6 Carte conceptuelle

La carte conceptuelle est un diagramme congu pour clarifier la
compréhension des relations entre les concepts contenus dans une zone
particuliere. Une liste de mots décrivant des aspects importants du su-
jet est compilée. Les mots de la hiérarchie sont classés du plus général
au privé. Ils sont disposés de telle sorte que des termes similaires soient
proches les uns des autres. Des liens sont ensuite créés entre les mots
du concept et les instructions écrites pour décrire ou expliquer les liens
[Faubert & Wheeldon 2009)].
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Il est également trouver dans ce contexte, les portefeuilles électro-
niques; ce type permet de collecter de données sous forme électroniques
(texte saisi, des fichiers électroniques tels que les fichiers Word, PDF, des
images, des fichiers multimédias, des blogs et des liens Web, etc.) assem-
blées et gérées par un utilisateur, généralement en ligne. Il peut étre géré
de maniere dynamique et en temps réel.

2.6.2 Préparation de données

La préparation des données (ou le pré-traitement des données) est
la manipulation des données sous une forme appropriée pour une analyse
et un traitement ultérieurs. Le but de cette phase est de fournir un jeu de
données qui sera utilisé essentiellement dans 1’analyse de données. Elle
consiste en plusieurs taches générales visant principalement le nettoyage
et la transformation des données [Barapatre & Vijayalakshmi 2017].

2.6.2.1 Nettoyage de données

Le nettoyage des données est une étape de la préparation des don-
nées en vue de 'analyse en supprimant ou en modifiant des données
incorrectes 5, incomplétes ®, non pertinentes ou répétitives, parce que ces
données ne sont généralement ni nécessaires ni utiles pour 1’analyse des
données [Barapatre & Vijayalakshmi 2017]. 1l existe plusieurs facons de
nettoyer les données en fonction de la manieére dont elles sont stockées
avec les réponses requises.

La collecte et la saisie de données sont des processus sujets aux
erreurs. Elles nécessitent souvent une intervention humaine et, comme ils
ne sont que des étres humains, ils font des fautes de frappe ou perdent
leur concentration une seconde et introduisent des erreurs. Mais les don-
nées collectées par des machines ou des ordinateurs ne sont pas non plus
exempt d’erreurs. Les erreurs peuvent provenir de la négligence humaine,
alors que d’autres sont dues a une défaillance de la machine. Mais il faut
corriger les erreurs dans le plus bref délai pour plusieurs raisons :

— Les décideurs peuvent commettre des erreurs coliteuses dans les
informations en se basant sur des données incorrectes provenant
d’applications qui ne corrigent pas les données erronées.

— Si les erreurs ne sont pas corrigées tot dans le processus, le net-
toyage devra étre effectué pour chaque projet utilisant ces données.

5. Les données incorrectes : sont des données incohérentes qui peuvent conduire a de
fausses conclusions et a de mauvaises prises de décision.

6. Les données incompletes : sont des données manquantes qui peuvent, introduire une
quantité importante de biais, rendre le traitement et ’analyse des données plus laborieux,
et réduire l'efficacité des méthodes statistiques.
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— Les erreurs peuvent indiquer des équipements défectueux, tels que
des lignes de transmission cassées et des capteurs défectueux.

— Les erreurs peuvent indiquer qu'un processus technique ne fonc-
tionne pas comme prévu.

Les principales taches de nettoyage des données [den Broeck et al. 2005]
[Krause & Lipscomb 2016] comprennent :

— Codage des valeurs manquantes : Les données sont souvent man-
quantes dans certains cas. Peut-étre que les données sur la famille
sont collectées par la version électronique, mais les questions ne
sont pas posées sur la version papier.

— Standardisation : La bonne pratique consiste a avoir toutes les don-
nées d’un type similaire dans un format similaire.

Transformation de données

La transformation de données est un processus permettant de
convertir ou de fusionner des données d’un format ou d’une structure
vers un autre format ou une autre structure [Kumar & Wu 2007]. Dans
le domaine Big Data, généralement nous utilisons la technologie XML-
Extensible Markup Language- pour convertir n'importe quel format de don-
nées en données semi-structurées, nous pouvons également les transfor-
mer en données structurées. A cette étape du processus de transformation,
il devrait y avoir un bon exemple de transformation de données en format
propre et bien formaté, ces données seront principalement utilisées lors
de la phase d’analyse des données.

Analyse de données (massives)

Les données massives ne sont pas simplement massives, elles sont
également rapides. Cette quantité de données est parfois créée par un
grand nombre de flux constants qui envoient généralement les enregistre-
ments de données simultanément et dans de petites tailles (ordre des kilo-
octets). Le streaming de données” comprend une grande variété de des
données telles que des données de flux de clics, des données de transac-
tion financiere, des fichiers journaux générés par des applications Web ou
mobiles, des données de capteurs provenant de Internet des objets (IoT),
I'activité de lecteur en jeu et la télémétrie a partir de périphériques connec-
tés.

7. Streaming de données ou les données diffusées en continu sont des données géné-
rées en continu par des milliers de sources de données, qui envoient simultanément des
enregistrements de données, et en petites quantités (quelques kilooctets).
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L’analyse de données est l'outil scientifique et statistique d’ana-
lyse des données brutes permettant de rénover les informations néces-
saires a l’acquisition de connaissances. L'analyse des données collabore
avec les données pour formuler des décisions complexes a partir de dif-
férents points de vue afin de relever les défis du monde réel. Le role de
I'analyse de données est d’assembler, de stocker, de traiter des données
afin de mettre des méthodes empiriques dans le monde réel pour la prise
de décision. Il est généralement classé en trois types : analyse descrip-
tive, analyse prédictive et analyse prescriptive. L'analyses des données
massives concernent désormais presque tous les aspects de la société mo-
derne, tels que la fabrication, la vente en détail, les services financiers,
etc.[Labrinidis & Jagadish 2012][Guerra et al. 2015].

2.6.3.1 Les types d’analyse de données

L’analyse de données ne peut pas étre considérée comme une stra-
tégie globale unique. En fait, ce qui distingue un scientifique ou un ana-
lyste de données de qualité supérieure des autres est sa capacité a iden-
tifier le type d’analyse pouvant étre exploité au profit de 'entreprise de
maniere optimale. Les trois types d’analyse les plus répandus : 'analyse
descriptive, prédictive et prescriptive sont des solutions interdépendantes
qui aident les entreprises a tirer le meilleur parti des données dont elles
disposent. Chacun de ces types d’analyse offre un apergu différent. Dans
cette partie, nous explorons les trois types d’analyses : analyse descriptive,
analyse prédictive et analyse descriptive [Poornima & Pushpalatha 2016].

Descriptive Predictive Prescriptive

Analytics Analytics Analytics

Analytics 1.0 Analytics 2.0 Analytics 3.0

g

FIGURE 2.5 — Les différents types de I'analyse de données.

2.6.3.1.1 Analyse descriptive

Les techniques descriptives incluent souvent la construction de ta-
bleaux de quantiles®, des mesures de dispersion telles que la variance ou
I'écart-type, et des tableaux croisés® pouvant étre utilisés pour examiner

8. Les quantiles sont des quantités qui peuvent étre trés utiles en statistique. Un quan-
tile est obtenu a partir de la distribution de probabilité cumulée associée a une variable
quantitative. On appelle généralement centile (ou percentile) le quantile ramené sur une
échelle de o a 100.

9. Le tableau croisé est une technique courante pour étudier les relations entre les
variables normales (catégoriques) ou ordinales.
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de nombreuses hypotheses disparates. Ces hypothéses concernent souvent
les différences observées entre les sous-groupes. Des techniques descrip-
tives spécialisées sont utilisées pour mesurer la ségrégation '°, la discrimi-
nation et les inégalités. La discrimination est également mesurée a l'aide
d’études d’audit ou de méthodes de décomposition. Une plus grande sé-
grégation par type ou par inégalité des résultats ne doit pas nécessaire-
ment étre entiérement bonne ou mauvaise, mais elle est souvent considé-
rée comme un marqueur de processus sociaux inéquitables. Une mesure
précise des niveaux dans le temps et dans ’espace est une condition préa-
lable a la compréhension de ces processus[Evans & Lindner 2012].

L’analyse descriptive fait exactement ce que le nom implique qu’elle
«décrive», ou résume des données brutes et en fait quelque chose qui est
interprétable par les humains. Elle est utilisée pour décrire les caracté-
ristiques de base des données de l'étude. Elle limite la généralisation a
un groupe particulier d’individus observés. Aucune conclusion ne s’étend
au-dela de ce groupe et aucune similitude avec ceux en dehors du groupe
ne peut étre présumée. Les données décrivent un groupe et ce groupe
seulement. Une recherche tres simple implique une analyse descriptive et
fournit des informations précieuses sur la nature du groupe particulier
d’individus [Best & Kahn 2003].

L’analyse descriptive fournisse des résumés simples sur 1’échan-
tillon et les mesures, en parallele a une simple analyse graphique, elle est
constitue la base virtuelle de toute analyse quantitative de données. Avec
I'analyse descriptive, on décrit simplement ce que les données montrent.
La description des données est nécessaire pour déterminer la normalité
de la distribution. La description des données est nécessaire, car la nature
des techniques a appliquer pour les Statistiques inférentielles '* des don-
nées dépend des caractéristiques des données [Bhaskar & Zulfigar 2016].
L’analyse descriptive est utilisée pour résumer les données, telles que la
moyenne, "écart-type '* pour les types de données continues (tels que
I'age), alors que la fréquence et le pourcentage sont utiles pour les don-
nées catégorielles (telles que le genre). L'analyse descriptive ne fournit pas
de détails sur la raison pour laquelle certains événements sont survenus
ni sur ce qu’il est possible de dire dans le futur [Davenport & Kim 2013].

2.6.3.1.2 L'analyse prédictive
L’analyse prédictive est un type d’analyse qui permet d’ef-

fectuer des prévisions concernant l’‘occurrence d’événements par-
ticuliers dans l’avenir en fonction des données du passé. L'ana-

10. La ségrégation désigne tout phénomene évolutif ou tout état de séparation de
groupes ethniques ou sociaux, a I’échelle infra-urbaine, urbaine, régionale ou nationale.

11. Les statistiques inférentielles utilisent un échantillon aléatoire de données d"une po-
pulation afin de décrire cette derniere et de faire des déductions a son sujet.

12. I'écart-type est une mesure de la dispersion des valeurs d'un échantillon statistique
ou d’une distribution de probabilité. Il est défini comme la racine carrée de la variance
ou, de maniére équivalente, comme la moyenne quadratique des écarts par rapport a la
moyenne.
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lyse prédictive est largement intégrée dans les organisations
décisionnelles|[Davenport & Kim 2013][Brydon & Gemino 2008].

L’analyse prédictive est l'art de construire et d’utiliser des mo-
deles qui font des prédictions basées sur des modeles extraits de don-
nées historiques. Cela inclut des modéles prédictifs empiriques (des mo-
deles statistiques tels que les algorithmes d’exploration de données) qui
prédisent des scénarios futurs et des méthodes d’évaluation permettant
d’évaluer le pouvoir prédictif d’'un modele [Schmueli & Koppius 2011].
L'analyse prédictive identifie les relations entre les variables et ensuite,
en fonction de ces relations, elle prédit la probabilité qu’un certain évé-
nement se produise. Bien que l’analyse prédictive repose sur des rela-
tions fortes entre les données, on peut s’attendre a des relations parfois
mal définies[Evans & Lindner 2012][Davenport & Kim 2013]. Les applica-
tions de l’analyse prédictive de données incluent par exemple, la prédic-
tion des prix comme les achats des billets en ligne. Des modéles d’ana-
lyse prédictive peuvent étre formés pour prévoir des prix optimaux en
fonction des historiques de vente. Les entreprises peuvent ensuite utiliser
ces prévisions pour entrer dans leurs décisions en matiere de stratégie de
tarification[Etzioni et al. 2003].Elles incluent aussi la prédiction de dosage,
c’est que les médecins décident souvent de la quantité d’un médicament
ou d’un autre produit chimique a inclure dans un traitement. Les modéles
d’analyse prédictive peuvent étre utilisés pour faciliter cette prise de déci-
sion en prédisant les doses optimales en fonction des données sur les doses
passées et les résultats associés [Nguyen et al. 2019][Coulet ef al. 2018]. Les
modeles d’analyse prédictive peuvent étre utilisés pour prédire le risque
associé aux décisions telles que I'octroi d"un prét. Ces modeles sont formés
a I'aide de données historiques. Les organisations peuvent utiliser les ré-
sultats des modeles de prédiction des risques pour mieux juger les risques
[Rahul & Pravin 2016]. Dans le domaine commercial, la plupart des déci-
sions seraient beaucoup plus faciles si nous pouvions prédire la proba-
bilité, ou la propension de clients pour prendre des mesures différentes.
Les applications réussies de la modélisation de la propension incluent la
prévision de la probabilité que les clients quittent un opérateur de télé-
phonie mobile pour un autre, elles répondent a des efforts de marketing
particuliers ou achetent différents produits[Davenport & Kim 2013]. Les
modeles d’analyse prédictive peuvent aider les professionnels a établir de
meilleurs diagnostics en exploitant de vastes collections d’exemples his-
toriques a une échelle au-dela de tout ce qu'un individu pourrait voir
au cours de sa carriere. Les diagnostics posés par les modeles d’analyse
prédictive deviennent généralement un élément du processus de diagnos-
tic existant du professionnel [Foster et al. 2014][Ghorbani & Ghousi 2019].
L’analyse prédictive des données peut étre utilisée pour classer automa-
tiquement les documents en différentes catégories. Les exemples incluent
également le filtrage du courrier électronique, 'analyse de 'opinion, la re-
direction des plaintes des clients et la prise de décision médicale. En fait,
la définition d’'un document peut étre étendue pour inclure des images,
des sons et des vidéos qui peuvent tous étre classés a 1’aide de modéles
d’analyse prédictive de données[Khan et al. 2014].

Tous ces exemples ont deux choses en commun. Premierement,
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dans chaque cas, un modele est utilisé pour établir une prédiction afin
d’aider une personne ou une organisation a prendre une décision. Dans
I’analyse de données prédictive, nous utilisons une définition large du mot
prédiction. Dans la pratique courante, le mot prédiction a un aspect tem-
porel : nous prédisons ce qui se passera dans le futur. Cependant, dans
I'analyse de données, une prédiction est l’affectation d"une valeur a une
variable inconnue. Il peut s’agir de prédire le prix auquel un produit sera
vendu a 'avenir ou, au contraire, de prévoir le type de document. Ainsi,
dans certains cas, la prédiction a un aspect temporel mais pas du tout.
La deuxieme chose que les exemples énumérés ci-dessus ont en commun
est qu'un modele a été créée pour permettre des prédictions basées sur
un ensemble d’exemples historiques. Dans notre travail, nous utilisons les
algorithmes du Machine Learning pour former ces modeéles.

2. 6.3.1.2 .1 Les six étapes clés de 1’analyse prédictive

L'étude met en exergue un cycle de six étapes clés dans 1’éla-
boration de solutions prédictives grace au Big Data, ces étapes
[Eckerson 2007][Kelleher et al. 2015][Rose et al. 2017] sont illustrées dans
la figure ci-dessous :

Comprihension des objectifs -l — ] .
Comprebension des donnees
——

FIGURE 2.6 — Les six étapes de I'analyse prédictive.
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. Compréhension des objectifs (Définir le projet) : Tout d’abord, il est
nécessaire de bien comprendre les objectifs de I’entreprise et de dé-
terminer ses besoins. Ensuite, nous évaluons la situation actuelle en
recherchant les ressources, hypotheses, contraintes et autres facteurs
importants a prendre en compte. Ensuite, a partir des objectifs com-
merciaux et des situations actuelles, nous créons des objectifs d’ex-
ploration de données pour atteindre les objectifs commerciaux dans
la situation actuelle. Enfin, un bon plan d’exploration de données
doit étre mis en place pour atteindre a la fois les objectifs commer-
ciaux et I'exploration de données. Le plan devrait étre aussi détaillé
que possible.

. Compréhension des données (Identifier les données utiles en éva-
luant diverses sources possibles) : Une fois que nous avons dé-
terminé la maniere dont les analyses de données prédictives se-
ront utilisées pour résoudre le probleme du travail, il est important
que l'analyseur de données comprenne parfaitement les différentes
sources de données disponibles au sein de I'organisation et les diffé-
rents types de données contenues dans ces sources.

. Préparation des données (Triturer les données, les agréger et les
compléter) : Les modeles d’analyse de données prédictive néces-
sitent des types de données spécifiques. Cette phase inclut toutes
les activités nécessaires a la conversion des différentes sources de
données disponibles dans 1’organisation, de sorte que ces données
soient bien formées et permettent d’utiliser des modeles d’appren-
tissage automatique.

. Modélisation (Construire un modéle prédictif a partir d’algorithmes
statistiques et du Machine-Learning) : La modélisation se produit
lorsque l'apprentissage est terminé. Différents algorithmes d’ap-
prentissage automatique sont utilisés pour créer un ensemble de mo-
deles prédictifs a partir desquels le meilleur modele sera sélectionné
pour le déploiement.

. Evaluation (Evaluer Uefficacité et la précision du modéle prédictif) :
Avant de pouvoir déployer des modeles destinés a étre utilisés au
sein d'une organisation, il est important qu’ils soient entierement
évalués et qu’ils se révelent aptes a cet usage. Cette phase couvre
toutes les taches d’évaluation requises pour montrer quun modeéle
sera capable de faire des prédiction précises apres son déploiement
et qu’il ne souffre pas de sur-apprentissage ni de sous-apprentissage.
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6. Déploiement (Utiliser le modéle prédictif pour orienter des dé-
cisions métiers) : Les modeles d’apprentissage automatique sont
congus pour servir une fonction au sein d’une organisation. Cette
phase couvre tout le travail a effectuer pour intégrer avec succeés un
modele d’apprentissage automatique dans les processus d'une orga-
nisation.

Nous pouvons ajouter une autre étape est la maintenance, cette
étape assure 1'efficacité du modele prédictif, parce que la réalité n’est pas
statique et donc les données aussi. Un modele peut étre valable pendant
une certaine période alors que les conditions externes ne changent pas
de maniere significative. Il est judicieux de revoir périodiquement les mo-
deles et de les tester avec de nouvelles données pour vous assurer qu’ils
n’ont pas perdu de leur signification. Quand le modele devient moins pré-
cis, donc il est nécessaire d’ajuster le modele a nouveau, par exemple en
ajustant les parametres des algorithmes, ou trouver des données supplé-
mentaires.

2. 6.3.1.3 L'analyse prescriptive

L’analyse prescriptive est I'un des grands mots a la mode de ces der-
nieres années. Pouvoir prescrire automatiquement des actions en vue d’at-
teindre un objectif signifierait un énorme pas en avant dans 1’aide ou la
prise de décision automatique pour tous les domaines. Elle suggere la
meilleure marche a suivre pour optimiser les résultats de votre entreprise.
En regle générale, I’analyse prescriptive associe un modele prédictif a des
regles commerciales (telles que le refus d’une transaction si la probabilité
de fraude est supérieure a un seuil donné). Cette technique est utilisée
pour appuyer plus efficacement la prise de décision sur la base d’idées
diverses émanant par les décideurs tels que les directeurs techniques et
les directeurs généraux analysent et prédisent des situations complexes.
Dong, elle est considérée comme nirvana dans l’analyse, elle est souvent
utilisée par les organisations les plus sophistiquées sur le plan analytique
[Gim et al. 2018].

L’analyse prescriptive, quant a elle, consiste a suggérer un certain
nombre d’actions, elle inclut des méthodes de conception et d’optimisa-
tion expérimentales. Le plan expérimental explique les raisons pour les-
quelles un phénomene se produit en effectuant des expériences au cours
desquelles des variables indépendantes sont manipulées, des variables su-
perflues sont controlées, et par conséquent, des conclusions sont tirées des
actions qui doivent étre prises par le décideur.
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Visualisation de données

La visualisation des données explique l'importance des données en
les plagant en termes de contexte visuel [Olshannikova et al. 2015]. C’est
une représentation visuelle des données. La visualisation des données per-
met a l'utilisateur d’acquérir plus de connaissances sur les données brutes
collectées a partir de diverses sources.

La visualisation de données, dans le passé

La visualisation des données n’est pas nouvelle. La communication
visuelle des données existe sous des formes diverses depuis des centaines,
voire des milliers d’années.

Abo El-Rayhan Mohamed Ibn Ahmed El-Bayrouni, né & Khoua-
rizm, est I'un des plus anciens chercheurs de représentation circulaire des
phases de la lune. El-Bayrouni était connu dans le monde islamique et
était I'un des érudits les plus acclamés de son temps. Al-Bayrouni était
connu par son livre principal intitulé "Le canon Mas’udi", concernant a
I'astronomie, a la géographie et a I'ingénierie, 1'une de ces pages figurante
dans la figure ci-dessous :

FIGURE 2.7 — La visualisation de données dans le passé.

Au dix-huitiéme siecle, les styles communs dominaient encore les
conseils d’administration des entreprises dans tout le pays notamment les
barres et diagrammes circulaires.

L’appétit pour la visualisation de données a considérablement aug-
menté ces derniéres années. La visualisation de données est devenue un
courant de conscience général au cours de la derniere décennie, elle est
catalysée par de nouvelles capacités technologiques puissantes, ainsi que
par un changement de culture vers une plus grande transparence et une
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accessibilité accrue des données, le domaine a connu une croissance rapide
de la participation enthousiaste. Alors que la pratique de la visualisation
de données était autrefois ’apanage de statisticiens, d’ingénieurs et des
experts spécialistes, le champ de la mondialisation qui existe aujourd’hui
constitue une communauté trés active, informée, inclusive et innovante de
praticiens qui font avancer le métier dans des directions fascinantes.

La visualisation de données (massives) aujourd’hui

La visualisation de données massives permet de visualiser un
grand ensemble de données dans un format facilement compréhensible
par n'importe quel utilisateur. En plus la présentation des données est
simple et directe, ainsi que les utilisateurs comprendront facilement le
message[Alhadad 2018]. En termes simples, la visualisation des données
est la représentation des informations sous une forme graphique comme
illustrée dans la figure ci-dessous :

4
A ex
*

FIGURE 2.8 — La visualisation de données aujourd hui.

Un exemple simple qui peut étre utilisé pour définir la visualisation
de données, on peut tracer des lignes entre des étoiles dans le ciel noc-
turne pour créer une image. Imaginez certaines étoiles comme des points
de données qui vous intéressent (parmi les milliards d’autres étoiles vi-
sibles dans le ciel) et connectez-les dans un certain ordre pour créer une
image permettant de visualiser la constellation. Actuellement, on dit dans
I'industrie que de nombreuses disciplines considérent la visualisation de
données comme un équivalent moderne de la communication visuelle.
Bon, alors quel est l'intérét ou 1’objectif principal de la communication
visuelle ou de la visualisation de vos données ?

Lorsque vous utilisez la visualisation de données, 1’objectif principal
(bien qu’il y ait d’autres objectifs) est de faire en sorte que quelque chose
compliquée paraisse simple. En regardant des tableaux et des graphiques
sont généralement beaucoup plus facile pour les yeux. De plus, le fait est
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que nous sommes, les humains, capables de traiter méme de tres grandes
quantités de données beaucoup plus rapidement lorsque les données sont
présentées sous forme graphique. Par conséquent, la visualisation de don-
nées est un moyen de transmettre des concepts de maniere universelle
permettant a votre public cible ou a votre cible d’obtenir rapidement votre
point de vue.

Une visualisation bien congue permet a nos yeux de discerner rapi-
dement les schémas de données, ce qui nous permet de mieux comprendre
les caractéristiques et les phénomeénes sous-jacents de nos données. L'ins-
pection visuelle nous amene a de nouvelles connaissances sur nos données
en nous aidant a formuler des hypotheses sur les prochaines priorités.
L’interaction nous permet d’approfondir ces hypotheses, soit en montrant
d’autres parties des données, soit en montrant les mémes données sous un
angle différent. Ces fonctionnalités font de la visualisation des données
un outil précieux pour l’exploration, I’analyse et la communication. La
visualisation de données est largement utilisée dans les entreprises pour
communiquer leurs données, et pour approfondir leur compréhension des
données [AStephen 2015][Padilla et al. 2018].

La visualisation des données peut guider la prise de décision, elle
devient un outil pour transmettre des informations essentielles a toute
analyse de données [Kinkeldey ef al. 2017][Kinkeldey et al. 2014]. Cepen-
dant, pour étre réellement exploitables, la visualisation de données doit
contenir la bonne quantité d’interactivité. Alors que le volume de données
continue d’augmenter, d'une part, un nombre croissant de fournisseurs
et de communautés développent des outils permettant de créer des gra-
phiques clairs et percutants a utiliser dans les présentations et les applica-
tions. Et d’autre part, de nombreuses entreprises estiment que la compré-
hension de ces données nécessite 'utilisation d"une forme de visualisation
des données [Padilla et al. 2018], parce qu’il est pratiquement impossible
de visualiser un million de lignes de données et d’en comprendre le sens.

2.6.4.3 Les concepts traditionnels de la visualisation des données

Tout d’abord, nous clarifions ce que nous voulons dire quand nous
disons le mot "traditionnel”, c-a-d, nous nous référons aux idées et aux
méthodes qui ont été utilisées avec un certain succes dans visualisation de
données au fil du temps. En outre, la plupart des systemes de visualisation
traditionnels ne peuvent pas gérer la taille de nombreux jeux de données
contemporains. Ils se limitent a traiter avec des ensembles de données
de petite taille qui peuvent étre facilement manipulés et analysés avec
les techniques classiques de gestion de données. Bien qu’il semble que
chaque jour, de nouvelles technologies et de nouvelles pratiques soient
découvertes, développées et déployées offrant des options nouvelles et
différentes. La visualisation des données en temps réel est toujours plus
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ingénieuse, en plus la compréhension des concepts de base pour la visuali-
sation des données reste également toujours indispensable [Bikakis 2018].

A ce point, il est essentiel de bien comprendre comment choisir la
méthode de visualisation la plus appropriée ou la plus efficace. Pour faire
ce choix, nous devons généralement répondre aux questions suivantes :

— Quel est le volume des données a visualiser ?

— Qu’est-ce que nous essayons de communiquer ?

— Quel est le point que nous souhaitons communiquer ?

— Qui est notre public? Qui va consommer cette information ?

— Quel type de visualisation de données pourrait le mieux trans-
mettre notre message a notre public?

Nous avons également été réalistes sur le fait que parfois I’approche
ou la méthode utilisée est uniquement basée sur votre temps et votre bud-
get. Et vous connaissez probablement déja ces méthodes de visualisation
les plus courants incluent :

— Les tableaux.

— Les histogrammes.

— Les nuages de points.

— Les diagrammes a courbes, a barres, a secteurs, a aires, a flux et a
bulles.

— Les séries de données ou les combinaisons de graphiques.

— Les chronologies.

— Les diagrammes de flux de données.

Visualisation interactive des données

La visualisation de données est une espece intéressante. Les scien-
tifiques savent souvent tout sur les données, mais les problemes liés a la
visualisation peuvent étre difficiles pour eux. Les concepteurs d’interface
utilisateur et les graphistes dominent les aspects visuels, mais le traitement
des données n’est pas a leur portée. La visualisation de données permet
aux concepteurs d’interface utilisateur de se familiariser avec les éléments
inconnus. La visualisation de données est donc a la fois une science et un
art [Dormehl 2014].

Les entreprises qui peuvent analyser les données en temps réel
a partir de nombreuses formes de données présentent un grand avan-
tage. Par exemple, elles peuvent connaitre les sentiments de leurs clients
en consultant leurs habitudes achats. Les entreprises qui exploitent leurs
données disponibles en les intégrant dans des visualisations de données
interactives bénéficient des avantages suivants :

— Les utilisateurs peuvent manipuler les données pour trouver des
informations spécifiques dont ils ont besoin.
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— Les utilisateurs peuvent étre alertés des situations nécessitant une
attention immédiate.

— Lorsque tous les membres d"une équipe examinent les mémes don-
nées, ils peuvent résoudre les problemes plus facilement.

— Les utilisateurs ne présentent que les éléments clés qui leur per-
mettent d’obtenir a la fois une vue d’ensemble et les détails dans
une seule visualisation.

— Les utilisateurs peuvent obtenir d’importantes révélations sur les
performances de l’entreprise a partir d"une bonne visualisation in-
teractive.

La visualisation de données d’aujourd’hui est passée a des pré-
sentations interactives basées sur le Web. L'augmentation des données a
également conduit a des présentations de plus en plus visuelles. Les in-
terfaces visuelles font aujourd’hui face a des défis difficiles, car ’analyse
doit étre faite de maniere visuelle. En conséquence, un nombre croissant
d’interfaces utilisateur apparaitra sous forme tableau de bord. Ces inter-
faces utilisateur ont un objectif visuel et les données doivent étre ajustées
a la volée [Koppal 2017].

2.6.4.5 La méthodologie de visualisation de données

N

L’adoption de cette méthodologie consiste a reconnaitre
les étapes clés, les considérations et les tactiques [Chittaro 2006]
[Guanghui et al. 2015] [Blascheck & Ertl 2013] [Colin 2004] [Plaisant 2004]
qui nous aiderons a naviguer sans heurts dans un projet de visualisation
sont les suivantes :

— La premiere étape du processus de visualisation est appelée
la cartographie . La cartographie signifie comment visualiser des
informations ou comment coder des informations sous une forme
visuelle. Dans la cartographie, les données ou les informations se
transforment en une forme graphique sous I'hypothése de carac-
téristiques visuelles. Une bonne cartographie produit une bonne
représentation visuelle.

— La deuxieme étape du processus de visualisation s’appelle
la sélection . Rappelez-vous, la conception est rarement un pro-
cessus net. En effet, certaines étapes peuvent parfois basculer en
séquence et nécessiter des itérations. Il est naturel que de nou-
veaux facteurs apparaissent a tout moment sont influent sur les
solutions alternatives. Il est donc important d’étre ouvert d’esprit
et flexible. Il peut étre nécessaire de revoir les choses, inverser les
décisions et modifier les directives. Ce que nous essayons de faire
dans la mesure du possible est de trouver le meilleur chemin de
choix de conception. Alors, la sélection signifie sélectionner des
données parmi celles disponibles en fonction de la tiche ou du
travail donné. La sélection des données dépend directement de
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l'objectif consistant a obtenir des graphiques ou des représenta-
tions graphiques. Cette tache dans le processus est la tache la plus
importante, car la sélection de données erronées induit 1'utilisateur
en erreur afin qu’il prenne des décisions cruciales qu’il subisse des
pertes énormes (finances, temps, etc.,..). Pour cela, il doit éviter
d’insérer des données inutiles.

La troisieme phase du processus est la présentation . Dans la vi-
sualisation, la présentation en perspective signifie comment gérer
et comment organiser efficacement les informations dans l'espace
disponible a I’écran. Apres une cartographie intuitive et une sélec-
tion claire, il est vraiment important de présenter ces informations
sous une forme plus compréhensible. Les défis de présentation liés
a la visualisation des données sont principalement liés a la techno-
logie ; cette étape nécessite généralement 1’assistance d’une variété
d’applications et de programmes.

La quatrieme étape du processus de visualisation s’appelle
l'interactivité . L'interactivité signifie quelles sont les installations
fournies pour organiser, explorer et réorganiser la visualisation.
L’interactivité conviviale permet a 1'utilisateur d’explorer, de com-
prendre et d'interpréter au mieux les données ou informations, ce
qui améliore ses capacités d’exploration. Certains peuvent se sentir
mal a l'aise de suivre un processus de l'interactivité, car il est itéra-
tif et créatif. Mais, nous voudrons dire que tout le monde devrait
bénéficier de travailler de maniére plus organisée et séquencée, en
particulier si cela contribue a réduire l'inefficacité et le gaspillage
de ressources.

Le facteur humain est la cinquieme étape de visualisation a
prendre en compte. Le facteur humain implique deux grandes ca-
tégories, la facilité d'utilisation et les facteurs d’accessibilité. La vi-
sualisation est facile a utiliser pour n’importe quel utilisateur. La
connaissance de la visualisation visuelle et les aspects cognitifs
rendent trés facile la conception d'une visualisation efficace. Ces
facteurs sont la pratique courante de 'interaction homme-machine.
En plus, une remarque plus importante, le contenu de la méthodo-
logie doit éviter tout sens idéologique et dogmatique, nous préfé-
rons se concentrer uniquement sur des directives. Cette étape doit
étre adoptée de maniere flexible en fonction de notre propre juge-
ment et de notre discrétion.

Apres la création d"une interface de visualisation utilisable, la der-
niere étape consiste a évaluer le formulaire visuel créé. L’évaluation
est également importante pour déterminer si la méthode de visua-
lisation est efficace ou non et/ou si 1'objectif est atteint ou non.
Un autre point important, si la visualisation de données n’était pas
déja claire, donc elle n’est pas une science exacte. Dans ce cas, Il
existe rarement, voire jamais, une bonne réponse ou une meilleure
solution.
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2.6.4.5.1 Conseils trés importants en méthodologie de visualisation

— La visualisation de données devrait étre attrayante. L'avenement
d’outils de création visuelle plus sophistiqués et en grandes quali-
tés ont par exemple placé au niveau des applications mobiles. Cela
ne fera que s’accroitre avec 1’évolution de technologies.

— Nous garantissons que notre visualisation de données est construite
sur un systeme évolutif et accessible pour la maintenance et les mo-
difications futures. Parce que, si notre conception de la visualisation
de données est réussie, d’autres voudront 'utiliser et I'exploiter.

— L'utilisateur doit obtenir les informations correctes. Parce que c’est
un probléme lorsque les utilisateurs se concentrent sur la visua-
lisation ou sur une fonctionnalité particuliere dont ils n’ont pas
vraiment besoin.

— Avant de créer une visualisation, nous définissons exactement leur
utilisation en self-service, en analyse approfondie ou en présenta-
tion générale.

— La visualisation de données doit étre accessible et facile a utiliser,
elle peut étre modifiée facilement si nécessaire. De plus, les données
doivent étre accessibles sur n'importe quel appareil, a tout moment
et n‘importe ou. Cette fonctionnalité est essentielle a ’adoption par
l"utilisateur.

2.6.5 Sécurité et intégrité de données massives

Les entreprises sont toujours inquietes par la sécurité et 1'intégrité
de leurs données, mais ne sont pas préparées aux complexités présen-
tées par la gestion de données massives. La sécurité et 1'intégrité sont
des choses incontournables, car les programmes malveillants évoluent
constamment. Cette stratégie de sécurité doit étre associée a une straté-
gie d’intégrité. La combinaison de la sécurité et de 1'intégrité assurera
la responsabilité de toutes les parties impliquées dans le déploiement de
notre gestion de données massives. La gestion de la sécurité et I'intégrité
des données doit étre considérée comme une responsabilité partagée dans
I'ensemble de l'organisation. Vous pouvez mettre en ceuvre les derniers
contrdles techniques de sécurité et d’intégrité et faire face aux risques si
vos utilisateurs finaux ne comprennent pas clairement leur role en ma-
tiere de protection de toutes les données avec lesquelles ils travaillent.
Voulez-vous que tout le monde ait accés a toutes vos données? Vous de-
vez connaitre la nature de cette source de données. Les données ont-elles
été vérifiées ? Est-elle sécurisée et controlée contre les intrusions?
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Les outils de sécurité des données massives nous permettent d’avoir
un controdle total sur ces données, elle est devenue un sujet en soi. Les
chercheurs spécialisés dans ce domaine sont confrontés a de nombreux
problémes dans la sécurité et I'intégrité, mais ils invitent souvent d’autres
experts dans d’autres domaines pour les aider[Moreno et al. 2016]. Par
exemple, les sites de réseaux sociaux les plus réputés suivront de pres les
comportements malveillants des comptes utilisateurs; s’ils existent alors
ces comptes doivent étre supprimés avant qu’ils puissent causer des dom-
mages, cela nécessite un niveau sophistiqué pour la sécurité et I'intégrité
des données massives[Ofori & Islam 2019], ce que beaucoup de sites ne
peuvent pas le faire. Un autre exemple, si votre organisation a découvert
un site merveilleux, mais ce site a été piraté et vous avez sélectionné ces
données dans le cadre de votre plate-forme Big Data. Les conséquences
peuvent étre graves. Toutes les menaces a la sécurité ne sont pas déli-
bérées. Vous ne souhaitez pas incorporer une source de données volumi-
neuses contenant des informations sensibles personnellement identifiables
qui pourraient nuire a la réputation de vos clients et a celle de votre en-
treprise.

Le Big Data devient critique pour les dirigeants d’entreprise qui
essaient de comprendre l'orientation des nouveaux produits et les exi-
gences des clients ou de comprendre de leur environnement global. Toute-
fois, si les données provenant de diverses sources introduisent des risques
de sécurité et d'intégrité dans l'entreprise, des conséquences imprévues
peuvent mettre 1’'entreprise en danger. Nous avons beaucoup de travail a
faire pour comprendre la sécurité et 1'intégrité, car ces deux cibles évo-
luent constamment. En plus, la formation des personnels est essentielle
pour que chaque membre de l'organisation comprenne ses roles et ses
responsabilités en matiere de sécurité, cette définition correspond a l'ap-
proche proposée par Clark et Wilson pour prévenir la fraude et les erreurs
[Liu & Xu 2009]. Alors que, la sécurité et I'intégrité sont des problemes qui
concernent 1’ensemble de I’entreprise; quelques conseils et directives de-
vraient étre suivies. Par exemple, si vous collectez des données a partir de
sources de données non structurées telles que des sites de médias sociaux,
vous devez vous assurer que les virus ou les liens factices ne sont pas en-
fouis dans le contenu. Si vous prenez ces données et en faites une partie de
votre systéme d’analyse, vous pourriez mettre votre entreprise en danger.
De plus, gardez a l'esprit la source originale de ces données. Une source
de données non structurée (contenant des commentaires intéressants sur
le type de client que vous essayez de comprendre) peut inclure du bruit
parasite. En plus, Certains experts estiment que différents types de don-
nées nécessitent différentes formes de protection. Dans certains cas, le chif-
frement des données est obligatoire comme dans le cloud computing. Par
exemple, vous pouvez chiffrer vos données sur votre disque dur, puis les
envoyer et les stocker dans un cloud computing; parce que le stockage des
données volumineuses sur le cloud constitue une préoccupation majeure
en matiere de sécurité des données [Priyadharshini & Parvathi 2012]. Tout
chiffrer de maniere complete réduit votre exposition aux attaques ; Cepen-
dant, le cryptage constitue une perte de performances. Par exemple, de
nombreux experts conseillent de gérer vos propres clés plutot que de lais-
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ser un fournisseur d’informatique en cloud le faire, ce qui peut devenir
compliqué. Garder la trace de trop de clés peut étre un cauchemar. Mais,
le chiffrement peut créer d’autres problemes. Par exemple, si vous essayez
de chiffrer des données dans une base de données, vous devrez examiner
les données au fur et & mesure de leur déplacement (chiffrement point a
point '3) et de leur stockage dans la base de données. Cette procédure peut
étre cotiteuse et compliquée. De méme, méme si vous pensez que tout est
crypté et que vous étes en sécurité, cela n’est peut-étre pas le cas. En re-
vanche, Les algorithmes de chiffrement des données restent une solution
prometteuse, et ils offrent des avantages plus précieux [Popa et al. 2011]
[Poddar et al. 2016] [Arasu et al. 2013] [Kaashoek et al. 2013].

CONCLUSION

La disponibilité de données massives, de matériel de base peu coti-
teux et de nouveaux logiciels d’analyse de données ont créé un moment
unique dans I'histoire de 1’analyse des données massives. Ces données
massives nécessitent le développement de techniques pouvant étre utili-
sées pour faciliter leur analyse. La convergence de ces tendances signifie
que nous disposons des capacités nécessaires pour analyser des ensembles
de données étonnants rapidement et de maniere rentable pour la premiere
fois de I'histoire. Ces capacités ne sont ni théoriques ni triviales. Elles re-
présentent un véritable bond en avant et une occasion claire de réaliser
le succes a travers la meilleure prise de décision. Précédemment, avec de
faibles volumes de données, les institutions décisionnelles n’ont pas eu
beaucoup de succes. En conséquence, la prise de décision basée sur les
données massives est devenue plus courante pour assurer un chemin rai-
sonnable vers le succes. Cette situation est logique car il est facile de voir
que les données ne diminuent pas mais augmentent. Les entreprises tirent
maintenant parti de I'importance de la prise de décision en définissant les
concepts de données volumineuses ainsi que leurs analyses. Il a été dit le
plus souvent que l'utilisation de ces données massives avec les algorithmes
d’apprentissage automatique donne de meilleurs résultats de prédiction.
Il est également possible de trouver ces mémes résultats si on prend des
échantillons a partir du data-set original en utilisant des méthodes sta-
tistiques; ceci sera détaillé dans le prochain chapitre, et sera également
vérifié dans le dernier chapitre.

13. Le chiffrement point a point en anglais (End-to-end encryption ou E2EE) est un
systéme de communication ol seules les personnes qui communiquent peuvent lire les
messages échangés.
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INTRODUCTION

Avec la grande quantité de données collectées dans différents do-
maines, les recherches récentes en statistique ont porté principalement sur
le développement d’outils d’analyse de données volumineuses qui faci-
litent I'inférence statistique dans ce domaine. Des principes statistiques
sont nécessaires pour justifier I'inférence de connaissances a partir de
données. Cependant, il est difficile d’appliquer ces principes au Big Data.
Mais, ces principes peuvent donner des résultats utiles. Dans toute dis-
cussion sur le Big Data et les inférences, il est essentiel de savoir qu’il
est tout a fait possible de transformer des données en connaissances. En-
suite, nous commencons a creuser pour trouver les indices pouvant ai-
der notre entreprise ou simplement nous donner plus de confiance pour
prendre de meilleures décisions plus rapidement. Comme nous l’avons
dit, nous sommes conscients que nous avons affaire a quelque chose d’im-
mense, et que les analystes peuvent utiliser des techniques qui les aident
a trouver des informations utiles. Ces techniques sont souvent des algo-
rithmes d’apprentissage automatique et des modeles statistiques. En fait,
dans un processus d’apprentissage automatique, si le volume de données
augmente, alors la précision de l'apprentissage automatique augmente;
pour cette raison, il fonctionne bien avec le Big Data, sinon il ne peut pas
fonctionner a son niveau optimal, car avec moins de données signifie que
le programme a moins d’exemples; ainsi, le résultat de la prédiction peut
étre influencé négativement. "Ce n’est pas grave", nous pouvons commen-
cer a penser. En fait, la solution peut sembler évidente : «Nous utilisons
I'apprentissage automatique pour l'analyse de données volumineuses, et
c’est tout!». Dans ce chapitre, nous examinerons quelques concepts sta-
tistiques, et nous présenterons les différentes méthodes d’échantillonnage
statistiques, ainsi qu'une présentation complete des algorithmes d’appren-
tissage automatique.

STATISTIQUE MATHEMATIQUE ET BiG DATA ANALYTICS

Dans le monde réel, les données sont immenses, elles possédent
une structure complexe qui dépasse les capacités des systemes tradition-
nels. Elles sont modifiées sous une forme compétente pour le traitement et
I’analyse. Elles sont également générées en flux continu-Streaming- a par-
tir d’innombrables sources dans notre monde numérique, elles sont gra-
tuitement disponibles. Par conséquent, la croissance rapide des données
numérisées offre de vastes possibilités d’analyse des données.

La statistique est la science qui consiste de collecter, d’analyser et
de comprendre les données [John 1977]. Elle impregne les sciences phy-
siques, naturelles et sociales. Tandis que, le Big data reposent principale-
ment sur la collecte d’un grand ensemble de données afin de les analyser
dans le plus bref délai [1]. Les données massives sont particulierement dif-
ficiles car certaines de ces données ne sont pas collectées pour répondre a
une question scientifique particuliere. Mais, les problemes de données vo-
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lumineuses nécessitent généralement des équipes multidisciplinaires, ces
équipes généralement sont composés des experts dans le domaine infor-
matique et statistique; de sorte que, ces équipes garantirent I’extraction
des informations significatives et précises a partir du Big Data. Le do-
maine de la statistique a développé des outils qui peuvent en principe
résoudre les problemes de 1’analyse de données. Dans le contexte de don-
nées massives, il convient de veiller a ce que ces outils soient pris en charge
pour deux raisons principales. Le premier, tous les outils statistiques re-
posent sur des hypotheéses concernant les propriétés des données et com-
ment elles sont échantillonnés, Ces hypotheses peuvent étre violées lors
du processus de collecte de grands ensembles de données. Le deuxiéme,
les outils d’évaluation des erreurs de procédures et de diagnostic sont en
eux-mémes des procédures de calcul susceptibles; ils peuvent étre inutiles
d’un point de vue du calcul dans le domaine Big data[Nongxa 2017].

LES DIFFERENTS TYPES DE DONNEES EN STATISTIQUE MA-
THEMATIQUE

Dans cette partie, nous présentons les différents types de données
dans la statistique mathématique que nous devons connaitre pour effec-
tuer une analyse des données appropriée. Cette partie est 'une des parties
les plus importantes pour développer et déployer un projet d’apprentis-
sage automatique. Le type de données est trés important dans la science
des statistiques, ce qui doit étre compris pour appliquer correctement les
mesures statistiques a nos données afin de pouvoir déduire certaines hy-
potheses correctement. Généralement, les données en statistique sont divi-
sées en deux classes : les données quantitatives et les données qualitatives
[Deshpande et al. 2016]. Les données qualitatives sont également appelées
données catégorielles. Malheureusement, cela devient un peu plus com-
pliqué.

Les données quantitatives

Les données quantitatives traitent la quantité ou les nombres. Elles
se réferent aux données qui calculent les valeurs, elles peuvent étre expri-
mées en termes numériques[Bruce & Bruce 2017]. En statistique, la plu-
part des analyses sont effectuées a l'aide de ces données. Elles peuvent
étre utilisées dans le calcul et le test statistique, telles que la hauteur, le
poids, le volume, la longueur, la taille, 'humidité, la vitesse, 1’age, etc. Ce
type de données est également représenté sous forme des graphes, des
tableaux, etc. En outre, ces données peuvent étre classées comme des don-
nées discretes ou continues [Mayya et al. 2017].
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Les données discrétes

Les données discretes est un nombre qui ne peut pas étre pré-
cisé [Junhee & Kang 2015]. Typiquement, cela implique des entiers. Par
exemple, le nombre d’enfants (ou d’adultes ou d’animaux domestiques)
dans notre famille correspond a des données discretes, car nous comptons
des entités entiéres et indivisibles : nous ne pouvons pas avoir 2,5 enfants
ou 1,3 animal domestique.

Les données continues

Les données continues peuvent prendre une infinité de valeurs dans
un intervalle donné [Howard 2018]. En revanche, elles pourraient étre di-
visées et réduites a des niveaux de plus en plus fins. Par exemple, nous
pouvons mesurer la taille de nos enfants a des échelles de plus en plus
précises : metres, centimetres, millimetres, etc...

Données qualitatives

Les données qualitatives font référence aux données qui fournissent
des informations et une compréhension sur un probleme particulier. Les
données qualitatives généralement sont des informations descriptives sur
des caractéristiques difficiles a définir ou a mesurer ou impossibles a ex-
primer numériquement [Howard 2018]. On peut dire que ces données
peuvent étre approchées, mais ne peuvent pas étre calculées. Par consé-
quent, le chercheur doit posséder une connaissance complete du type de
caractéristique avant de collecte des données. La nature des données est
descriptive, elle est donc un peu difficile de I’analyser. Ce type de don-
nées repose sur la base d’attributs physiques et les propriétés de 1’objet.
En outre, ce type de données peut étre classé en deux catégories : les don-
nées nominales et les données ordinales [Campbell & Swinscow 2009].

Les données nominales

En statistique, les données nominales est un type de données
utilisé pour étiqueter des variables sans fournir de valeur quantitative
[Myles & Gin 2000]. C’est la forme la plus simple d'une échelle de me-
sure ou les objets mesurés sont simplement classés en catégories uniques.
Ces catégories sont mutuellement exclusives (aucune chose ne peut étre
placée dans plus d'une catégorie) et totalement inclusive (tout ce qui est
classé doit étre placé dans au moins une catégorie). Mathématiquement,
la propriété d’étre classifiable dans une et une seule catégorie peut étre
symbolisée par les symboles égal et non égal. Les catégories sur les don-
nées nominales ne sont en aucun cas ordonnées (par exemple, de petites
a grandes), et les nombres ne sont utilisés que comme étiquettes pour les
catégories. Aussi, les numéros de licence de voiture est un exemple des
données nominales. Le nombre minimum de catégories sur des données
nominales est de deux (par exemple, si une piece de monnaie se pose
pile ou face), il peut y avoir autant de catégories que nécessaire. D’autres
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exemples de données nominales sont les suivants : type de poisson (par
exemple, requin, plie, truite) ; présence ou absence de maladie; et type de
lésion professionnelle.

Les données Ordinales

En statistique, les données ordinales est un type de données dans
lequel les valeurs suivent un ordre naturel [Myles & Gin 2000]. L'une des
caractéristiques les plus remarquables des données ordinales est que les
différences entre les valeurs des données ne peuvent pas étre détermi-
nées ou n‘ont pas de sens. Plus clairement, la mesure du niveau ordi-
nal conserve la propriété de niveau nominal consistant a classer les objets
dans une et une seule catégorie (=,!=), mais les catégories sont maintenant
ordonnées en fonction de la magnitude de la caractéristique mesurée. On
peut maintenant dire que chaque catégorie est supérieure a ou inférieure a
son voisin en fonction de la quantité de caractéristique qu’elle représente.
Quelques exemples des données ordinales sont les suivants : classement
de la taille d"un ensemble d’objets sur échelle a trois chiffres (I = petit, 2
= moyen, 3 = grand), classement de la qualité des films sur une échelle a
cinqg chiffres (de 1 = trés mauvais a 5 = excellent).

Diafn [ETVET 2
Galeur  01/03/K2

Chaning  23/00/65
Menad 1171104
Bowmasza 01f12/58
5T 170z

FIGURE 3.1 — Exemple de jeu de données illustrant des différents types de données.

Comme nous le verrons plus loin dans les algorithmes d’appren-
tissage automatique qui seront abordés dans ce chapitre, la présence de
différents types d’attributs peut avoir un impact important sur le fonc-
tionnement de ces algorithmes. Les attributs peuvent étre de deux types :
des attributs bruts et des attributs dérivés. Les attributs bruts sont des at-
tributs provenant directement de sources de données brutes. Par exemple,
I'age du client, le sexe du client, le montant du prét, etc., sont tous des
éléments descriptifs que nous serions probablement en mesure de trans-
férer directement d"une source de données brutes a des jeux de données
(tables) pour l'analyse. Tandis que, les attributs dérivés n’existent dans au-
cune source de données brutes, ils doivent donc étre construits a partir des
données d"une ou de plusieurs sources de données brutes. Par exemple,
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les achats mensuels moyens des clients, les intéréts bancaires, etc., sont
autant de caractéristiques descriptives qui pourraient étre utiles dans un
jeu de données, mais qui devront probablement étre dérivées de plusieurs
sources de données brutes.

En outre, il existe d’autres termes concernant les types de
données sont utilisés dans le domaine de l’apprentissage automa-
tique [Chan & Stolfo 1998] [He & Garcia 2009b]  [Kamal et al. 2017]
[Qiu et al. 2016]. Ces termes sont décrits comme suit :

Données déséquilibrées

Des données déséquilibrées signifient que les classes ne sont
pas équilibrées (c-a-d, pas informellement égales) [Akbani ef al. 2004]
[He & Garcia 2009a]. En termes simples, en utilisant un exemple simple
a deux classes, nous pouvons dire que le nombre d’observations dans une
classe est nettement inférieur a celui de I'autre classe. C’est un exemple
de données déséquilibrées entre les classes. Dans ce cas, nous appelons
la classe inférieure une classe minoritaire et ’autre classe une classe ma-
joritaire [Kotipalli & Suthaharan 2014]. Dans certains ensembles de don-
nées, pour étre significativement plus petite, la classe minoritaire ne doit
avoir que 1% d’observations, tandis que la classe majoritaire en a 99%
[He & Garcia 2009a], de sorte qu’elles ne sont pas égales en termes d’in-
formation.

Données inexactes

Des données inexactes signifient que les observations ne sont
pas correctes [Biggio et al. 2011][Frenay & Verleysen 2014]. Dans les pro-
blemes de classification, cela signifie que certaines des observations ne
sont pas correctement étiquetées. Ce probleme s’appelle le probleme du
bruit des étiquettes.

Données incompletes

Data incomplétes désignent simplement les attributs incom-
plets. Il existe plusieurs modeles possibles comme indiqué dans
[Little & Rubin 2002][Lakshminarayan et al. 1996].

ECHANTILLONNAGE STATISTIQUE ET BiG Data

On peut imaginer que les données ont été collectées (de maniére
réelle ou conceptuelle), nous sommes intéressés par 'exécution des cal-
culs relativement cotiteux sur les données. Pour surmonter ce défi, il est
nécessaire d’échantillonner des ensembles de données massives, il peut
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également étre nécessaire d’utiliser plusieurs techniques d’échantillon-
nage pour éviter les biais de données' [Kandel ef al. 2012]. Dans ce cas,
I’échantillonnage est une technique statistique permettant de rechercher
et de localiser des modeles dans le Big Data. L'échantillonnage permet
aux scientifiques de données de travailler efficacement avec une quantité
de données gérable. Les données échantillonnées peuvent étre utilisées
pour 'analyse prédictive qui repose sur les algorithmes du Machine Lear-
ning [Kandel et al. 2012][Lewis & Catlett 1994]. Les données peuvent étre
représentées avec précision lors qu'un grand échantillon de données est
utilisé. Donc, 1’échantillonnage est effectivement un procédé de réduction
de dimensionnalité et/ou une technique de réduction de stockage per-
mettant d’obtenir des solutions approximatives a des problemes cotiteux.
Dans ce chapitre, nous présentons les bases de la méthodologie d’échan-
tillonnage en définissant d’abord les composants d'une population en
termes significatifs pour le prélevement d’un échantillon. Une fois que
ces propriétés de la population ont été définies et discutées, nous com-
mengons 1’élaboration de la méthodologie d’échantillonnage.

Population et échantillon

Si nous voulons mener une étude statistique sur la population en
Algérie qui est composée de plus de 40 millions d’habitants, donc la po-
pulation a laquelle nous aurions a demander est supérieure a 40 millions
de personnes. Il est évident que faire une interview a plus de 40 millions
de personnes nécessite de gros efforts dans de nombreux domaines. Tout
d’abord, il ya un grand besoin de temps et d’argent, car nous embau-
chons beaucoup de personnes pour les entretiens, et nous payons leurs
frais de déplacement pour les laisser se rendre dans tous les villages,
etc. Par conséquent, il est difficile de toucher chaque algérien a travers
des entretiens. Par exemple, il y aura des personnes dans des hopitaux
et d’autres qui se sont rendus dans un pays étranger, etc. Dans cette si-
tuation et pour des raisons économiques, il sera commode d’interviewer
une certaine partie de la population, un échantillon étant sélectionné de
maniére appropriée afin que nous puissions obtenir des conclusions ulté-
rieures pour 1’ensemble de la population.

En vu des raisons que nous venons de mentionner, il est pratique
dans de nombreux cas d’utiliser des échantillons. Mais si nous voulons
en tirer de trés bonnes conclusions, nous devons assurer que nous avons
choisi la bonne option en utilisant des échantillons. Par exemple, dans le
cas des citoyens satisfaits du pouvoir en Algérie, si nous choisissons 10
personnes sur les 40 millions d’habitants, cela n’est clairement insuffisant,
il ne s’agit pas d'un échantillon représentatif. Je ne serai pas non plus
représentatif si nous choisissons 100 personnes de Mascara ou tous nos

1. En statistique, un biais est une démarche ou un procédé qui engendre des erreurs
dans les résultats d’une étude. Formellement, le biais de I'estimateur d’un parametre est
la différence entre la valeur de 1’espérance de cet estimateur et la valeur qu’il est censé
estimer.
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amis et notre famille. Certains sujets doivent étre clairement définis une
fois que nous voulons échantillonner :
— La méthode de sélection des éléments de la population (méthode
d’échantillonnage a utiliser).
— Taille de 'échantillon (voir les détails dans le chapitre V).
— Le degré de fiabilité des conclusions que nous pouvons obtenir,
c’est une estimation de 'erreur que nous allons avoir (en termes de
probabilité).

POPULATION [INVENTAIRE)

PERSONME [OBIET) /

ECHANTILLON

FIGURE 3.2 — Population et echantillon en statistique mathematique.

Population

En statistique, le terme "population” a une signification légérement
différente de celle utilisée dans la littérature. Il n’est pas nécessaire que
cela se réfere a des personnes ou a des créatures animées. Les statisti-
ciens parlent également d"une population d’objets, d’événements, de pro-
cédures ou d’observations, de choses, de cas, etc. Une population P est
donc un ensemble des individus (n individus) auxquels les résultats de
I'enquéte doivent étre extrapolés. Les individus de la population dont les
caractéristiques doivent étre mesurées sont appelés unités élémentaires
ou éléments de la population {uj, uy, . . . u,} sont identifiés par leurs
étiquettes i = 1, 2,. . . n [Ewens 2004][Cochran 1977][Ardilly 2006]. Les
populations d’étude peuvent étre définies en fonction de 'emplacement
géographique, de I'dge et du sexe, avec des définitions supplémentaires
d’attributs et de variables telles que la profession, la religion et le groupe
ethnique[Banerjee ef al. 2007]. Par exemple, si nous voulons mener une en-
quéte par sondage pour estimer le nombre de personnes habitant dans la
wilaya de Mascara qui n’ont jamais rendu visite a un dentiste, la popula-
tion comprend toutes les personnes habitant dans la wilaya de Mascara,
et chaque personne habitant dans la wilaya de Mascara est une unité élé-
mentaire ou élément de cette population. Un autre exemple, P peut étre
composée de tous les étudiants d’ESI-SBA (dans ce cas, n est connu), ou P
peut étre composée de tous les arbres en Sidi Bel Abbes (dans ce cas, n est
inconnu). Au sens théorique du terme, il faut clairement savoir si quelque
chose appartient a la population P ou non. Etonnamment, cette condition
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apparemment simple peut étre a I'origine de gros problemes d’application
(ex : qu’est-ce qu'un arbre ?). Dong, les différents types de population sont
décrits ci-dessous :

3.4.1.1.1 Population finie

Lorsque le nombre d’éléments de la population est fixe, il permet
ainsi de I'’énumérer dans sa totalité. Nous considérons une population
finie comme une collection de n unités identifiables, étiquetées s = 1,...,
n, donc la population est dite finie [Lencina et al. 2004].

3.4.1.1.2 Population infinie

Lorsque le nombre d'unités d'une population est indénombrable
et qu’il est donc impossible d’observer tous les éléments de l'univers
[Kozak 2008].

Echantillon

Une population contient généralement trop d’individus pour pou-
voir étudier convenablement, de sorte qu'une enquéte est souvent limitée
a un ou plusieurs échantillons prélevés. Un échantillon bien choisi contien-
dra la plupart des informations sur un parametre de population particu-
lier, mais la relation entre 1’échantillon et la population doit effectivement
permettre de déduire un ensemble a partir de cet échantillon, 1’objectif
est donc de généraliser les résultats de 1’échantillon a partir de la popula-
tion [den Broeck et al. 2013]. Par conséquent, Le premier point important
de I'échantillon est que chaque membre de la population sélectionnée doit
avoir une chance connue non nulle; de sorte que, ces chances devraient
étre égales. Nous souhaitons que les choix soient faits de maniere indépen-
dante; En d’autres termes, le choix d'un individu n’affectera pas le risque
que d’autres individus soient choisis. Pour ce faire, nous choisissons par
le biais d'un processus dans lequel seul le hasard agit, tel que faire tour-
ner une piéce de monnaie ou plus, généralement on utilise un tableau de
nombres aléatoires. Un échantillon ainsi choisi est appelé échantillon aléa-
toire. Le mot "aléatoire" ne décrit pas cet échantillon en tant que tel, mais
la maniere dont il est sélectionné [Bréchon 2015].

Comme nous venons de le dire, une sélection non appropriée des
éléments de 1’échantillon peut entrainer des erreurs supplémentaires des
lors que nous voulons estimer les parametres correspondants dans la po-
pulation. Mais nous pouvons trouver d’autres types d’erreurs, l'intervie-
weur peut étre partiel, c-a-d, qu’il peut promouvoir certaines réponses
plus que d’autres. Il peut également arriver que la personne que nous al-
lons interroger ne veuille pas répondre a certaines questions (ou ne puisse
pas répondre). Nous classons toutes ces erreurs possibles de la maniere
suivante :
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1. Erreur de sélection : Si l'un des éléments de la population pré-
sente une probabilité plus élevée d’étre sélectionnée que les autres.
Cela se produit lorsque les répondants choisissent eux-mémes leur
participation a 1’étude, mais seulement ceux qui sont intéressés a
répondre *. Imaginons que nous voulions mesurer le degré de satis-
faction des sportifs d'une salle de sport, nous en interrogerons donc
certains de 08 a 12 heures du matin. Cela signifie que les sportifs
qui iront a la salle de sport I'apres-midi ne seront pas représentés
et que 1’échantillon ne sera pas représentatif de tous les sportifs. Un
moyen d’éviter ce type d’erreur consiste a sélectionner 1’échantillon
de maniére a ce que tous les sportifs aient la méme probabilité d’étre
sélectionnés.

2. Erreur de non-réponse : Il est également possible que certains élé-
ments de la population ne veuillent pas ou ne puissent pas répondre
a certaines questions [Lessler & Kalsbeek 1992]. Ou il peut aussi arri-
ver lorsque nous avons un questionnaire comprenant des questions
personnelles auxquelles certains membres de la population ne ré-
pondent pas honnétement. Ces erreurs sont généralement tres com-
pliquées a éviter, mais si nous voulons vérifier I'honnéteté des ré-
ponses, nous pouvons inclure des questions (questions filtres) pour
détecter si les réponses sont honnétes.

Théoriquement, les chercheurs en statistique veulent prélever des
échantillons d’une population pour généraliser leurs résultats. Les popu-
lations accessibles sont des groupes d'unités de recherche que le cher-
cheur peut réellement échantillonner. L'échantillon attendu est I’ensemble
des unités de recherche choisies par le chercheur pour participer a la re-
cherche. Généralement, on ne pourra pas obtenir de données de chacune
des unités de recherche sélectionnées. Le chercheur peut ne pas étre en
mesure de trouver tous les participants prévus, certains peuvent choisir de
ne pas participer, certains peuvent commencer mais ne pas terminer la re-
cherche, certains peuvent donner de mauvaises données, etc. L’échantillon
réel est le groupe d"unités de recherche a partir duquel nous pouvons réel-
lement obtenir des données. Il convient de déterminer si 1’échantillon réel
est ou non représentatif de la population a laquelle on souhaite généraliser
les résultats.

Pratiquement, il est impossible d’obtenir un échantillon représenta-
tif de la population completement similaire (100%),mais ce probleme sera
résolu (relativement) dans notre thése. Par exemple, on ne peut pas étre
assez a l’aise pour obtenir des résultats similaires a un échantillon prélevé
dans un pays et les comparer a un échantillon prélevé dans un autre pays
similaire. Par exemple, les manifestations des pays arabes (Tunisie, Li-
bye, Egypte, Syrie, Yémen) contre leurs systemes, soi-disant le "printemps
arabe" qui ont débuté d’'une maniere pacifique, mais ont terminé d’une
maniére tragique, par contre les manifestations pacifiques organisées en

2. https ://www.qualtrics.com/experience-management/research/sampling-errors/
(consulté le 24/03/2019)
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Algérie qui ont terminé d’une maniere merveilleuse, malgré de nombreux
points communs entre ces pays telles que la religion, la langue et I'histoire.

Les méthodes d’échantillonnage

Une partie importante de la théorie statistique concerne les regles
d” inférence3 sur une population, c-a-d, sur un grand ensemble de don-
nées a partir desquels un échantillon a été prélevé, c’est ce qu'on appelle
la " théorie de 1’échantillonnage statistique ". Nous devons donc souli-
gner 'importance d’un bon choix pour les éléments de I’échantillon afin
de le rendre représentatif de notre population. Mais avant cela, comment
pouvons-nous classer différentes maniéres de choisir un échantillon? On
peut dire qu’il y a deux types d’échantillonnage [Etikan & Bala 2017] :

Echantillonnage aléatoires ou probabilistes

Considérons un ensemble fini d’éléments identifiés par les entiers
U=1,2, ..., n Lensemble d’identificateurs, parfois appelés étiquettes,
il peut étre considéré comme formant une liste. L'existence d’une telle
liste dans laquelle chaque élément est associé a un seul élément de la
liste, elle constitue la pierre angulaire de 1’échantillonnage probabiliste.
La liste s’appelle également la base de sondage. En pratique, la base de
sondage prend de nombreuses formes. Par exemple, il peut s’agir d'une
liste au sens traditionnel, telles que la liste des employés d"une entreprise
ou la liste des patients dans un hopital. Le terme échantillons aléatoires
ou échantillons de probabilité est utilisé pour les échantillons sélection-
nés par des regles de probabilité. Ces regles servent a prédire les résul-
tats de toute méthode d’échantillonnage, elles doivent étre constantes si
elles sont répétées plusieurs fois, car elles ont tendance & donner tous les
échantillons possibles. Cette méthode est appelée méthode "aléatoire”, ce
qui signifie que 1’échantillonnage aléatoire est associé a la procédure pour
laquelle chaque échantillon a la méme probabilité et chaque élément de la
population a la méme probabilité d’occurrence dans 1’échantillon 4.

Dans 1’échantillonnage probabiliste, étant donné que chaque élé-
ment a une chance connue d’étre sélectionné, ou de d’autre facgon, si le
choix d’un individu de la population est indépendant de l'attribut qu’il
assume, les résultats peuvent étre ceux souhaités. Cependant, rien ne ga-
rantit que toute technique spéciale soit conforme a ces criteres. L'échan-
tillonnage aléatoire est caractérisé par des estimations non biaisées des
parametres de population qui sont des fonctions linéaires des observa-
tions (par exemple : des moyennes, des totaux et des proportions de po-
pulation) peuvent étre construites a partir des données de 1’échantillon 3.
De plus, les erreurs standards de ces estimations peuvent étre estimées; a

3. les regles d’inférence sont les reégles qui fondent le processus de déduction, de déri-
vation ou de démonstration.

4. https  ://towardsdatascience.com/sampling-techniques-a4e34111d808  (consulté
le :24/03/2019)

5. http :/ /www.fao.org/3/x6831e/X6831E12.htm (consulté le 24/03/2019)
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condition que les probabilités d’inclusion de second ordre (c-a-d, la proba-
bilité conjointe d’inclure deux unités d’énumération) soient connues. Mais
qu’est ce qu'une unité d’énumération? Dans le cadre d’enquétes par son-
dage, il n’est souvent pas possible d’échantillonner directement les unités
élémentaires. En effet, les listes d'unités élémentaires a partir desquelles
I’échantillon peut étre prélevé ne sont souvent pas facilement disponibles,
elles ne peuvent étre construites qu’a un cotit considérable. Toutefois, les
unités élémentaires peuvent souvent étre associées a d’autres types d"uni-
tés pour lesquelles des listes sont disponibles, ou elles peuvent étre facile-
ment construites a des fins d’échantillonnage. Ces types d"unités sont ap-
pelés unités d’énumération ou unités de listage. Une unité d’énumération
ou une unité de listage peut contenir une ou plusieurs unités élémentaires,
elle peut étre identifiée avant le tirage de 1’échantillon [DESASO 1964].

3.4.2.1.1 L’échantillonnage aléatoire simple

L’échantillonnage aléatoire simple est une méthode de sélection
d'un échantillon d’une taille donnée dans les unités d’échantillonnage,
de sorte que chaque échantillon ait une chance égale d’étre sélectionné,
et que chaque unité ait une chance égale d’étre incluse en tant qu'unité
d’échantillonnage. Si l'unité d’échantillonnage est sélectionnée plusieurs
fois, de sorte qu’elle est replacée dans la population avant de sélectionner
I'unité suivante, on parle "échantillonnage aléatoire avec remise". Si l'unité
d’échantillonnage est sélectionnée une seule fois, c.-a-d., n’est pas rempla-
cée, on parle "échantillonnage aléatoire sans remise" [Antal & Tille 2011].
Dans l’échantillonnage avec remise, la variance estimée a partir d'un
échantillon est plus simple par rapport a un échantillonnage sans re-
mise. Ainsi, dans un plan d’échantillonnage complexe, un échantillon-
nage avec remise est utilisé. Normalement, le rapport® -ratio- entre les
deux variables variant d"une unité a ’autre est la quantité estimée a partir
d"un simple échantillonnage aléatoire. Cette estimation de rapport est utile
lorsque l'intérét de I'enquéteur est la moyenne de la population par indi-
vidu [conrad taeuber 1961]. Dans 1’échantillonnage aléatoire simple, on se
procure une liste de toutes les unités statistiques de la population et on les
numéroter de 1 a n, et en suite, on choisit au hasard « m» nombre déférents
correspondant aux « n » unités statistiques font partie de 1’échantillon.

3.4.2.1.2 L’échantillonnage stratifié

Dans 1’échantillonnage stratifié, la population est divisée en sous-
populations sans chevauchement appelées strates, cette division effectue
selon certaines caractéristiques de sorte que, les unités d"une strate soient
proches que possible [KSteven 2012]. Ensuite, méme si une strate peut dif-
férer considérablement d’une autre, un échantillon stratifié avec le nombre
souhaité d'unités de chaque strate de la population aura tendance a étre
«représentatif» de la population dans son ensemble. L'échantillonnage

6. En statistique, le rapport est une mesure statistique, souvent utilisée en épidémiolo-
gie, exprimant le degré de dépendance entre des variables aléatoires qualitatives.
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stratifié est peu probable de choisir un échantillon absurde puisqu’on s’as-
sure la présence proportionnelle de tous les divers sous-groupes compo-
sant la population [Etikan & Bala 2017]. L’échantillonnage stratifié est lar-
gement utilisé comme méthode puissante et flexible. Laissons-nous exa-
miner quelques raisons de sa popularité :

— Supposons que des estimations de la précision spécifiée soient re-
cherchées pour certaines sous-populations (domaines d’étude). Par
exemple, coniféres et feuillus, ou souris et éléphants. Chaque do-
maine d’étude peut étre traité comme une strate séparée si 'appar-
tenance au domaine est bien déterminée.

— Les aspects pratiques liés a la réponse, a la mesure et aux infor-
mations auxiliaires peuvent différer considérablement d’une sous-
population a une autre, de sorte que l'on souhaite traiter chaque
sous-population comme une strate séparée.

— Pour des raisons pratiques ou administratives, I’'organisation d’en-
quéte peut avoir divisé tout son territoire en plusieurs zones géo-
graphiques. Ici, il est naturel de considérer chaque zone comme une
strate.

Le choix de la variable de stratification, les seuils de résultants et
le nombre de strates sont des aspects importants [Jan et al. 2003]. En prin-
cipe, une variable de stratification devrait étre fortement corrélée a la va-
riable de réponse d’intérét principal. Chaque strate devrait alors étre aussi
homogene que possible et différer considérablement des autres, de sorte
que la variance? entre les strates soit plus grande que la variance au sein
des strates (encore une fois, pensons aux chats et aux chiens). Souvent,
mais pas toujours, le choix du plan d’échantillonnage ainsi que celui de
I'estimateur associé sont effectués de maniere uniforme pour toutes les
strates. Néanmoins, la diversité des objets rend souvent impossible 1"ob-
tention d'une conception optimale des échantillons stratifiés. La stratifi-
cation présente trois avantages majeurs par rapport a un échantillonnage
aléatoire simple :

1. Dans certaines conditions, la précision peut étre accrue par rapport
a un échantillonnage aléatoire simple (c-a-d, que la procédure d’es-
timation peut entrainer des erreurs types plus faibles).

2. Il est possible d’obtenir des estimations pour chacune des strates
ayant une précision spécifiée.

3. - Il peut étre aussi simple, pour des raisons politiques ou administra-
tives, la collecte des informations pour un échantillon stratifié est le
méme cas pour un échantillon aléatoire simple. Si tel est le cas, peu
d’éléments peuvent étre perdus en prenant un échantillon stratifié,

7. En statistique et en théorie des probabilités, la variance est une mesure de la disper-
sion des valeurs d'un échantillon ou d’une distribution de probabilité.
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car les erreurs standards (erreurs-types) vont rarement au-dela des
simples erreurs d’échantillonnage aléatoire.

Lorsque les unités de population hétérogénes sont divisées en
groupes homogenes non chevauchés, ces groupes sont appelés strates.
Apres avoir déterminé les strates, 1’échantillon est extrait de chaque échan-
tillon indépendamment par un échantillonnage aléatoire simple. Il est en-
suite appelé échantillonnage aléatoire stratifié. L’échantillonnage ou sous-
échantillonnage en deux étapes est une méthode dans laquelle 'unité
n’est pas mesurée completement mais est elle-méme échantillonnée, c.-a-
d. qu'un échantillon d'unités sélectionné pour la premiere fois est appelé
unité primaire, puis qu'un échantillon de sous-unités est sélectionné pour
chaque unité primaire choisie. L'échantillonnage aléatoire simple est un
cas particulier d’échantillonnage stratifié et, par conséquent, la moyenne
d’échantillonnage d’un échantillon aléatoire simple est normalement ré-
partie dans la limite. On peut espérer un échantillon « représentatif »
puisque l’échantillonnage aléatoire simple donne a chaque individu de
la population une chance égale.

3.4.2.1.3 L’échantillonnage par grappes

L’échantillonnage par grappes est une technique dans laquelle des
grappes de participants représentant la population sont identifiées et in-
cluses dans I'échantillon [Jackson 2011]. La procédure d’échantillonnage
par grappe consiste a sélectionner des groupes d’individus de la popu-
lation (appelée : grappes ) par échantillonnage aléatoire simple, puis a
prélever un échantillon aléatoire simple de chaque grappe sélectionnée.
Cette technique est couramment utilisée lorsque la population est répar-
tie sur une vaste zone géographique[Gravetter & Forzano 2012]. Bien que
I’échantillonnage en grappes ne nécessite aucune nouvelle théorie pour
I'estimation, la conception des échantillons en grappes mérite une discus-
sion pour deux raisons. Premiérement, il peut étre possible de former des
grappes de différentes tailles. Par exemple, si les grappes sont des grappes
de ménages, il est possible de concevoir des grappes de tailles différentes
en utilisant des mécanismes tels que les statistiques par blocs de recen-
sement. Deuxiemement, la taille de grappe connue est une variable auxi-
liaire qui peut étre utilisée aux étapes de la conception et de l'estimation.
Toutefois, la taille de la grappe n’est pas toujours connue a la phase de
la conception. Par exemple, un échantillon d’adresses de résidence four-
nit un échantillon en grappes de personnes, mais le nombre de personnes
résident n’est souvent pas connu a la phase de la conception.

Les grappes doivent étre formées pour que le collecteur de don-
nées trouve qu’il est relativement facile d’identifier correctement 1'unité.
Par exemple, si la zone de terrain est échantillonnée pour une enquéte
sur les pratiques agricoles, des unités basées sur la propriété de la terre
ou des exploitants agricoles seraient pratiques, tandis que des unités avec
des limites définies par la latitude et la longitude seraient moins souhai-
tables. Par ailleurs, un segment basé sur la latitude et la longitude serait
utile pour 1'étude des foréts étant donné que les unités cartographiques
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peuvent étre utilisées pour déterminer I'emplacement. Il existe des simi-
litudes avec I’échantillonnage aléatoire stratifié, mais il différe du fait que
les unités d’échantillonnage (grappes) sont divisées en «sous-populations
mutuellement exclusives et collectivement exhaustives» et ne sont pas trai-
tées en tant qu'individus. Pour cela, nous pouvons dire que 1’échantillon-
nage en grappes est souvent moins cofiteux que l’échantillonnage stra-
tifie; par ce que, une collection d'unités dans une grappe est égale au
nombre d’unités secondaires sélectionnées au hasard dans la population.
Mais l'échantillonnage stratifié est plus avantageux que 1’échantillonnage
en grappes pour les raisons suivantes :

— L’échantillonnage en grappes est moins représentatif de la popula-
tion que l'échantillonnage stratifié, étant donné que les individus
d’une grappe ont tendance a présenter des caractéristiques simi-
laires.

— Avec un échantillon en grappes, il est possible que le chercheur ait
une grappe surreprésentée ou sous-représentée qui puisse biaiser
les résultats de 1’étude contrairement a 1’échantillonnage stratifié.

— Dans I'échantillonnage stratifié, une fois que les strates sont créées,
un échantillon aléatoire est tiré de chaque strate. Par contre, dans
I’échantillonnage en grappes, les éléments ne sont pas sélectionnés
dans chaque grappe.

— Dans 1’échantillonnage stratifié, les sous-échantillons de chaque
strate sont pris proportionnellement a la taille de I’échantillon de
maniére a ce que l"échantillon global corresponde a la population.
mais dans 1’échantillonnage en grappes, les sous-échantillons de
chaque grappe ont tous la méme taille, introduisant ainsi un biais.

— Bien que l’échantillonnage en grappes soit beaucoup plus facile a
mettre en ceuvre que I'échantillonnage stratifié, il engendre des er-
reurs d’échantillonnage plus importantes puisqu’il laisse une pro-
portion importante de la population non échantillonnée.

— 1l est plus difficile de calculer et d’interpréter 1’analyse statistique
inférentielle des données collectées par échantillonnage en grappes
que l'analyse statistique inférentielle des données collectées par
échantillonnage stratifié. Parce que s’il y a plus d’étapes dans un
plan d’échantillonnage en grappe, alors il y a une augmentation
significative de 'erreur d’échantillonnage.

La méthode d’échantillonnage en grappes ne nécessite pas une liste
globale de la population puisque on compte seuls les individus inclus
dans les grappes sont comptés. En plus, elle permet de limiter 1"échan-
tillon a des groupes compacts ce qui permet de réduire les couts de dé-
placement, de suivi et de supervision. En revanche, cette méthode peut
entrainer des résultats imprécis (moins précis que les méthodes précé-
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dentes) puisque les unités voisinés ont tendance se rassembler. Ainsi que,
elle ne permet pas de controdler la taille finale de I’échantillon.

3.4.2.1.4 L'échantillonnage systématique

L’échantillonnage systématique est fréquemment utilisé dans la
pratique, car il est facile a appliquer, et il peut étre facilement ensei-
gné aux personnes peu familiarisées avec la méthodologie d’enquéte.
L’échantillonnage systématique est une méthode utilisée lorsque les élé-
ments de population sont classés dans un ordre spécifique dans lequel
un échantillon peut étre tiré de maniére systématique plutot que de géné-
rer un échantillon aléatoire simple [Oaks 2012][Finney 1948]. D’une ma-
niére générale, il faut prélever un échantillon systématique en détermi-
nant tout d’abord l'intervalle d’échantillonnage souhaité a, en choisissant
un nombre aléatoire j compris entre 1 et a et en sélectionnant les éléments
étiquetésj,j+a,j+2a,j+ 3 aetc., Par exemple, si un échantillonde 1 a a
unités est spécifié (ot a est, par exemple, un nombre a deux chiffres), nous
pouvons sélectionner un nombre aléatoire a deux chiffres compris entre o1
et a. Si le nombre sélectionné est j, les nombres a deux chiffres j, j + a, j
+ 2 a, etc., sont sélectionnés jusqu’a ce qu'un nombre a trois chiffres soit
atteint, mais le probléme est que les données peuvent étre biaises a cause
de la périodicité. Nous pouvons également considérer I'échantillonnage
systématique comme un cas particulier d’échantillonnage stratifié avec n
strates, chacune d’entre elles avec a éléments, de sorte que nous ne choisis-
sions qu'un seul élément de chaque stratus. Dans ’échantillonnage stra-
tifié, 1’élément sélectionné est aléatoire, tandis que dans cette technique,
nous choisissons de maniere aléatoire le premier élément et les autres sont
déterminés par a. En plus, I’échantillonnage systématique et I’échantillon-
nage en grappes semblent étre opposés, le premier sépare les unités d'un
échantillon et le deuxieme les regrouper, mais réellement les deux mo-
deles partagent la méme structure. Parce que dans 1’échantillonnage sys-
tématique, une seule unité principale est constituée d’unités secondaires
réparties de maniére systématique dans I'ensemble de la population. De
la méme maniere dans I’échantillonnage en grappes, une unité principale
consiste en une grappe d’unités secondaires, généralement trés proches
les unes des autres [Kalton 2017].

3.4.2.1.5 L'échantillonnage a plusieurs étapes (degrés)

Souvent, un plan d’échantillonnage particulier spécifie que 1'échan-
tillonnage doit étre effectué en deux ou trois étapes; cette conception s’ap-
pelle une conception d’échantillonnage a plusieurs étapes. Dans 1’échan-
tillonnage a plusieurs étapes, les unités de population sont d’abord di-
visées en groupes appelés unités primaires, puis plusieurs unités princi-
pales sont sélectionnées a 1’aide de 1'une des méthodes de sélection dé-
crites ci-dessus. L'échantillonnage ultérieur est limité aux unités princi-
pales sélectionnées. Si des unités de population sont sélectionnées dans
ces groupes, nous avons un échantillonnage en deux étapes : (1) premiere-
ment, la sélection des grappes éligibles (unité primaire), (2) puis la sélec-

63



Chapitre 3. Statistique mathématique et Machine Learning pour Big Data
analytics

tion d’un échantillon d’individus appartenant a ces grappes (unité secon-
daire) [Gravetter & Forzano 2012]. Alternativement, des groupes d’unités
de population peuvent étre sélectionnés au sein d’'unités primaires, ils
sont alors définies comme des unités secondaires, et par conséquent, ils
sont limités a un échantillonnage ultérieur. Dans ce cas, nous avons trois
étapes ou plus dans la conception. Par exemple, une enquéte aupres des
ménages menée dans une grande ville (wilaya d’Oran) pourrait avoir un
plan d’échantillonnage spécifiant qu'un échantillon a partir des dairas soit
établi dans la wilaya d’Oran; de sorte que dans chaque daira sélectionnée
dans I"échantillon, un échantillon de circonscriptions administratives de
la daira (les communes) soit constituées; et que dans chaque commune,
un échantillon de ménages soit constitué. Dans I’échantillonnage a plu-
sieurs étapes, une base de sondage différente est utilisée a chaque phase de
I’échantillonnage. Les unités répertoriées dans la base de sondage sont gé-
néralement appelées unités d’échantillonnage. Dans I'exemple mentionné
ci-dessus, la base de sondage pour la premiere étape est la liste des dai-
ras de la wilaya d’Oran, et chaque daira est une unité d’échantillonnage
pour cette étape. La liste des communes constitue la base de sondage de la
deuxiéme étape et chaque commune constitue une unité d’échantillonnage
pour cette étape. Enfin, la liste des ménages de chaque commune échan-
tillonnée a la deuxieme étape constitue la base de sondage de la troisieme
et derniere étape. Chaque ménage constitue une unité d’échantillonnage
pour cette étape. Les unités d’échantillonnage pour la premiere étape sont
généralement appelées unités d’échantillonnage primaires (UEP). Les uni-
tés d’échantillonnage pour la derniere étape d’un plan d’échantillonnage a
plusieurs degrés sont appelées unités d’énumération ou unités de listage;
ceux-ci ont été discutés précédemment.

3.4.2.1.6 L’échantillonnage a probabilité inégale

Avec certaines procédures d’échantillonnage, différentes unités de
la population ont des probabilités différentes, c.a.d. n‘ont pas la méme
probabilité d’étre incluses dans un échantillon, on parle d’échantillonnage
a probabilité inégale. Lorsque l"échantillonnage a probabilités inégales est
applicable, il donne généralement de meilleures estimations que 1’échan-
tillonnage a probabilités égales, parce que les probabilités d’inclusion dif-
férentes peuvent résulter d'une caractéristique inhérente de la procédure
d’échantillonnage, ou elles peuvent étre imposées délibérément pour obte-
nir ces meilleures estimations en incluant les unités plus importantes avec
une probabilité plus élevée [Grafstrom 2010].

Contrairement a I’échantillonnage aléatoire simple, 1"échantillon-
nage a probabilité inégale suppose des probabilités d’inclusion différentes
pour chaque individus tel que : Si une zone d’étude est divisée en parcelles
de tailles inégales, il peut étre souhaitable d’attribuer des plus grandes
probabilités d’inclusion a des plus grandes parcelles, cela peut étre fait en
sélectionnant des points dans la zone d’étude avec une probabilité égale,
et en incluant un parcelle chaque fois qu'un point sélectionné y est situé.
Plus généralement, des sélections de probabilités inégales peuvent étre
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effectuées en attribuant a chaque unité un intervalle de longueur égale
a la probabilité désirée et en sélectionnant des nombres aléatoires dans
la distribution uniforme. Une unité est incluse si le nombre aléatoire est
dans son intervalle [KSteven 2012]. Avec I’échantillonnage a probabilité in-
égale, généralement la moyenne de 1’échantillon ne permet généralement
pas d’estimer la moyenne de la population, elle peut donc étre totalement
trompeuse, ceci est également vrai pour les échantillons aléatoires pour
lesquels les probabilités d’inclusion sont inconnues; par exemple, les en-
tretiens avec des étudiants échantillonnés a la cafétéria, o1 les gros bu-
veurs de café auront une probabilité beaucoup plus grande d’étre échan-
tillonnés.

Echantillonnage non probabiliste (non aléatoire)

L’échantillonnage non probabiliste est une technique d’échantillon-
nage dans laquelle 1"échantillon statistique est choisi en fonction d'une es-
timation personnelle plutdt que d"une sélection aléatoire, ce type d’échan-
tillonnage ne garantit pas 1'égalité des chances pour chaque objet de
la population cible [Gravetter & Forzano 2012][Moorley & Shorten 2014].
L’échantillonnage non probabiliste est fréquemment utilisé notamment
dans les études de marché et les sondages d’opinion. Il est utilisé parce que
I’échantillonnage probabiliste est souvent une procédure longue et coii-
teuse et, en fait, peut ne pas étre réalisable dans de nombreuses situations.
Il Indique que, méme si les unités d’analyse de 1’échantillonnage non pro-
babiliste n’ont pas la méme chance d’étre incluses dans ’échantillon, c.a.d,
tous les individus de la population n’ont pas une chance de participer a
I'étude, contrairement a I’échantillonnage probabiliste ot chaque individu
de la population a une chance connue d’étre sélectionné. Il est toujours
utilisé fréquemment en raison de moins couteux, plus rapide et facile a
réaliser. Cependant, il existe un certain nombre d’inconvénients. De telles
méthodes peuvent étre sujettes a un biais de sélection [Forster 2001].

Par exemple, en vu aux manifestations pacifiques qui a eu lieu dans
notre pays du 22 février 2019, il incombait a I’autorité algérienne de consti-
tuer un nouveau gouvernement, de sorte que ce gouvernement est com-
posé par exemple de vingt ministres, le premier ministre invite les repré-
sentants des partis politiques et les représentants de mouvement populaire
comme suit : cinq représentants de FLN , cinq représentants de RND, cinq
représentants de MHS, cinqg représentants de TAJ, cinq représentants de
MPA, cinq représentants de PT et vingt représentants de mouvement po-
pulaire, mais la sélection des représentants (individus) spécifiques dans
chacune de ces catégories reste entre les mains du premier ministre . Il est
fort probable qu'une telle méthode de sélection d'un échantillon puisse
conduire a des estimations tres biaisées. Par exemple, le premier ministre
peut choisir les cinq représentants de FLN, les cinqg représentants de RND,
les cinqg représentants de TA]J, deux représentants de HMS, deux représen-
tants de MPA, un représentant de PT et aucun représentant de mouvement
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populaire, par conséquent, ce nouveau gouvernement peut ne pas étre re-
présentatif de la communauté populaire dans son ensemble.

3.4.2.2.1 L’échantillonnage par quotas

Ce type de méthode d’échantillonnage est utilisé lorsque la popula-
tion est hétérogene, dans ce cas le chercheur décide a I’avance de certaines
caractéristiques clés qu’il utilisera pour stratifier 1’échantillon. De sorte
que, il préleve des échantillons d'un groupe d’éléments présentant des
traits ou des caractéristiques spécifiques proportionnellement a leur taille
dans la population, sachant que ces échantillons formés sont homogenes ®
[Alvi 2016]. Dans ce type d’échantillonnage, la base de sondage est divisée
en autant de sous-ensembles qu’il y a d’attributs que nous voulons obser-
ver, et la proportion?® de chaque sous-ensemble dans 1’échantillon est la
méme que dans la base de sondage. La recherche ethnographique ** sur
un tel échantillon nécessite évidemment un investissement de temps consi-
dérable qui peut méme durer plusieurs années. Par conséquent, il existe
peu d’exemples d’échantillonnage par quota dans la littérature ethnogra-
phique. En plus, dans de nombreux pays, les données de recensement
peuvent étre médiocres ou inexistantes. Méme les informations de recen-
sement les plus fiables ne peuvent révéler toutes les caractéristiques pou-
vant affecter les opinions étudiées. Pour la plupart des populations, par
exemple, on ne sait pas combien de personnes sont extravertis ou intro-
vertis. Pourtant, ces caractéristiques peuvent étre liées a des opinions sur
certains sujets. L'échantillonnage par quota est un échantillonnage non-
aléatoire, pour cela les statisticiens soulignent qu’il est impossible de don-
ner a chaque membre de 1'univers une chance connue d’étre sélectionnée,
et qu’il est donc impossible de calculer la marge d’erreur et le niveau de
confiance des résultats '* . Mais, I'échantillonnage par quota nous aide
pour la sélection des échantillons en fournissant des métadonnées sur le
nombre d’échantillons a prélever pour chaque groupe cible de maniere a
ce qu’ils soient proportionnels a la population d’origine.

3.4.2.2.2 L’échantillonnage par jugement

L’échantillonnage par jugement est sélectionné sur la base des
connaissances d'un expert dans le domaine étudié, c.-a-d, I"échantillon
est pris en fonction de certains jugements sur la population globale. L'hy-

8. https ://humansofdata.atlan.com/2016/04/quota-sampling-when-to-use-how-to-
do-correctly/ , (consulté le 28/03/2019)

9. La proportion est un rapport d’égalité entre deux quantités, traduit sous forme
d’équivalence entre deux rapports (a/b = c¢/d) : Prix d’'un paquet de chips = 10 DA,
donc Prix de quatre paquet de chips = 40 DA, dans la mesure ot1 1/4 = 10/40.

10. L'ethnographie est le domaine des sciences sociales qui étudie sur le terrain la
culture et le mode de vie de peuples ou milieux sociaux donnés.

11. https :/ /www.netquest.com/blog/en/quota-sampling, (consulté le 28/03/2019)

12. https ://humansofdata.atlan.com/2016/04/quota-sampling-when-to-use-how-to-
do-correctly/ , consulté le 28/03/2019
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pothese sous-jacente est que 1'investigateur choisira des unités caractéris-
tiques de la population.

Il y a en fait deux raisons pour lesquelles nous pouvons faire un

échantillonnage par jugement. Premiérement, ce serait le meilleur moyen
de connaitre le point de vue des personnes ayant des compétences spé-
cifiques, tandis que l'autre raison pour laquelle nous pouvons utiliser un
échantillonnage par jugement est la preuve de la validité d’une autre mé-
thode d’échantillonnage que nous avons choisie.

Par exemple, supposons que nous effectuions un échantillonnage

d’une population en sélectionnant les individus les plus typiques, mais
nous craignons que les critéres que nous avons utilisés pour définir les in-
dividus les plus typiques soient sujets a critique. Nous pouvons convoquer
un groupe d’experts composé de personnes possédant une expérience re-
connus et une connaissance approfondie de ce domaine ou de ce sujet,
ensuite nous demandons leur avis pour examiner nos définitions modales
et pour formuler des observations suivant leur pertinence et leur vali-
dité. L’avantage de cela est que nous ne tentons pas seul de défendre nos
décisions. Nous avons le soutien d’experts renommés. Mais parfois, L'in-
convénient est que méme les experts peuvent avoir tort.

3.4.2.2.3 L’échantillonnage de boule de neige

On appelle I'échantillonnage en boule de neige, parce que si nous

avons une boule de neige qui roule, elle ramasse plus de "neige" en
cours de route, elle devient de plus en plus grande. En statistique, il per-
met de construire un échantillon en choisissant d’abords un petit groupe
d’individus ayant les caractéristiques recherchées pour 1’étude jusqu’a ce
que l’échantillon compose le nombre d’individus voulu. Cette technique
d’échantillonnage est souvent utilisée dans des populations cachées aux-
quelles les chercheurs ont difficilement acces, de sorte que, certaines per-
sonnes ne veulent pas étre présentes '3. Par exemple, si une étude por-
tait sur la fraude lors d’examens, le vol a 1’étalage, la consommation de
drogue, ou tout autre comportement social «inacceptable», les participants
potentiels se méfieront de présenter en raison des conséquences poten-
tielles, dans ce cas, il est difficile d’établir une base de sondage. Cepen-
dant, d’autres participants a 1'étude connaitront probablement d’autres
personnes dans la méme situation qu’elles-mémes, ils pourraient informer
les autres des avantages de 1’étude et les du rassurer secret absolu.

13.

https ://en.wikipedia.org/wiki/Snowball_sampling#cite_note-1 , (consulté le :

28/03/2019)
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3.4.2.2.4 L'échantillonnage de commodité (aveuglette)

Les chercheurs utilisent des techniques d’échantillonnage dans des
situations o1 de grandes populations doivent étre testées, car dans la plu-
part des cas, il est pratiquement impossible de tester 1’ensemble de la
population. Parmi ces techniques, 1’échantillonnage de commodité. Il est
utilisé pour créer un échantillon en termes de facilité d’acces, de disponi-
bilité a faire partie de I’échantillon, de disponibilité a un créneau horaire
donné ou de toute autre spécification pratique d'un élément particulier
[Dornyei 2007]. L'échantillonnage de commodité est utile a certaines fins,
et il nécessite tres peu de planification. Le chercheur choisit les membres
uniquement sur la base de la proximité, il ne considére pas s’ils repré-
sentent la population entiére ou non. En utilisant cette technique, on peut
observer les habitudes, les opinions et les points de vue de la maniere la
plus simple possible.

En outre, I’échantillonnage de commodité est la technique d’échan-
tillonnage la plus couramment utilisée, car il est extrémement rapide,
simple, économique et que les membres sont facilement accessibles pour
faire partie de 1’échantillon. Il est utilisé dans des situations ot1 la recherche
principale a été effectuée sans apport supplémentaire. Il n’y a pas de cri-
teres a prendre en compte dans cet échantillon, il est donc tres facile d’in-
clure des éléments dans cet échantillon. Chaque élément de la population
est éligible pour faire partie de cet échantillon, il dépend de la proximité
du chercheur pour étre inclus dans 1’échantillon. Dans sa forme de base,
I’échantillonnage de commodité peut étre appliqué en posant des ques-
tions a des personnes aléatoires dans la rue. Par exemple, la campagne de
mariage «future épouse» peut étre considérée comme un exemple appro-
prié de cette méthode d’échantillonnage. Par conséquent, tous les hommes
de la communauté peuvent participer au concours sans aucune discrimi-
nation ou sélection 4.

APPRENTISSAGE AUTOMATIQUE

L’analyse de données prédictive utilise 'apprentissage automatique
pour créer des modeles qui capturent les relations dans des jeux de don-
nées volumineux entre des fonctionnalités descriptives et une fonction-
nalité cible. L'apprentissage automatique est une méthode d’analyse de
données qui automatise la création de modeles analytiques basés sur des
expériences antérieures sans aucune assistance extérieure de la part de
I’'homme [Das & Behera 2017]. Aujourd’hui, un large assortiment de don-
nées est immergé qui manque de connaissances. Ces données abondantes
sont classées sous forme structurée et non structurée. Les données structu-
rées sont les données qui sont organisées dans des tableaux, tandis que les
données non structurées soient des données représentées sous une forme
irréguliére provenant de plates-formes de médias sociaux, d’applications

14. https :/ /research-methodology.net/sampling-in-primary-data-
collection/convenience-sampling/ , (consulté le : 29/03/2019)
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mobiles, de services de localisation et des technologies de 'Internet des
objets '5. Les données étant complexes et volumineuses, il est essentiel
d’effectuer des calculs sur un environnement parallele distribué a l'aide
de techniques d’apprentissage automatique (pour plus de détails, voir
le chapitre-4). En raison de cette croissance exponentielle des données,
les techniques d’apprentissage automatique évoluent pour s’adapter a de
nouvelles complexités. Dans une définition générale, I’apprentissage au-
tomatique est défini comme un processus automatisé de conception d'un
bon moteur de recherche qui extrait des modeles a partir de données. Plus
précisément, I’apprentissage automatique est la branche de I'informatique
qui utilise 1’expérience passée pour apprendre et utiliser ses connaissances
pour prendre des décisions futures [Richardson et al. 2006].

T . E!ﬁ Data R T ' || Résultatde

i

F1GURE 3.3 — Illustration représentant le scenario de I'analyse prédictive des données
massives.

Objectifs et utilités de ’apprentissage automatique

L’apprentissage automatique-Machine Learning- a évolué a partir du
vaste domaine de l'intelligence artificielle. Il fournit aux scientifiques un
moyen d’explorer des modeles d’apprentissage et des algorithmes d’ap-
prentissage pouvant aider les machines (ordinateurs, par exemple) a ap-
prendre le systeme a partir de données; donc 1’objectif principal de I'ap-
prentissage automatique est de doter les machines de l'intelligence de
I'étre humain; de sorte qu’ il est capable de fournir des prédictions ba-
sées sur une énorme quantité de données, ce qui est une tache presque
impossible a réaliser pour un étre humain [Burhan ef al. 2014]. En effet,
I'apprentissage automatique a pour objectif de trouver le modele prédic-
tif 16 qui généralise le mieux. Afin de trouver ce meilleur modele, un al-
gorithme d’apprentissage automatique doit utiliser certains criteres pour
choisir parmi les modeles candidats qu’il considére lors de sa recherche.

15. https :/ /solutionsreview.com/data-management/key-differences-between-
structured-and-unstructured-data/ ,(consulté le : 30/03/2019)

16. Au fur et a mesure que les algorithmes ingerent les données d’apprentissage, il
devient possible de créer des modeles prédictifs plus précis basés sur ces données. Donc,
un modele prédictif est le résultat qui est généré lorsque vous formez votre algorithme
d’apprentissage automatique a 1’aide de données.
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3.5.2 Techniques et principe de fonctionnement de 1’apprentissage au-
tomatique

L’apprentissage automatique consiste en de nombreux algorithmes
puissants permettant d’apprendre des modeles, d’acquérir des connais-
sances et des prédictions. Plus précisément, ces algorithmes fonctionnent
en recherchant dans un ensemble de modeles prédictifs possibles pour
capturer la meilleure relation entre les caractéristiques descriptives et la
fonctionnalité cible dans un jeu de données; a partir duquel 1’algorithme
d’apprentissage effectue une sélection au cours de l'apprentissage. Un cri-
tere évident pour piloter cette sélection est de rechercher des modeles
cohérents avec les données. Nous pouvons ensuite utiliser ce modéle pour
établir des prédictions pour de nouvelles instances. Ces deux étapes dis-
tinctes sont illustrées a la figure 3.4

Algorithmes
du Machine
learning

Individu Les attributs les classesprédites Aodéle de ‘ Base de
\ Prédiction validation

........ oo o |
-  Résultatde
- prédiction

FIGURE 3.4 — Procédure détaillée d’apprentissage automatique pour le traitement des jeux
de données.

Le développement et le déploiement de modéles d’apprentissage
automatique impliquent une série d’étapes presque similaires au proces-
sus de I'analyse prédictive, afin de développer, valider et mettre en ceuvre
des modéles d’apprentissage automatique'7®. Les étapes sont les sui-
vantes :

17. https ://medium.com/dataseries/7-steps-to-machine-learning-how-to-prepare-for-
an-automated-future-78c7918cb35d ,(consulté le : 31/03/2019)

18. https :/ /www.kdnuggets.com/2018/05/general-approaches-machine-learning-
process.html, (consulté le : 31/03/2019)
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1. Collecte de données : Les données pour 'apprentissage automa-
tique sont collectées directement a partir de données source structu-
rées, du Web, d’AP], etc., I'apprentissage automatique pouvant fonc-
tionner a la fois sur des données structurées et non structurées (voix,
images et texte). Le résultat de cette étape est généralement une re-
présentation des données que nous utiliserons pour I’apprentissage
(soit étiquetées, ce qui signifie apprentissage supervisé, soit non éti-
quetées, signifiant apprentissage non supervisé).

2. Préparation des données : Les données doivent étre formatées
conformément a l'algorithme d’apprentissage automatique choisi;
nous éliminons les doublons, nous corrigeons les erreurs, nous gé-
rons les valeurs manquantes, nous faisons la normalisation, nous
faisons les conversions de types de données, etc.

3. Choix du modele : Cette étape consiste a choisir 'un des nombreux
modeles créés au fil des années par des chercheurs et des spécialistes
des données. Nous faisons le bon choix pour faire le travail.

4. Apprentissage : Une fois les étapes précédentes terminées, nous
passons ensuite a ce qui est souvent considéré comme l'essentiel de
I'apprentissage automatique appelé : apprentissage, dans lequel les
données sont utilisées pour améliorer progressivement la capacité
du modele prédictif.

5. Evaluer le modele prédictif : Une fois que 'apprentissage est ter-
miné, nous vérifions maintenant s’il est suffisant avec cette étape.
Alors, 1’évaluation permet de tester le modéle prédictif par rapport
a des données qui n’ont jamais été vues et utilisées pour 'appren-
tissage, cela devrait étre représentatif de la facon dont le modele
fonctionne dans le monde réel.

6. réglage des parametres : Une fois I’évaluation terminée, il est pos-
sible d’améliorer notre apprentissage en ajustant les parametres. Les
parameétres de modéle simple peuvent inclure : le nombre d’étapes
de l'apprentissage, le taux d’apprentissage, les valeurs d’initialisa-
tion et la distribution, etc. Une fois que nous avons terminé avec ces
parameétres et que nous sommes satisfaits, nous pouvons passer a la
derniere étape.

7. Prédiction : L'apprentissage automatique consiste essentiellement
a utiliser des données pour répondre a des questions. C’est donc
I'étape finale o nous devons répondre a quelques questions. Ici,
nous pouvons enfin utiliser notre modeéle pour prédire le résultat
comme nous voulons.
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En résumé, 1'apprentissage automatique fonctionne en recherchant
un ensemble de modeles potentiels pour trouver le modele de prédiction
qui se généralise le mieux au-dela du jeu de données.

Types d’algorithmes d’apprentissage automatique

L’apprentissage automatique peut étre considéré comme un en-
semble des algorithmes capables de reconnaitre automatiquement les mo-
deles de données, tandis que les modeles de données reconnus sont
utilisés pour prédire les nouvelles valeurs observées. Les algorithmes
d’apprentissage automatique sont classés généralement en trois caté-
gories : apprentissage supervisé, non supervisé et par renforcement
[Dasgupta & Nath 2016]. Chaque méthode d’apprentissage a sa significa-
tion et a sa dimensionnalité.

Apprentissage non Apprentissage supervisé
supervisé
’ = o
e 1
Apprentissage par ‘
renforcement
- y,

FIGURE 3.5 — Types de méthodes d’apprentissage automatique.

Apprentissage supervisé

Les algorithmes d’apprentissage supervisé varient d'une applica-
tion a l'autre; cependant, ils relevent de trois catégories : phase d’ap-
prentissage, phase de validation et phase de test[Kotsiantis 2007]. Les
algorithmes développés pour un probleme particulier dans ces catégo-
ries dépendent du concepteur et du développeur de 1'algorithme. Les
algorithmes d’apprentissage supervisé pour le Big Data sont plus com-
plexes. Ils doivent prendre en compte l'opération physique. Le volume
des données est ingérable, le nombre de types de classe est impor-
tant et la vitesse requise pour traiter les données est élevée. Par consé-
quent, il a besoin du partage de fichiers distribué, de la technologie
de traitement parallele, des techniques d’apprentissage tout au long
de la vie et des techniques d’apprentissage de la représentation sur
plusieurs domaines[Chiliang & Wenting 2012]. Dans la méthode d’ap-
prentissage supervisé, un modele a partir de données d’apprentissage
étiquetées est interprété pour permettre la prédiction de données de
test[Caruana et al. 2008]. L'apprentissage supervisé fait référence a des éti-
quettes connues (les classes prédites sont connues au préalable) sous le
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nom d'un ensemble d’échantillons pour obtenir le résultat souhaité. Il se
décompose en trois phases : une phase d’apprentissage, une phase de va-
lidation et une phase de test.

1.

La Phase d’apprentissage se compose d'un ensemble d’exemples

avec lesquels l'ordinateur est formé [Abraham & Sathya 2013]. L'en-
semble de données utilisé dans cette phase est appelé données d’ap-
prentissage.

La phase de validation fournit un algorithme pour valider 1'efficacité

du modele a l'aide d"un autre jeu de données qui n’a pas été utilisé
lors de la phase d’apprentissage . Dans ce cas, le jeu de données
s’appelle le jeu de validation, il est également étiqueté. La phase de
validation aide a montrer que les parametres dérivés de la phase
d’apprentissage fonctionnent sur la base d'une mesure quantitative.
La mesure quantitative joue donc un role majeur dans ce processus
de validation. Certaines de ces mesures sont l'entropie *° et 1'erreur
quadratique moyenne *'. Si les résultats ne sont pas satisfaisants, le
modele doit étre entrainé a nouveau pour obtenir de meilleures va-
leurs de parametre. C’est la phase ou les problémes (sélection d'un
modele incorrect ou utilisation d’un algorithme inefficace) peuvent
étre vus et corrigés. La phase de validation peut également aider a
corriger le probleme de 1’over-fitting **. La technique principale utili-
sée a cet effet s’appelle la validation croisée >3 [Arlot & Celisse 2010].

Phase de test, cette phase est simple, elle fournit un algorithme pour

vérifier si le modele formé est validé de maniére croisée, de sorte
que, ce modele fonctionne avec un autre jeu de données qui n’a
pas été utilisé lors des phases d’apprentissage ou de validation *+.
Dans cet algorithme, le jeu de données étiqueté est utilisé unique-
ment pour comparer les résultats produits par le modele final en
termes d’exactitude de classification et de temps de calcul. A cet ef-
fet, plusieurs mesures sont disponibles, elles sont appelées mesure
qualitative, car elles sont utilisées pour mesurer la performance du
modele.

19. https :/ /machinelearningmastery.com/difference-test-validation-datasets/ ,
(consulté le : 1/04/2019)

20. est une fonction mathématique qui, intuitivement, correspond a la quantité d’infor-
mation contenue ou délivrée par une source d'information.

21. L'erreur quadratique moyenne (MSE :Mean Squared Error en anglais) est I’espérance
du carré de l'erreur entre la vraie valeur et sa valeur estimée.

22. En statistique, over-fitting ou le surapprentissage, ou sur-ajustement, ou encore sur-
interprétation est une analyse statistique qui correspond trop étroitement ou exactement
a un ensemble particulier de données. Ainsi, cette analyse peut ne pas correspondre a des
données supplémentaires ou ne pas prévoir de maniére fiable les observations futures.

23. La validation croisée, en anglais cross-validation est, en apprentissage automatique,
une méthode d’estimation de fiabilité d"un modele fondé sur une technique d’échantillon-

nage.

24. https ://en.wikipedia.org/wiki/Training, validation,_and_test_setscite_note-cann-
fag-8, (consulté le : 1/04/2019)
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L’apprentissage supervisé est divisé en deux grandes catégories
[Gareth et al. 2013] : Classification et régression.

3.5.3.1.1 Classification

Les modeles de classification conviennent au systéme qui produit
des réponses discretes [Mohamed 2017]. Les algorithmes de classification
s’appliquent généralement aux valeurs de réponse nominales. Autrement
dit, les réponses sont des variables catégoriques, et les classes possibles
sont vraies et fausses. Cependant, certains algorithmes peuvent accueillir
des classes ordinales. Les algorithmes que nous discuterons dans notre
thése sont les suivants :

3.5.3.1.1.1 Arbre de décision

Le classificateur ou bien le classifieur arbre de décision est une tech-
nique significative de prédiction en considérant une fonctionnalité
spéciale appelée interprétabilité. Ce modele décompose les données
pour permettre un processus de prise de décision approprié et pour
répondre a une série de requétes permettant d’interpréter les fonc-
tionnalités. Le modele d’arbre de décision apprend des caractéris-
tiques du jeu d’apprentissage pour déduire les étiquettes de classe
des échantillons [Raschka 2015]. L'algorithme arbre de décision
commence a partir du nceud racine, il divise I'ensemble, ce qui gé-
neére un gain d’informations plus important. Il s’agit d"un processus
itératif consistant a partitionner chaque nceud enfant jusqu’a ce que
les feuilles soient pures [Kotsiantis 2007][Rokach & Maimon 2005].
Les échantillons de chaque nceud qui appartiennent parfois a la
méme classe entrainent un sur-apprentissage (over-fitting) .

3.5.3.1.1.2 Forét Aléatoire

Une forét aléatoire est une combinaison de divers classificateurs
d’arbres de décision qui convient a un jeu de données en tant que
méta-estimateur pour la précision prédictive et le controle de sur-
apprentissage. Cette technique d’apprentissage est applicable aux
modeles de classification et de régression [Liaw & Wiener 2002a].
Dans le cas de la classification, le nombre par défaut de variables
choisies pour chaque division est /m, ot m est le nombre total de
variables. Cette méthode fonctionne sur de nombreux arbres de dé-
cision en tant qu’apprentissage, ce qui donne une classe d’arbres in-
dividuels pour former une sortie. Une forét aléatoire considere 1'im-
portance des caractéristiques ; ces caractéristiques sont mesurées en
tant qu'impureté moyenne. Les impuretés extraites des arbres de
décision sont diminuées [Brownlee 2016]. Dans une forét aléatoire,
chaque nceud est divisé en utilisant le meilleur parmi un sous-
ensemble de classifieurs choisis au hasard sur ce nceud. Ce clas-
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sifieur prouve dans une certaine mesure qu’il est tres puissant par
rapport a de nombreux autres classifieurs, y compris l’analyse dis-
criminante, les machines a vecteurs support et les réseaux de neu-
rones. Les foréts aléatoires sont robustes contre le sur-apprentissage
(over-fitting) [Breiman 2001]. (Voir le détail dans le 5éme chapitre).
Les foréts aléatoires est une excellente technique pour traiter les
problemes de classification de données volumineuses en raison de
sa structure parallélisée flexible qui répond aux exigences des tech-
nologies de données volumineuses modernes telles que Hadoop et
Spark. L'utilisation de sous-espaces et 'amorcage pour créer des
arbres peuvent résoudre les problemes d’évolutivité associés aux
applications Big Data [Li et al. 2012].

3.5.3.1.1.3 Machines a Vecteurs Support

Machines a Vecteurs Support (SVM) est un algorithme d’apprentis-
sage automatique supervisé extrémement populaire pour le trai-
tement d’images. SVM implémente conceptuellement l'idée sui-
vante : générer une limite de décision avec de grandes marges qui
est la plus petite distance entre les points d’échantillon et la limite
de séparation [Meyer 2015]. Au cours de la derniére décennie, SVM
a été progressivement intégré dans le domaine Big Data. Il permet
de résoudre les problemes de classification des données volumi-
neuses. En particulier, cela peut aider les applications multi do-
maines dans un environnement Big Data. Cependant, la machine a
vecteurs de support est mathématiquement complexe et onéreuse
en calcul [Demidova et al. 2016].

3.5.3.1.1.4 Régression logistique

La régression logistique est un modéle de classification dans lequel
les résultats sont des classes discrétes plutdt que des valeurs conti-
nues. Par exemple, un client arrivera ou non, il achetera le produit
ou non, etc. C’est un algorithme qui provient de la statistique qui
est utilisé pour les problémes de classification supervisés. Dans la
régression logistique, nous cherchons le vecteur B de parameétres
dans I'équation qui minimise la fonction de cotit. En méthodologie
statistique, il utilise la méthode du maximum de vraisemblance > -
likelihood- pour calculer le parametre de variables individuelles. En
revanche, dans la méthodologie d’apprentissage automatique, la
perte de log sera minimisée par rapport aux coefficients B (éga-
lement appelés poids). La régression logistique a un biais élevé
et une faible erreur de variance. La régression logistique applique
une estimation du maximum de vraisemblance aprés avoir trans-

25. La vraisemblance est une fonction des parametres d’'un modele statistique calculée
a partir de données observées.
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formé la variable dépendante en une variable logit2® par rapport
aux variables indépendantes. De cette maniere, la régression logis-
tique estime la probabilité qu'un certain événement se produise.
La régression logistique fonctionne sur le principe de l'estimation
du maximum de likelihood *7; en recherchant les valeurs de pa-
rametres maximisant la probabilité d’effectuer les observations. Il
s’agit donc de rechercher les parametres maximisant la probabilité
d’événement p a 1 et, la probabilité de non événement (1-p) a o,
comme vous le savez : probabilité (événement + non-événement) =
1 [Hyeoun-Ae 2013][Darlington 1990][Allison 2014]. Ce classifieur
revét également une importance considérable dans le monde d’ap-
prentissage automatique et du Big Data [Prabhat & Khullar 2017].

3.5.3.1.1.5 K-plus proches voisins

K-Plus Proches Voisins (K-PPV ou K-NN : K-Nearest Neighbor)
est un modele d’apprentissage automatique non paramétrique qui
stocke une observation d’instructions pour classer des données
de test invisibles. K-NN pour la classification consiste a calculer
le mode des valeurs de ses k plus proches voisins?. On peut
aussi 1'appeler apprentissage par instance. Il est souvent utile de
prendre en compte plusieurs voisins de sorte que la technique
est plus communément appelée classification k-plus proche voisin
(k-NN) ou k voisins les plus proches sont utilisés pour déter-
miner la classe. Ce modele est également appelé apprentissage
paresseux, car il n’apprend rien pendant la phase d’apprentissage
comme la régression logistique, les foréts aléatoires, etc. Au lieu
de cela, il commence a travailler uniquement pendant la phase
de test / validation pour comparer les données de test avec les
données d’apprentissage les plus proches, ce qui prendra un temps
considérable pour comparer chaque point de données de test
[Imandoust & Bolandraftar 2013][Cunningham & Delany 2007].

Par conséquent, cette technique n’est pas efficace pour le Big Data;
de plus, les performances se détériorent lorsque le nombre de va-
riables est élevé en raison de la malédiction de la dimensionnalité.

3.5.3.1.1.6 Réseaux de neurones artificiels-~ANN

Comme leur nom l'indique, les réseaux de neurones artificiels sont
des réseaux informatiques qui tentent de simuler de maniere géné-
rale les réseaux de cellules nerveuses (neurones) du systéme ner-
veux central biologique (humain ou animal). Cette simulation est
une simulation de cellule par cellule (neurone par neurone, élé-

26. logit :logarithme népérien de la chance que la variable dépendante apparaisse ou
non.

27. L'estimation du maximum de likelihood est une méthode d’estimation des para-
metres d’un modele a partir d’observations.

28. https ://mrmint.fr/introduction-k-nearest-neighbors, (consulté le : 02/04/2019)
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ment par élément). Ils empruntent aux connaissances neurophy-
siologiques * sur les neurones biologiques et aux réseaux de tels
neurones biologiques. Les ANN, comme 1’étre humain, apprennent
par I'exemple. Un ANN est configuré pour une application spé-
cifique, telle que la reconnaissance de formes ou la classification
de données via un processus d’apprentissage. L'apprentissage dans
les systemes biologiques implique des ajustements aux connexions
synaptiques qui existent entre les neurones. Néanmoins, nous sou-
lignons que la simulation ordonnée par les réseaux de neurones est
trés grossiere [Rabufial & Dorado 2006]. Les réseaux de neurones
artificiels constituent un critere réaliste dans le domaine du Big
Data, la connaissance de ce domaine revét donc une importance
primordiale pour ceux qui souhaitent extraire des informations si-
gnificatives des grandes bases de données disponibles a ce jour
[Ossa 2017].

3.5.3.1.1.7 Bayésien naif (Naive Bayes)

Le classificateur Naive Bayes est un algorithme d’apprentissage
supervisé dans lequel les attributs utilisés pour prédire la classe
sont considérés conditionnellement indépendants compte tenu de
la classe. L'architecture sous-jacente de Naive Bayes dépend de la
probabilité conditionnelle. Cela crée des arbres en fonction de leur
probabilité de se produire. Ces arbres sont également connus sous
le nom de réseau bayésien. En termes simples, un classifieur Naive
Bayes suppose que la présence ou 'absence d'un attribut particu-
lier d"une classe n’est pas lié a la présence ou a 1’absence d"un autre
attribut [Kaur & Oberai 2014]. Une caractéristique tres intéressante
de l'algorithme Naive Bayes est qu’il est extrémement utile pour
générer des données synthétiques lorsque les données réelles sont
insuffisantes. Ce classifieurs peut également étre utilisé dans le do-
maine Big Data. Cependant, il reste faible par rapport a d’autres
classifieurs[Prabhat & Khullar 2017].

3.5.3.1.2 Régression

Les algorithmes qui développent un modéle basé sur des équations
ou des opérations mathématiques sur les valeurs prises par les attributs
d’entrée pour produire une valeur continue représentant la sortie sont
appelés algorithmes de régression [Gareth et al. 2013]. L'entrée de ces al-
gorithmes peut prendre des valeurs continues et discretes en fonction de
I'algorithme, alors que la sortie est une valeur continue. Nous allons dé-
crire en détail les algorithmes de régression les plus couramment utilisés :

3.5.3.1.2.1 Régression linéaire

29. La neurophysiologie est 1'étude des fonctions du systéme nerveux, reposant sur
tous les niveaux de description, du niveau moléculaire jusqu’au niveau le plus intégré des
réseaux neuronaux.
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La régression linéaire est un algorithme d’apprentissage automa-
tique supervisé dans lequel la sortie prévue est continue. Ce classi-
fieur tente de modéliser la relation entre deux variables en ajustant
une équation linéaire aux données observées, de sorte qu'une va-
riable est considérée comme une variable indépendante et 1'autre
est considérée comme une variable dépendante. Cet algorithme
permet de formuler 1’équation de relation linéaire entre variable
dépendante et variable indépendante. Dans ce cas, il donne les
meilleurs résultats lorsqu’il existe une dépendance linéaire entre
les données 3° [Giiler & Uyanik 2013].

3.5.3.1.2.2 Perceptron multicouche

Le perceptron multicouche (MLP) est un réseau de neurones
formé a l'aide de la rétro-propagation. Les MLP sont consti-
tués de plusieurs couches d’unités de calcul connectées de ma-
niere anticipée pour former une connexion dirigée entre les uni-
tés inférieures et une unité de la couche suivante. La structure
de base de MLP consiste une couche d’entrée, une ou plusieurs
couches cachées et une couche de sortie. Les couches cachées sont
dites cachées car leur sortie est utilisée uniquement sur le ré-
seau et n’est pas visible en dehors du réseau. Les couches ca-
chées et la couche de sortie sont basées sur des unités sigmoides
[Balaji & Baskaran 2013][Kiyak & Timus 2015]. Une unité sigmoide
calcule une combinaison linéaire de son entrée, puis on applique la
fonction sigmoide au résultat. La fonction sigmoide, pour 'entrée

x est :
1

(1+e7)

La sortie d'une unité sigmoide, sigmoid(x) est une fonction
continue de son entrée x et se situe dans l'intervalle de 0 a 1.

sigmoid(x) =

En outre, il existe des algorithmes jouant les deux roles : la classifi-
cation et la régression, nous citons certains de ces algorithmes :

— Random Forests pour la régression fonctionne de la méme maniere
que la classification, a ceci pres que la taille du sous-ensemble aléa-
toire pour le fractionnement est maintenant m/3 et que le meilleur
est choisi avec un critere différent [Liaw & Wiener 2002b].

— SVM peut également étre utilisé comme méthode de régression, en
conservant toutes les fonctionnalités principales qui caractérisent
I'algorithme (marge maximale). La régression a vecteurs supports
(SVR) utilise les mémes principes que le SVM pour la classification
avec seulement quelques différences mineures. Tout d’abord, étant
donné que la sortie est un nombre réel, il devient tres difficile de

30. https ://www.vertica.com/docs/9.2.x/HTML/Content/ Authoring/ AnalyzingData /MachineLearning/LinearRe
,(consulté le : 02/04/2019)
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prévoir les informations disponibles, ce qui offre des possibilités
infinies, pace que le modele produit par SVR ne dépend que d'un
sous-ensemble des données d’apprentissage [Parrella 2007]. Cepen-
dant, 1'idée principale est toujours la méme : minimiser les erreurs,
individualiser 'hyperplan qui maximise la marge en gardant a 'es-
prit qu'une partie de l'erreur est tolérée.

— K-NN pour la régression consiste a calculer la moyenne des va-
leurs de ses k plus proches voisins. Il peut étre utile de pondé-
rer les contributions des voisins, de sorte que les voisins les plus
proches contribuent davantage a la moyenne que les plus éloi-
gnés 3! [Imandoust & Bolandraftar 2013].

— Le modele bayésien naif a été utilisé avec succes dans des pro-
blemes de classification ou la variable de classe est discrete. Tan-
dis que ce modele a également été appliqué a des problemes de
régression, de sorte que la distribution des variables de la classe est
généralement gaussienne multivariée [Frank ef al. 2000]. Le modele
bayésien naif est plus puissant dans des problemes de classification
par rapport des problemes de régression.

Apprentissage non supervisé

La méthode d’apprentissage non supervisé traite des données sans
étiquette ou d’une structure inconnue. Dans ce type d’apprentissage, les
algorithmes apprennent par eux-mémes sans supervision ni aucune va-
riable cible fournie. Il s’agit de trouver des modeles et des relations cachés
dans les données fournies, de sorte que, I'apprenant recoit exclusivement
des données d’apprentissage non étiquetées, il fait des prédictions pour
tous les points non vus. Le manque de direction de 1’algorithme d’appren-
tissage dans 'apprentissage non supervisé peut parfois étre avantageux,
car il permet a 'algorithme de rechercher des modeles qui n’avaient pas
encore été pris en compte [Kohonen & Simula 1996]. Il peut étre difficile
d’évaluer quantitativement les performances d"un apprenant.

En outre, le regroupement (clustering) et la réduction de la dimen-
sionnalité sont des catégories de problemes d’apprentissage non supervi-
sés [Dayan 1999].

3.5.3.2.1 Clustering

Le clustering est 1'une des techniques les plus largement utilisées
pour l’analyse exploratoire de données. Dans toutes les disciplines, des
sciences sociales a la biologie, en passant par 'informatique, les gens es-
saient de se faire une premiere idée de leurs données en identifiant des

31. https ://mrmint.fr/introduction-k-nearest-neighbors, (consulté le : 02/04/2019)
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groupes significatifs parmi les points de données. Par exemple, les biolo-
gistes informatiques regroupent des génes sur la base de similitudes dans
leur expression dans différentes expériences, les détaillants regroupent les
clients sur la base de leurs profils a des fins de marketing ciblé, et les
astronomes regroupent les étoiles sur la base de leur proximité spatiale.
Le point a clarifier est naturellement, qu’est-ce que le clustering? Intui-
tivement, la mise en cluster consiste a grouper un ensemble d’éléments
en sous-ensembles homogenes, de sorte que des éléments similaires se
retrouvent dans le méme groupe et que des éléments différents soient sé-
parés en différents groupes 3. Clairement, cette description est assez im-
précise et peut-étre ambigué. De maniere assez surprenante, il n’est pas du
tout évident de parvenir a une définition plus rigoureuse. Sur le plan ma-
thématique, la similarité (ou la proximité) n’est pas une relation transitive,
tandis que le partage de clusters est une relation d’équivalence et, en par-
ticulier est une relation transitive. Plus concretement, il se peut qu’il existe
une longue séquence d’objets x1 ,. . ., x;; tel que chaque x; est trés similaire
a ses deux voisins, x;_1 et x;;1, mais x; et x,, sont tres différents. Si nous
voulons assurer que lorsque deux éléments similaires partageant le méme
cluster; alors nous devons placer tous les éléments de la séquence dans
le méme cluster. Cependant, dans ce cas, nous nous retrouvons avec des
éléments dissemblables (x; et x,) partageant un cluster, violant ainsi la se-
conde condition. On distingue quatre types d’algorithmes de clustering :
les algorithmes hiérarchiques, les algorithmes de partitionnement, les al-
gorithmes basés sur la densité et les algorithmes basés sur les graphes.

3.5.3.2.1.1 Les méthodes hiérarchiques

Dans les méthodes hiérarchiques les données sont regroupées hié-
rarchiquement sous la forme d’un arbre (ou dendrogramme), les nceuds
de I’arbre issus d'un méme parent forment des clusters, de sorte que, une
arborescence ou une hiérarchie de clusters est construite de maniere incré-
mentielle qui décrit la paire de clusters fusionnés a chaque itération. En
supposant que les objets de données soient les feuilles de 1’arborescence
hiérarchique; ’arborescence hiérarchique est construite en utilisant deux
algorithmes : L’algorithme agglomératif (ascendante) ou l'algorithme di-
visif (descendante). Ces algorithmes sont décrits ci-dessous :

3.5.3.2.1.1.1 L'algorithme agglomératif

L’algorithme agglomératif fonctionne de maniere ascendante. Au-
trement dit, chaque objet est initialement considéré comme un clus-
ter a un seul élément (feuille). A chaque étape de l’algorithme, les
deux groupes les plus similaires sont combinés dans un nouvel
groupe plus grand (nceuds). Cette procédure est itérée jusqu’a ce
que tous les points soient membres d’un seul grand cluster (ra-
cine) 33 [Omran et al. 2007].

32. https ://www.geeksforgeeks.org/clustering-in-machine-learning/, (consulté le :
03/04/2019)
33. https ://en.wikipedia.org/wiki/Hierarchical_clustering, (consulté le : 03/04/2019)
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3.5.3.2.1.1.2 L’algorithme divisif

L’algorithme divisif construise la hiérarchie des groupes dans une
approche descendante en commencant par le niveau supérieur, ot
tous les modeles sont enfermés dans un cluster unique, puis en
séparant successivement des groupes jusqu’a ce que chaque modele
se trouve dans un cluster unique. Un algorithme divisif nécessite
I'évaluation de toutes les 2~! — 1 divisions possibles du cluster C
en deux sous-clusters 34[Chavent et al. 2007].

3.5.3.2.1.2 Les algorithmes de partitionnement

Avec un jeu de données de n objets, il construit k partitions de
données. Chaque objet doit appartenir a un seul groupe. Chaque groupe
doit contenir au moins un objet. La technique de partition peut améliorer
la technique de déplacement itératif en extrayant des objets d’un groupe
a un autre. L’objectif principal de l’algorithme de partitionnement est de
diviser les points de données en K partitions. Chaque partition refletera
un cluster. Il existe principalement quatre types d’algorithmes de parti-
tionnement, a savoir 'algorithme K-Moyennes, 1’algorithme K-Medoid ou
PAM (Portioning Around Medoids), 1’algorithme CLARA (Clustering LARge
Applications), 1'algorithme CLARANS (Clustering LARge Applications upon
RANdomized Search), et ainsi de suite [Khanali & Vaziri 2016].

3.5.3.2.1.2.1 K-Moyennes

K-moyennes -K-means- proposé par[MacQueen 1967], il est appelé
aussi l’algorithme des centres-mobiles, qui a été généralisé en 1971
par Diday, Il a été nommé : la méthode des nuées dynamiques.
K-means est un algorithme d’apprentissage automatique non su-
pervisé le plus couramment utilisé pour la partition d'un ensemble
de données donné en un ensemble de (k) clusters , ou k représente
le nombre de clusters prédéfinis par l'utilisateur. Il classe les ob-
jets en plusieurs clusters (groupes), de sorte que les objets d'une
méme groupe soient aussi proches que possible (c.-a-d., forte simi-
larité entre les classes), tandis que les objets de différentes groupes
sont aussi différents que possible (c.-a-d., faible similarité entre les
classes). Dans le clustering k-means, chaque cluster est représenté
par son centre centroide qui correspond a la moyenne des points at-
tribués au cluster 35 [Cardie & Wagstaff 2001]. La méthode K-means
est sensible aux points de données anormaux et aux valeurs aber-
rantes [Gennari ef al. 1989)].

34. https ://en.wikipedia.org/wiki/Hierarchical_clustering, (consulté le : 03/04/2019)
35. https :/ /www.datascience.com/blog/k-means-clustering, (consulté le : 03/04/2019)
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3.5.3.2.1.2.2 K-medoids (PAM)

PAM a été développé par [Kaufman & Rousseeuw 1990]. Cet algo-
rithme est une approche de regroupement liée au regroupement de
k-moyennes permettant de partitionner un ensemble de données
en k clusters. Dans le clustering k-medoids, chaque cluster est re-
présenté par I'un des points de données du cluster. Cet algorithme
fonctionne efficacement pour les petits ensembles de données, mais
ne s’adapte pas correctement pour les grands ensembles de don-
nées [Agrawal et al. 1998]. Il est comparativement plus robuste que
K-Mean, en particulier dans le contexte du "bruit" ou du " valeur
aberrante "; car il utilise des médoides3® comme centre de cluster
au lieu de moyens (utilisés dans les k-moyennes).

3.5.3.2.1.2.3 CLARA

CLARA été développé par [Kaufman & Rousseeuw 1990]. Cet al-
gorithme de partitionnement est une extension des méthodes k-
medoids permettant de traiter des données contenant un grand
nombre d’objets (plus de plusieurs milliers d’observations) afin de
réduire le temps de calcul. Cette technique sélectionne arbitraire-
ment les données a 1'aide de PAM, ceci est réalisé en utilisant une
méthode d’échantillonnage. Au lieu de rechercher des médoides
pour 'ensemble du jeu de données; CLARA considére un petit
échantillon de données de taille fixe et en suite applique l'algo-
rithme PAM pour générer un ensemble optimal de médoides pour
I’échantillon. La qualité des médoides résultants est mesurée par la
dissimilarité moyenne entre chaque objet de I'ensemble de données
et le médoide de son cluster. CLARA répéte les processus d’échan-
tillonnage, il rassemble en cluster un nombre de fois pré-spécifié
afin de minimiser le biais d’échantillonnage [Frank et al. 2000].

3.5.3.2.1.2.4 CLARANS

CLARANS a été développé [Ng & Han 1994] . Il est introduit Pour
surmonter les limites de l'algorithme K-Medoid. CLARANS n’est
pas tres efficace pour les grands ensembles de données. Mais, il est
plus efficace et évolutif que PAM et CLARA [Pandya & Saket 2016].

3.5.3.2.1.3 Les algorithmes basés sur la densité

Contrairement aux méthodes hiérarchiques et de partitionnement,
dans lesquelles des groupes reposent sur les distances des objets, ainsi
que ces méthodes ne fonctionnent bien que pour des groupes bien
séparés, elles sont également gravement affectées par la présence de

36. En statistiques, un médoide est le représentant le plus central d’une classe. C.a.d.
Objet ayant la plus faible dissimilitude aux autres objets d"un groupe.
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bruit et des valeurs aberrantes. Les algorithmes de densité construisent
les groupes sur la base d'un concept de densité. Cela signifie que les
groupes sont situés dans des régions ayant des densités a peu pres ho-
mogenes [Gennari ef al. 1989]. La méthode la plus populaire basée sur la
densité est DBSCAN (Density-Based Spatial Clustering and Application
with Noise). L'algorithme DBSCAN a été introduit pour la premiére fois
par[Ester et al. 1996], il repose sur une notion de grappes basée sur la den-
sité. Les grappes sont identifiées en examinant la densité de points. Les
régions a forte densité de points illustrent 1’existence de grappes, tan-
dis que les régions a faible densité de points indiquent les grappes de
bruit ou les grappes de valeurs aberrantes. Cet algorithme est particu-
lierement adapté pour traiter de grands ensembles de données avec du
bruit, il est capable d’identifier des grappes de différentes tailles et formes
[Hinneburg & Keim 1998]. L'idée principale de 1’algorithme DBSCAN est
que pour chaque point d'un groupe; le voisinage d'un rayon donné doit
contenir au moins un nombre minimal de points, c-a-d., que la densité
dans le voisinage doit dépasser un seuil prédéfini.

3.5.3.2.1.4 Les algorithmes basés sur les graphes

Une autre approche proposée par de nombreux auteurs est de
considérer les relations de distance ou de similarité entre données
comme un graphe [Matula 1977][Leahy & Wu 1993]. Cette représenta-
tion est indépendante du type des données (vecteurs, textes, images,
etc.) puisque seule la similarité entre données est utilisée. Dans ce type
de graphe, chaque nceud représente une donnée, et chaque poids as-
socié a un arc représente la distance ou la similarité entre les deux
données connectées [Hartuv & Shamir 1999]. Un cluster est alors défini
comme un ensemble de données fortement connectées entre elles et fai-
blement connectées aux autres données. Une telle représentation permet
l'utilisation d’outils issus de la théorie des graphes [Guha et al. 1998].
Nous présentons dans cette section trois algorithmes récents se ba-
sant sur une représentation sous forme de graphe qui présentent de
bonnes performances : Chameleon [Karypis et al. 1999a], le Clustering
Spectral [Ng et al. 2001][Malik & Shi 2000] et la propagation d’affinité
[Frey & Dueck 2007].

3.5.3.2.1.4.1 Chameleon

Chameleon [Karypis et al. 1999a] est une méthode ascendante hié-
rarchique basée sur une représentation sous forme de graphe des k
plus proches voisins. Il fonctionne sur un graphe fragmenté dans le-
quel les nceuds représentent des éléments de données, et les arétes
pondérées représentent des similitudes entre les éléments de don-
nées. Cette représentation graphique fragmentée du jeu de don-
nées permet a Chameleon de s’adapter a des jeux de données
volumineux et de fonctionner avec succes sur des jeux de don-
nées disponibles; uniquement dans l'espace de similarité et non
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dans les espaces métriques [Ganti ef al. 1999]. Chameleon trouve
les grappes dans le jeu de données en utilisant un algorithme a
deux phases. Au cours de la premiére phase, Chameleon utilise un
algorithme de partitionnement graphique pour regrouper les élé-
ments de données en un grand nombre de sous-groupes relative-
ment petits. Au cours de la deuxiéme phase, il utilise un algorithme
de classification hiérarchique agglomératif pour trouver les véri-
tables grappes en combinant de maniere répétée ces sous-groupes
[Karypis et al. 1999b].

3.5.3.2.1.4.2 Clustering Spectral

L’algorithme de regroupement spectral peut étre classé selon deux
approches : le regroupement récursif bidirectionnel, et le regroupe-
ment direct k-voies. La premiere approche trouve le vecteur propre
de Fiedler d’une matrice Laplacienne d'un graphe G et partitionne
récursivement G jusqu’a ce qu’'une partition a k-voies soit trou-
vée. Tandis que, la deuxieme approche utilise les premiers vecteurs
propres d>k , elle trouve directement une partition a 1’aide de mé-
thodes heuristiques. L'un des aspects positifs de ces méthodes est
la possibilité de définir des limites supérieures ou inférieures pour
la fonction objective des problemes de partitionnement des graphes
[Luxburg 2006][Sang et al. 2014].

3.5.3.2.1.4.3 Propagation d’affinité

La propagation d’affinité prend en entrée un ensemble de simi-
litudes par paires entre les points de données, elle recherche les
grappes sur la base de la maximisation de la similarité totale entre
les points de données et leurs exemples. La similarité peut étre sim-
plement définie comme une distance euclidienne au carré négatif
pour la compatibilité avec d’autres algorithmes, elle peut incorpo-
rer des modeéles plus riches spécifiques a un domaine. Les exigences
de calcul et de mémoire de la propagation d’affinité s’échelonnent
linéairement avec le nombre de similitudes entrées; pour les pro-
blemes non épars oul toutes les similitudes possibles sont calculées,
ces exigences s’échelonnent quadratiquement avec le nombre de
points de données. La propagation d’affinité est démontrée dans
plusieurs applications de domaines tels que 1'imagerie et la bioin-
formatique [Frey & Dueck 2007].

3.5.3.2.2 Réduction de dimensions
La réduction de dimensions consiste a transformer une représenta-
tion initiale d’éléments en une représentation de dimension inférieure tout

en préservant certaines propriétés de la représentation initiale; de sorte
que, elle prendre des données dans un espace de grande dimension et a
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les cartographier dans un nouvel espace dont la dimensionnalité est beau-
coup plus petite. Ce processus est étroitement lié au concept de compres-
sion (avec perte) dans la théorie de I'information. Il existe trois manieres
différentes de réduire la dimensionnalité. La premiére est la sélection des
fonctionnalités qui consiste généralement a parcourir les fonctionnalités
disponibles et a déterminer si elles sont réellement utiles; c-a-d., corrélées
aux variables de sortie. Bien que de nombreuses personnes utilisent les
algorithmes d’apprentissage supervisé parce qu’elles ne veulent pas «se
salir les mains» et consulter les données elles-mémes. La deuxieme est la
dérivation des nouvelles caractéristiques a partir des anciennes, générale-
ment en appliquant des transformations au jeu de données qui changent
simplement les axes (systéme de coordonnées) du graphe en les déplacant
et en les faisant pivoter. ce jeu de données peut simplement étre écrit sous
forme de matrice que nous appliquons aux données. La réduction de la di-
mensionnalité s’explique par le fait qu’elle nous permet de combiner des
fonctions et d’identifier celles qui sont utiles et celles qui ne le sont pas.
La troisiéme et la derniére consiste simplement a utiliser le clustering afin
de regrouper des points de données similaires et de voir si cela permet
d’utiliser moins de fonctionnalités.

Il existe plusieurs raisons pour réduire la dimensionnalité des don-

nées. Premierement, les données de grande dimension posent des pro-
blemes de calcul. De plus, dans certaines situations, une dimensionna-
lité élevée peut conduire a de faibles capacités de généralisation de l'al-
gorithme d’apprentissage (par exemple, dans le classificateur K-PPV, la
complexité de I’échantillon augmente de maniére exponentielle avec la di-
mension). En plus, la réduction de dimensionnalité peut étre utilisée pour
I'interprétabilité des données, pour rechercher une structure significative
des données et pour des fins d’illustration. Nous citons ci-dessous les mé-
thodes les plus courantes de réduire les dimensions. Les techniques de
réduction de dimension sont basées sur les méthodes linéaires et les mé-
thodes non linéaires.

La réduction des dimensions est 1'une des plus vieilles approches

permettant d’apporter des éléments de réponse a ce probleme. Son ob-
jectif est de sélectionner ou d’extraire un sous-ensemble optimal de ca-
ractéristiques pertinentes pour un critére fixé auparavant. La sélection
de ce sous-ensemble de caractéristiques permet d’éliminer les informa-
tions non-pertinentes et redondantes selon le critére utilisé. Cette sélec-
tion/extraction permet donc de réduire la dimension de l'espace des
exemples et de rendre 'ensemble des données plus représentatif du pro-
bleme. En effet, les principaux objectifs de la réduction de la dimension

Faciliter la visualisation et la compréhension des données;
Réduire 'espace de stockage nécessaire;

Réduire le temps d’apprentissage et d"utilisation ;
Identifier les facteurs pertinents.
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Dans ce qui suit, nous allons présenter les principales méthodes
linéaires et non linéaires utilisées pour la réduction de dimensions :

3.5.3.2.2.1 Méthodes linéaires de réduction des dimensions

Nous rappelons brievement les principes de quatre méthodes clas-
siques d’analyse de données, qui sont le fondement de plusieurs méthodes
non linéaires plus récentes.

3.5.3.2.2.1.1 Analyse en composantes principales —~ACP

L’analyse en composantes principales (ACP) est la technique de
réduction de la dimensionnalité qui compte de nombreux uti-
litaires. Il réduit les dimensions d'un jeu de données en pro-
jetant les données sur un sous-espace de dimension inférieure
[Jolliffe & Cadima 2016]. Parce que, il est difficile de comprendre la
structure de données comportant des centaines de dimensions. Par
conséquent, en réduisant les dimensions en 2D ou en 3D, les obser-
vations peuvent étre facilement visualisées. Par exemple, un jeu de
données a deux dimensions peut étre réduit en projetant les points
sur une ligne. Chaque instance du jeu de données serait alors repré-
sentée par une valeur unique plutdt que par une paire de valeurs.
De maniere similaire, un jeu de données a trois dimensions pour-
rait étre réduit & deux dimensions en projetant des variables sur un
plan. Donc, ACP permet d’atténuer le cours de la dimensionnalité
et, de compresser les données tout en minimisant les informations
perdues en méme temps [Dharwat 2016].

La question posée est de savoir comment choisir les axes? L'une
des méthodes utilisées dans ce contexte est 1'idée de la direction
dans des données présentant la plus grande variation ; de sorte que,
I'algorithme concentre d’abord sur les données en soustrayant la
moyenne, puis on choisit la direction avec la plus grande variation,
et on place un axe dans cette direction, ensuite on examine la va-
riation restante, de sorte que, on trouve un autre axe orthogonal
avec le premier axe. Il itere ensuite ceci jusqu’a ce qu’il soit a court
d’axes possibles. Le résultat final est que toutes les variations sont
situées sur les axes de 1’ensemble de coordonnées, la matrice de
covariance est donc diagonale : chaque nouvelle variable n’est pas
corrélée avec toutes les variables sauf ses variables. Certains des
derniers axes trouvés ont tres peu de variation et peuvent donc étre
supprimés sans affecter la variabilité des données.
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3.5.3.2.2.1.2 Analyse discriminante linéaire -ADL

L’analyse discriminante linéaire (ADL) est une méthode utilisée en
statistique et en apprentissage automatique pour trouver la com-
binaison linéaire de caractéristiques qui séparent au mieux deux
classes d’objet ou d’événement [Rusdiana 2016]. La combinaison
résultante peut étre utilisée pour la réduction de la dimensionna-
lité avant la classification ultérieure (pour assurer une classification
plus efficace). L'analyse discriminante est similaire a la régression,
sauf que la variable dépendante est catégorielle plutdt que conti-
nue. Dans I’analyse discriminante, I'intention est de prédire 1'ap-
partenance a une classe d’observations individuelles en fonction
d’un ensemble de variables prédictives. ADL tente généralement
de trouver des combinaisons linéaires de variables prédictives qui
séparent le mieux les groupes d’observations [Kenobi et al. 2017].
L’ADL est également étroitement liée a I'analyse en composantes
principales (ACP), et a I’analyse factorielle en ce sens qu’elles re-
cherchent des combinaisons linéaires de variables qui expliquent le
mieux les données. ADL tente explicitement de modéliser la diffé-
rence entre les classes de données. En revanche, ACP ne prend en
compte aucune différence de classe, ainsi que 1’analyse factorielle
construit les combinaisons d’entités en fonction des différences plu-
tot que des similitudes. L’analyse discriminante se distingue égale-
ment de I'analyse factorielle en ce sens qu’il ne s’agit pas d’une
technique d’interdépendance; une distinction doit étre faite entre
les variables indépendantes et les variables dépendantes.

3.5.3.2.2.1.3 Analyse factorielle

L’analyse factorielle est une méthode statistique a plusieurs va-
riables dont 1’objectif principal est de simplifier les relations com-
plexes et diverses existantes entre un ensemble de variables ob-
servées [Balasundaram 2009]. Cette technique aborde le probleme
de l'analyse de la structure des interrelations 37 (corrélations) entre
un grand nombre de variables (scores de test, éléments de test,
réponses au questionnaire, etc.) en définissant un ensemble de
dimensions sous-jacentes communes, appelées facteurs; de sorte
que, les données observées peuvent s’expliquer par un plus pe-
tit nombre de facteurs non corrélés ou de variables latentes. Ainsi
que ces données proviennent d’une source de données sous-jacente
(ou d'un ensemble de sources de données) qui n’est pas direc-
tement connue. Mais, le probleme de l’analyse factorielle est de
trouver ces facteurs indépendants et le bruit inhérent aux me-
sures de chaque facteur. Plus de détails sur la méthode ainsi que
sur des descriptions de l'algorithme peuvent étre trouvées avec
[Child 2006][Mulaik 2010].

37. En probabilités et en statistique, la corrélation entre plusieurs variables aléatoires ou
statistiques est une notion de liaison qui contredit leur indépendance.

87



Chapitre 3. Statistique mathématique et Machine Learning pour Big Data
analytics

3.5.3.2.2.1.4 Analyse en Composantes Indépendantes -ACI

L’analyse en composantes indépendantes est une technique statis-
tique et informatique permettant de révéler les facteurs cachés qui
sous-tendent des ensembles de variables aléatoires, de mesures ou
de signaux. ACI définit un modele génératif pour les données mul-
tivariées qui est généralement donné sous la forme d’une grande
base de données d’échantillons. L'objectif est de trouver des compo-
sants totalement indépendants et non gaussiens. Sa différence fon-
damentale avec les méthodes statistiques multi-variables classiques
réside dans I'’hypothese de non gaussianité, ce qui permet l'identi-
fication de composants sous-jacents originaux contrairement aux
méthodes classiques. L’ACI est superficiellement liée a l’analyse
en composantes principales et a 1’analyse factorielle. La technique
ACI est cependant une technique beaucoup plus puissante, capable
de trouver les sources ou les facteurs sous-jacents lorsque ces mé-
thodes classiques échouent complétement. Les données analysées
par I’ACI pourraient provenir de nombreux types de domaines
d’application, notamment les images numériques, les bases de don-
nées de documents, les indicateurs économiques et les mesures
psychométriques 3. ’analyse en composantes indépendantes est
une méthode statistique bien établie et fiable conduisant a la sépa-
ration des signaux. La séparation des signaux est un probléeme fré-
quemment rencontré, elle est au coeur du traitement statistique du
signal qui a un large éventail d’applications dans de nombreux do-
maines technologiques; allant du traitement d’images numériques,
les bases de données de documents, les indicateurs économiques et
aux mesures psychométriques [Hyvarinen et al. 2001].

3.5.3.2.2.2 Méthodes non linéaires de réduction de dimensions

Les méthodes non linéaires arrivent a modéliser la liaison entre les
observations et les variables latentes d'une facon plus riche. Cependant
leurs modeéles engendrent plusieurs parametres qui requiérent une grande
masse de données pour son identification.

3.5.3.2.2.2.1 ACP Kernelisée- KPCA

L’ACP standard ne permet qu'une réduction de la dimensionna-
lité linéaire. L'un des problemes de la ACP est qu’elle suppose
que les directions de variation sont toutes des lignes droites, une
ACP standard ne sera pas tres utile. Pour résoudre ce probleme,
nous pouvons utiliser une trés belle extension de la ACP qui utilise
I'astuce du noyau (KPCA). KPCA pour Kernel Principal Component
Analysis est la reformulation non linéaire de la technique linéaire

38. La psychométrie est la science qui étudie 1’ensemble des techniques de mesures
pratiquées en psychologie, ainsi que les techniques de validation et d’élaboration de ces
mesures.
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classique qu’est ’analyse en composantes principales en utilisant
des fonctions a noyaux. Nous appliquons cette fonction a chaque
point de données x qui transforme les données en espace noyau,
puis nous effectuons une analyse ACP linéaire normale dans cet
espace [Bernhard et al. 1999].

3.5.3.2.2.2.2 Cartes de Sammon

I est souvent nécessaire de réduire la dimensionnalité d"un jeu de
données afin de rendre 1’analyse traitable, ou de faciliter la visuali-
sation. Elle existe une autre méthode qui joue ce role, c’est les cartes
de Sammon. Les cartes de Sammon est un algorithme non linéaire
permettant de redimensionner des dimensions [Arren 1952]. Le but
de cet algorithme est de projeter des données issues d'un espace a
n dimension en deux dimensions. L'algorithme essaie de trouver
les emplacements dans l'espace cible bidimensionnel de maniere
a maximiser la conservation de la structure d’origine des vecteurs
de mesure dans un espace a n dimensions [Kolehmainen 2004]. Les
cartes de Sammon est donc capable de représenter les distances
relatives des vecteurs dans un espace de mesure [Kaski 1997].

3.5.3.2.2.2.3 Auto-encodeurs Multicouches

Un auto-encodeur est un réseau de neurones comportant trois
couches : une couche d’entrée, une couche cachée (codage) et
une couche de décodage. Ce réseau est formé pour reconstruire
ses entrées, ce qui oblige la couche cachée a essayer d’obtenir de
bonnes représentations des entrées39. Les auto-encodeurs appar-
tiennent a la famille des réseaux de neurones, mais ils sont éga-
lement considérés comme un algorithme d’apprentissage automa-
tique non supervisé similaire a I’APC. Récemment, certaines des
méthodes les plus puissantes de l'intelligence artificielle ont impli-
qué des auto-codeurs multicouches, en particulier dans l’appren-
tissage en profondeur -Deep Learning- . L'apprentissage en profon-
deur est une technique d’apprentissage automatique avancée dans
laquelle plusieurs couches abstraites communiquent entre elles;
Chaque couche est profondément connectée a la couche précédente,
elle prend ses décisions en fonction de la sortie alimentée par la
couche précédente [Deng & Yu 2013].

3.5.3.2.2.2.4 Cartographie des Caractéristiques Isométriques- Isomap
La méthode de réduction de dimensionnalité Isomap a été intro-

duite par [Langford et al. 2000]. Elle s’inspire de la méthode MDS
-Multi-Dimensional Scaling- pour la connaissance d’une matrice

39. https :/ /codeburst.io/ deep-learning-types-and-autoencoders-aqoee6754663,
(consulté le : 05/04/2019)
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de dissimilarité entre les paires d’individus, mais en lui donnant
comme métrique la distance géodésique *° (ou curviligne). Isomap
est une méthode de réduction de dimensionnalité non linéaire
basée sur la théorie spectrale, elle estime la distance géodésique
[Saul & Weinberger 2004][Chen et al. 2006] de la fagon suivante :
Dans un premier temps, le voisinage de chacun des points est cal-
culé. Une fois les voisinages connus, un graphe est construit en
reliant tous les points voisins. Chaque arrét du graphe est ensuite
pondéré par la distance euclidienne [Saul & Weinberger 2006] entre
les deux extrémités de l’arréte. Parce que, dans les variétés non li-
néaires, la métrique euclidienne de distance est valable si seulement
si la structure du voisinage peut étre approchée comme linéaire. Si
le voisinage contient des trous; les distances euclidiennes peuvent
étre tres trompeuses. Contrairement a cela, si nous mesurons la
distance entre deux points en suivant la variété, nous aurons une
meilleure approximation de la distance ou de la proximité de deux
points. Enfin, la distance géodésique entre deux points est estimée
par la somme des longueurs des arétes, puis nous choississons le
plus court chemin entre ces points. En pratique, le plus court che-
min entre deux sommets du graphe est calculé par 1'algorithme de
Dijkstra [Javaid 2013].

3.5.3.3 Méthode d’apprentissage par renforcement

Apprentissage par renforcement est entre 1’apprentissage super-
visé et I'apprentissage non supervisé. Il est souvent considéré comme une
branche de l'intelligence artificielle, il a été 1'un des sujets centraux dans
un large éventail de domaines scientifiques au cours des deux dernieres
décennies. Dans l’apprentissage par renforcement, les décisions séquen-
tielles doivent étre prises plutdt que par une prise de décision unique, ce
qui rend par fois, la phase d’apprentissage un peu difficile; de sorte que,
l'algorithme est informé lorsque la réponse est fausse, mais ne dit pas
comment le corriger. Il doit explorer et expérimenter différentes possibili-
tés jusqu’a trouver la bonne réponse.

Apprentissage par renforcement vise a trouver une cartographie
(mapping) appropriée des situations aux actions dans lesquelles une cer-
taine récompense est maximisée. Il s’agit essentiellement de problemes
en boucle fermée, car les actions du systeme d’apprentissage influencent
ses entrées ultérieures. Apprentissage par renforcement peut étre défini
comme une classe d’approches de résolution de problemes dans lesquelles
I'apprenant (I’agent) apprend a travers d"une série de recherches par d’es-
sais (erreurs) et de récompenses différées (ultérieures) en considérant
ces deux caractéristiques distinctives les plus importantes de 'appren-
tissage par renforcement. Le but est de maximiser non seulement la ré-

40. En géométrie, une géodésique désigne la généralisation d’une ligne droite sur une
surface. En particulier, le chemin le plus court ou un des plus courts chemins, sil en existe
plusieurs, entre deux points d"un espace pourvu d'une métrique est une géodésique.
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compense immédiate, mais aussi la récompense cumulée a long terme;
de sorte que, I’agent puisse apprendre a se rapprocher d’une stratégie
comportementale optimale en interagissant en permanence avec 1’environ-
nement. Dans les cas les plus intéressants et les plus difficiles, les actions
peuvent affecter non seulement la récompense immédiate, mais également
la situation suivante, et par 1a méme, toutes les récompenses ultérieures
[Barto & Sutton 2014]. Le scénario général de 1’apprentissage par renfor-
cement est illustré a la figure 3.6. Contrairement au scénario d’apprentis-
sage supervisé envisagé au dessus, 'apprenant ne regoit pas passivement
un jeu de données étiqueté. Au lieu de cela, il collecte des informations
par le biais d’actions en interagissant avec 1’environnement. En réponse a
une action, I’apprenant ou l’agent recoit deux types d’informations : son
état (state) actuel dans I’environnement et une récompense (reward) réelle,
spécifique a la tache et a I'objectif correspondant [Richard 2001].

action

Environment

reward

FIGURE 3.6 — Processus d’apprentissage dans 'apprentissage par renforcement.

Nous voyons qu'il existe plusieurs différences entre le scénario
d’apprentissage par renforcement et le scénario d’apprentissage supervisé
examiné précédemment. Contrairement a ’apprentissage supervisé, il n'y
a pas de répartition fixée selon laquelle les instances sont dessinées; c’est
le choix d'une politique qui définit la distribution sur les observations. En
fait, de légers changements a la politique peuvent avoir des effets drama-
tiques sur les récompenses recues. De plus, I’environnement peut ne pas
étre corrigé, il peut également varier en fonction des actions sélectionnées
par 'agent. Ainsi ce type d’apprentissage constituer un modele plus réa-
liste pour certains problemes d’apprentissage que l’apprentissage super-
visé. Enfin, nous voyons aussi, contrairement a I’apprentissage supervisé,
les phases d’apprentissage par renforcement (apprentissage, test) sont mé-
langées. Dans cette partie, nous aborderons diverses techniques utilisées
dans l'apprentissage par renforcement a 1’aide d’exemples pratiques. Les
techniques abordées sont les suivantes :

3.5.3.3.1 Processus décisionnels de Markov-MDP

Dans 'apprentissage par renforcement, le MDP -Markov Decision
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Process- est un cadre mathématique permettant de modéliser la prise de
décision d'un agent dans des situations ou des environnements ou les
résultats sont en partie aléatoires et en partie sous controle. Dans ce mo-
dele, I’environnement est modélisé comme un ensemble d’états et d’ac-
tions pouvant étre effectuées par un agent pour contrdler I'état du sys-
téme. L'objectif est donc de contrdler le systéme de maniére a maximiser
le rendement total de I'agent [Mannor et al. 2009][Even-Dar et al. 2009].

"'Aentl

o Agent |

state reward

S‘z‘ Rz‘
| Rr+1 i
— ————— "
S LEnwronment

action

F1GURE 3.7 — Interaction agent — environnement dans un processus décisionnel de Mar-
kov.

Nous voyons que les deux figures 3.6 et 3.7 sont presque identiques.
Pour cela, nous pouvons dire que le processus décisionnel de Markov
décrit formellement un environnement d’apprentissage par renforcement.
Ou:

— L’environnement est entiérement observable;

— L’état actuel caractérise completement le processus (ce qui signifie
que l'état futur dépend entierement de 1’état actuel plutot que des
états ou des valeurs historiques);

— Presque tous les problemes d’apprentissage par renforcement
peuvent étre formalisés en tant que MDP (par exemple, le controle
optimal concerne principalement des MDP continus).

MDP travaille sur la simple propriété markovienne d'un état. Par
exemple, S; ;1 dépend entierement du dernier état S; plutot que des dé-
pendances historiques. Nous invitons les chercheurs intéressés par les
MDP de consulter 'un des nombreux excellents ouvrages sur ce su-
jet, tels que [Bertsekas & Shreve 1978] [Bertsekas 2007] [P.Bertsekas 2007]
[Puterman 1994].

3.5.3.3.2 Equations de Bellman

Richard Bellman est un mathématicien américain qui a utilisé les
équations pour la formulation mathématique du MDP pour obtenir les
politiques optimales de 1’environnement. Les équations de Bellman sont
omniprésentes dans 'apprentissage par renforcement, elles sont néces-
saires pour comprendre le fonctionnement des algorithmes de ce type
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d’apprentissage. Les équations de Bellman est une condition nécessaire
pour l'optimisation associée a une méthode d’amélioration mathéma-
tique appelée « programmation dynamique ». Les équations de Bell-
man sont des équations linéaires qui peuvent étre résolues pour tout
I'environnement. Cependant, la complexité en temps pour résoudre ces
équations est O(n®); ce qui devient trés cofiteux en calcul lorsque le
nombre d’états dans un environnement est grand; et parfois, il n’est
pas possible d’explorer tous les états, car I’environnement est trées vaste
[Mingyuan 2013][Huizhen et al. 2018]. L'importance des équations de Bell-
man est qu’elles nous permettent d’exprimer les valeurs des états en tant
que valeurs des autres états, cela signifie que si nous connaissons la va-
leur de s; 4 1, alors nous pouvons tres facilement calculer la valeur de s;.
, cela ouvre beaucoup de portes aux approches itératives pour calculer la
valeur de chaque état, car si nous connaissons la valeur de 1’état suivant,
nous pouvons connaitre la valeur de 1’état actuel. Enfin, avec les équa-
tions de Bellman en main, nous pouvons commencer a chercher comment
calculer des politiques optimales et comment coder notre premier agent
d’apprentissage par renforcement+' [Philip 2018].

3.5.3.3.3 Programmation dynamique-DP

Le terme programmation dynamique -Dynamic Programming- dé-
signe un ensemble d’algorithmes pouvant étre utilisés pour calculer des
politiques optimales a partir d'un modele parfait de I’environnement sous
la forme d'un processus décisionnel de Markov (MDP). La programma-
tion dynamique permet de résoudre de gros problemes complexes en les
décomposant en sous-problémes plus petits qui sont ensuite résolus indé-
pendamment dont les résultats sont combinés pour former la solution au
probléme initial [Dreyfus 2002]. Parmi les méthodes de la programmation
dynamique, nous citons la méthode - Divide-and-Conquer- , cette méthode
est un paradigme qui résout de maniere récursive des problémes dont la
solution peut étre trouvée en termes d’instances plus petites d’elle-méme.
Avec Divide-and-Conquer , il est inévitable qu'un sous-probléme soit résolu
plus d’une fois (en fait, plusieurs fois) 4*. Alors, le but de la programma-
tion dynamique est d’éliminer les redondances.

3.5.3.3.4 Les méthodes de Monte Carlo

Les méthodes de Monte Carlo sont des moyens de résoudre le pro-
bleme de l'apprentissage par renforcement basé sur la moyenne des re-
tours d’échantillon. Elles effectuent des sélections aléatoires a partir des
échantillons sur la base d'un modeéle supposé. Elles ne requiérent que
des expériences a travers des séquences d’échantillons d’états, actions et
récompenses tirées d’interactions réelles ou simulées avec un environne-

41. https  ://joshgreaves.com/reinforcement-learning /understanding-rl-the-bellman-
equations/, (consulté le : 05/04/2019)

42. http ://cgi.csclivac.uk/ ped/teachadmin/algor/dyprog.html, (consulté le
05/04/2019)
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ment#[Nutini 2017]. En plus précisément, la méthode de Monte Carlo
est un sous-ensemble d’algorithmes de calcul qui utilisent le processus
d’échantillonnage aléatoire avec remise pour effectuer des estimations nu-
mériques de parametres inconnus. Elles permettent de modéliser des si-
tuations complexes impliquant de nombreuses variables aléatoires, elles
permettent également d’évaluer 'impact du risque. Les utilisations des
méthodes de Monte Carlo sont extrémement variées, elles ont conduit a
un certain nombre de découvertes révolutionnaires dans les domaines de
la finance pour déterminer quand lever une option sur un bien finan-
cier, de I assurance pour évaluer le montant d’une prime, de la biologie
pour étudier les dynamiques intra et intercellulaires, de la physique nu-
cléaire pour connaitre la probabilité qu'une particule traverse un écran, de
la télécommunications pour déterminer la qualité de service, ou de facon
générale pour déterminer la fiabilité d’un systeme, sa disponibilité ou son
temps moyen d’atteinte de la défaillance 44[Paxton ef al. 2001].

3.5.3.3.5 Apprentissage par différence temporelle-TD

S’il fallait identifier une idée comme principale et nouvelle dans
I'apprentissage par renforcement, ce serait sans doute 1’apprentissage par
différence temporelle -Temporal Difference- . 11 a été principalement utilisé
pour résoudre le probleme de I’apprentissage par renforcement. L'appren-
tissage par TD est une combinaison d’idées de Monte Carlo et d’idées de
programmation dynamique. A l'instar des méthodes de Monte Carlo, la
méthode TD peut tirer directement des informations de I'expérience brute
sans modéliser la dynamique de l'environnement. C-a-d., il apprend en
échantillonnant 1’environnement selon certaines regles. TD est donc lié
aux techniques de programmation dynamique, car il se rapproche de son
estimation actuelle en fonction d’estimations acquises précédemment (un
processus appelé bootstrapping) [Richard & Barto 1998][Richard 1988].

3.5.3.3.6 Algorithme Q-learning

Q-Learning est 'une des méthodes d’apprentissage par renforce-
ment largement utilisées en robotique. Dans Q-learning, un agent sélec-
tionne une action parmi toutes les actions possibles dans un état qui suit
une politique, il provoque une interaction avec un environnement a un
moment donné [Manju & Punithavalli 2011]. Une récompense est attri-
buée a l'action sélectionnée a partir de 'environnement en tant que va-
leur scalaire [Christopher 1989]. A ce moment, 1’agent renouvelle la base
de données en raison de la récompense donnée. En répétant ce processus,
les valeurs d’action sont renouvelées et stockées dans chaque état. Apres
I'apprentissage, un mouvement optimal pour la tdche souhaitée peut étre
réalisé en sélectionnant simplement les actions avec la valeur d’action la

43. https  ://www.sciencedirect.com/topics/computer-science/monte-carlo-method,
(consulté le : 05/04/2019)

44. https :/ /towardsdatascience.com /an-overview-of-monte-carlo-methods-
675384€eb1694, (consulté le : 05/04/2019)
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plus élevée dans chaque état. Dans Q-learning, la convergence vers la so-
lution optimale est promise tant que la série de processus d’apprentissage
suit le processus décisionnel de Markov (MDP). Q-learning utilise 1’ap-
prentissage par différence temporelle (TD) pour estimer la valeur de Q *
(s, a), ot a est une action et s est un état, Q * est la valeur attendue (ré-
compense actualisée cumulative) de faire a dans I'état s et ensuite suivre
la stratégie optimale [Drugan 2017].

MODELISATION STATISTIQUE VS MACHINE LEARNING

Bien qu’il existe des similitudes inhérentes entre la modélisation
statistique et les méthodologies d’apprentissage automatique -Machine
Learning- , ce n’est parfois pas évident pour de nombreux praticiens. Nous
expliquons brievement les différences et les similitudes entre les deux
concepts. Nous commencons par la modélisation statistique; elle se carac-
térise par formalisation des relations entre variables sous forme d’équa-
tions mathématiques. Ainsi que, elle prendre la forme de la courbe du
modele avant de procéder a 1’ajustement du modele sur les données (par
exemple, linéaire, polynomial, etc.). En plus, la modélisation statistique
prédit la sortie avec une précision de 85% et une confiance de 95%, de
sorte que les données sont réparties entre 30% et 70% afin de créer des
données de l'apprentissage et de test respectivement. Mais, elle peut étre
développée sur un seul jeu de données appelé données d’apprentissage,
car les diagnostics sont effectués a la fois avec une précision globale au
niveau des variables individuelles. Principalement, la modélisation statis-
tique est utilisée a des fins de recherche par des chercheurs statisticiens.
Tandis que, Machine Learning est un ensemble d’algorithmes pouvant ti-
rer des données sans recourir a la programmation basée sur des regles.
Ainsi que, il n’est pas nécessaire d’assumer la forme sous-jacente, car les
algorithmes d’apprentissage automatique peuvent apprendre automati-
quement des modeéles complexes en fonction des données fournies. En
plus, 'apprentissage automatique ne fait que prédire le résultat avec une
précision mois de 90%, de sorte que les données sont réparties entre 30%
et 70% afin de créer des données de l'apprentissage et de test respecti-
vement. Mais, en raison du manque de diagnostics sur les variables, les
algorithmes d’apprentissage automatique doivent étre formés sur deux
jeux de données appelés données d’apprentissage et de validation. Gé-
néralement, Machine Learning est tres apte a étre implémenté dans un
environnement de production par des informaticiens.
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3.7 APPLICATIONS DE L’APPRENTISSAGE AUTOMATIQUE
Voici quelques applications de I'apprentissage automatique :

— Marketing : Comprendre le comportement du site en prévoyant le
nombre possible d’utilisateurs visitant la page de 1’entreprise pour
I’analyse du produit.

— Optimisation de la publicité : Les techniques d’optimisation sont
applicables a la publicité destinée & promouvoir l'entreprise.

— Moteur de recommandation : Techniques d’apprentissage automa-
tique prévoient la préférence des clients en comprenant I'enquéte
analytique précédente.

— Analyse du panier de marché : Interprétation du comportement
du client en fournissant des remises personnalisées proposées par
I'entreprise pour augmenter la taille du panier.

— Prévision de désabonnement des clients : Des clients spécifiques
recoivent une attention supplémentaire de la part des équipes de
service afin de les fidéliser.

— Optimisation opérationnelle : Les systemes sont susceptibles
d’échouer, par conséquent des contrdles réguliers sont effectués a
titre préventif.

— Maintenance préventive : Veillez a protéger les opérations et les
transactions a intervalles réguliers pour éviter les pertes de don-
nées.

— Surveillance de la sécurité : Examiner le comportement anormal
des utilisateurs et rechercher le comportement malveillant parmi
différents utilisateurs.

— Evaluation des risques : Evaluer le risque de certaines transac-
tions sur la base de 1'expérience passée d"une supervision et d'une
analyse continues.

— Détection de fraude : Ces méthodes examinent minutieusement
les caractéristiques anormales d'un type utilisateur pour détecter
la fraude et la cybercriminalité.

— Surveillance du réseau : L'observation de la défaillance du réseau
suit la force et la faiblesse d'un chemin de réseau en augmentant le
filtrage.
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CONCLUSION

L’analyse des données est I’application de méthodes mathématiques
pour obtenir des informations a partir de données qui peuvent étre uti-
lisées pour améliorer les processus ou appuyer les décisions. L'analyse
des données s’est donc principalement concentrée sur des concepts et des
modeéles statistiques en les transformant en algorithmes afin que les ma-
chines puissent apprendre par elles-mémes; c’est ce que nous appelons
I'apprentissage automatique. L'apprentissage automatique est le dernier
d'une longue série d’essais visant a résumer les connaissances humaines
et la logique sous une forme adaptée a la construction de machines et a
I'ingénierie de systémes automatisés. L'apprentissage automatique est de-
venu de plus en plus omniprésent, ainsi 1'utilisation de logiciels est deve-
nue plus facile. Donc, nous pouvons maintenant dire que l'apprentissage
automatique a eu de nombreux succes, car un logiciel est facilement dispo-
nible pour concevoir et construire des systemes d’apprentissage automa-
tique riches et flexibles. Dans le chapitre suivant, nous verrons comment
traiter le Big Data en utilisant les nouvelles technologies utilisées dans ce
domaine.
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4.1

4.2

Chapitre 4. Calcul parallele et distribué pour I’analyse du Big Data

INTRODUCTION

Le traitement de données volumineuses nécessite des ressources in-
formatiques massivement paralleles et largement distribuées en raison de
la quantité de données impliquée dans un calcul, ainssi que les résultats
sont fournis dans un délai assez court, sinon, ce traitement peut perdre de
la valeur avec le temps. Le calcul parallele et distribué a émergé en tant
que solution pour résoudre des problemes complexes en utilisant d’abord
plusieurs équipements de traitement, puis plusieurs nceuds de calcul dans
un réseau. Le passage du traitement séquentiel au traitement parallele et
distribué offre des performances et une fiabilité élevées pour les appli-
cations. Mais, il introduit également de nouveaux défis en termes d’ar-
chitectures matérielles, de technologies de communication interprocessus,
d’algorithmes et de conception de systemes. Dans ce chapitre, nous pré-
sentons divers systemes et technologies qui nous permettent et qui nous
aident a traiter les données volumineuses de maniére plus efficace.

CALCUL PARALLELE ET DISTRIBUE POUR BIG DATA

Le monde d’aujourd’hui a une vision globale de la fagon de gérer
les problemes du Big Data notamment le volume, la variété et la véracité.
Mais cela devient tres facile avec le développement terrible des machines
et des logiciels. Premiérement, la puissance du matériel a augmenté, et son
prix a diminué. En conséquence, beaucoup des logiciels sont apparus qui
tirent parti de ce matériel en automatisant des processus tels que 1'équili-
brage de charge et I'optimisation sur un vaste cluster de nceuds. L'un des
problémes liés a la gestion de grandes quantités de données est I'impact
de la latence qui touche tous les aspects de l'informatique notamment les
communications, la gestion des données, les performances du systeme,
etc. La possibilité de tirer parti des techniques de calcul distribué et de
traitement parallele a permis de réduire le temps de latence. Il peut s’avé-
rer impossible de créer une application Big Data dans un environnement
a latence élevée si des performances élevées sont nécessaires. Il est néces-
saire de traiter, analyser et vérifier ces données en temps quasi réel. Dans
le but de réduire le temps de latence, diverses techniques de calcul pa-
rallele et distribué ont été proposées de temps a autre par des chercheurs
et des praticiens. Le calcul paralléle utilise des nceuds de calcul ou des
machines modernes qui contient des processeurs courants souvent multi-
coeurs, multithread ou GPU comme des infrastructures matérielles, ou il
utilise des plateformes ou des technologies sophistiquées, souvent Ha-
doop et son écosysteme comme des infrastructures logicielles [CE 1998],
cela permet aux technologies paralleles d’accroitre rapidement la vitesse
du processeur et I'efficacité énergétique. En plus, le traitement du Big Data
est largement déterminé par les systémes distribués utilisés pour per-
mettre 1’échange de données entre les nceuds de calcul [Pop et al. 2017].
Les ressources de traitement de connexion réseau peuvent également étre
des produits courants tels qu’Ethernet. Cependant, il est souvent utile de
concevoir un réseau personnalisé, ou du moins d’utiliser une configura-
tion personnalisée de commutateurs de base qui répondent aux exigences
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de communication. Alors, le traitement du Big Data dans le sens parallele
et distribué unifie le calcul paralléle et distribué en méme temps; il permet
d’exploiter les technologies du Big Data dans un ensemble de nceuds de
calcul en réseau hétérogenes et les présenter comme une ressource unifiée.

Calcul parallele

Le calcul paralléle est basé sur les systemes paralleles qui sont com-
posés de processeurs, d"une hiérarchie de mémoires et de réseaux d’inter-
connexion [Benjamin 2008][Inderpal 2013]. L'évolution de ces composants
a été trés importante, les systémes paralleles sont encore améliorés, mais a
des vitesses différentes. L'évolution de la technologie se poursuit et rend
les processeurs toujours plus puissants. Méme si les performances de la
mémoire continuent d’augmenter, I'écart entre les processeurs et la mé-
moire s’accroit. Aujourd’hui, plusieurs niveaux de cache sont nécessaires
pour le remplir. Enfin, la connexion entre les unités de calcul se fait par
des bus si leur nombre est petit, ou par des réseaux d’interconnexion dans
l'autre cas. Donc, dans le calcul parallele, plusieurs processeurs cooperent
pour résoudre un probléme, ce qui réduit le temps de calcul, car plu-
sieurs opérations peuvent étre effectuées simultanément. L'utilisation de
plusieurs processeurs travaillant ensemble sur un méme calcul illustre un
nouveau paradigme en matiere de résolution de problemes informatiques,
il est completement différent du traitement séquentiel. Le calcul parallele
introduit des modeles et des architectures permettant d’effectuer plusieurs
taches au sein d"un seul nceud de calcul ou d’un ensemble de nceuds étroi-
tement couplés avec un matériel homogene [Conti 2015]. Le parallélisme
est obtenu en exploitant un matériel capable de traiter plusieurs instruc-
tions en paralléle. Différentes architectures exploitent le parallélisme pour
augmenter les performances d'un systéme informatique selon que le pa-
rallélisme est réalisé sur des données, des instructions ou les deux. Le
développement d’applications paralléles nécessite souvent des environne-
ments et des compilateurs spécifiques offrant un acces transparent aux
fonctionnalités avancées des architectures sous-jacentes. Du point de vue
pratique, cela fournit une justification suffisante pour étudier le concept
de traitement en parallele et des questions connexes tels que les architec-
tures paralleles, les algorithmes paralléles, les langages de programmation
paralleles et ’analyse des performances qui sont étroitement liés.

Architectures et traitement paralleles

Le domaine de l'architecture des ordinateurs a connu une crois-
sance explosive au cours des deux dernieres décennies. Grace a un flot
continu de recherches expérimentales, d’efforts de création d’outils et
d’études théoriques, la conception d’une architecture des ordinateurs est
considérée autrefois comme un art. L’architecture des ordinateurs a été
transformée en 1'une des branches les plus quantitatives de la technolo-
gie informatique. Dans le méme temps, une meilleure compréhension des
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différentes formes de concurrence, du pipeline standard au parallélisme
massif, et I'invention de structures architecturales pour prendre en charge
un modele de programmation relativement efficace et convivial pour de
tels systemes ont permis aux performances matérielles de poursuivre leur
croissance exponentielle [Parhami 2002]. Avec cette croissance explosive,
les performances continueront de croitre de maniére exponentielle avec
chaque nouvelle génération de matériel, et que (contrairement au logi-
ciel) le matériel informatique fonctionnera correctement des qu’il sort de
la chaine de montage. Cela a entrainé une complexité matérielle sans pré-
cédent et des cotits de développement presque intolérables. Les défis que
doivent relever les concepteurs des architectures des ordinateurs actuels
consiste a instaurer la simplicité; de sorte que les concepteurs utilisent les
théories fondamentales développées dans ce domaine pour obtenir des
avantages en termes de performances et de facilité d’utilisation grace a
des circuits plus simples, ainsi que de comprendre l'interaction entre les
capacités et les limitations technologiques, d"une part, et les décisions de
conception en fonction des besoins des utilisateurs et des applications,
d’autre part.

I est maintenant possible de construire de puissants systémes mul-
tiprocesseurs [Atiquzzaman 1993][Baer 1976] et de les utiliser efficacement
pour le traitement de données qui a connu une expansion explosive dans
de nombreux domaines de l'informatique et de 1'ingénierie. Pour répondre
aux exigences de performances des applications, l'un des moyens consiste
a utiliser le systeme multiprocesseur le plus puissant disponible a ce
jour. Le concept du traitement parallele differe du traitement séquentiel.
Dans le calcul séquentiel, un processeur est effectue une opération a la
fois [Fischer & Plessow 2015]. D’autre part, dans le calcul parallele, plu-
sieurs processeurs cooperent pour résoudre un probleme, ce qui réduit le
temps de calcul, car plusieurs opérations peuvent étre effectuées simulta-
nément [Fischer & Plessow 2015][Obiniyi et al. 2015]. L'utilisation de plu-
sieurs processeurs travaillant ensemble sur un méme calcul illustre un
nouveau paradigme en matiere de résolution de problemes informatiques
completement différent du traitement séquentiel. Comme nous 'avons dit
précédemment, le traitement parallele implique 1'utilisation de plusieurs
facteurs tels que les architectures paralleles, les algorithmes paralleles,
les langages de programmation paralleles et 1’analyse des performances
qui sont étroitement liés. Ces facteurs permettent d’améliorer les perfor-
mances ou d’autres attributs (par exemple, la rentabilité, la fiabilité) des
ordinateurs par le biais de diverses formes de simultanéité. Bien que les
calculs aient été simultanés depuis les débuts de des ordinateurs, ils ont
récemment été appliqués de maniére a améliorer les performances ou la
rentabilité par rapport aux supercalculateurs. Comme dans tout autre do-
maine de la science et de la technologie, 1’étude des architectures et des
algorithmes paralleles nécessite une motivation et une vue d’ensemble
montrant les relations entre les problémes et les différentes solutions pour
les résoudre, ainsi que des modéles de comparaison, de mise en relation
et d’évaluation de nouvelles idées.
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Le parallélisme a introduit de nouveaux degrés de liberté dans les
approches de conception d’architecture et d’algorithme [Schnabel 1985].
Pour une utilisation efficace des systéemes paralleles, il est essentiel d’ob-
tenir une bonne adéquation entre les exigences de l’algorithme et les ca-
pacités de l'architecture. En général, I'exécution d’un probleme de calcul
parallele comporte quatre étapes. La premiére étape consiste a fournir une
architecture informatique parallele. La deuxiéme étape concevoir un algo-
rithme paralléle ou a mettre en parallele 1’algorithme séquentiel existant.
La troisieme étape consiste a mapper l'algorithme parallele dans 'archi-
tecture informatique parallele appropriée, et la derniere étape consiste a
écrire le programme parallele en utilisant une approche de programma-
tion parallele applicable.

4.2.1.1.1 Les architectures paralleles

L’architecture des ordinateurs est I'étude de l'organisation et de
I'interconnexion de composants de systéemes informatiques. L'ordinateur
peut étre construit a partir des blocs de construction de base tels que les
mémoires, les unités arithmétiques, les éléments de traitement et les bus .
Il est possible de construire a partir de ces blocs de construction n’importe
quel type d’ordinateur, du plus petit (micro-ordinateur) au plus grand
(super-ordinateur). Le comportement fonctionnel des composants de dif-
férents ordinateurs est similaire. Par exemple, le systeme de mémoire exé-
cute les fonctions de stockage, 1'unité de traitement centrale effectue les
opérations, et les interfaces d’entrée et de sortie transferent les données
d’un processeur aux dispositifs appropriés.

Les principales différences entre les ordinateurs est la fagcon dont
les unités sont connectées les unes aux autres. Les caractéristiques de per-
formance de ces unités est la maniere dont elles contrdlent le systeme
informatique au cours des opérations. Les deux principaux composants
du systeme informatique traditionnel sont le processeur et la mémoire;
de sorte que, le processeur gere les données stockées en mémoire selon les
instructions.

Le transfert de données dans un systeme est bidirectionnel,
ce qui signifie que les données peuvent étre lues ou écrites dans
les modules de mémoire. La figure 4.1 représente linterconnexion
mémoire-processeur connue sous le nom de modele de calcul de Von
Neumann [Burks & Neumann 1946][Hepsa 2000]. Une autre extension
naturelle du modele de Von Neumann est un réseau d’ordinateurs
[Asprey 1989][Asprey 1990], chaque nceud du réseau est un ordinateur
autonome qui peut étre considérablement complexe, il fonctionne de ma-
niére totalement autonome par rapport aux autres nceuds. Un réseau in-
formatique peut étre géographiquement distribué.

1. https ://computing.linl.gov/tutorials/parallel_comp/, (consulté le :11/04/2019)
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Mémoire

Instructions Données

Processeur

FIGURE 4.1 — Interconnexion mémoire-processeur.

En plus de cette extension naturelle du modele de Von Neu-
mann, il est possible d’adopter une approche plus fondamentale et de
concevoir de nouveaux modeles de calcul exclusivement pour le trai-
tement en paralléle. Ces modeles comprennent les processeurs multi-
cceurs, les modeles de flux de données et les modeles de flux de controle
[Najjara ef al. 1999]. Sachant que, Les ordinateurs paralléles sont divisés
en deux catégories principales : de flux de contrdle et de flux de don-
nées [Faraz et al. 2015][Dijkstra & Broy 1985]. Les ordinateurs paralleles a
flux de contrdle reposent essentiellement sur les mémes principes que 1'or-
dinateur séquentiel ou de Von Neumann sauf que plusieurs instructions
peuvent étre exécutées a un moment donné [Brownbridge et al. 1982]. Les
ordinateurs paralleles de flux de données, parfois appelés «<non-Von Neu-
mann», sont complétement différents en ce qu’ils n‘ont pas de poin-
teur sur une ou plusieurs instructions actives ni sur un lieu de controle
[Eassa & Zaki 1995][Panfilova & Salibekyan 2014]. Le contrdle est totale-
ment distribué, la disponibilité d’opérandes déclenchant I’activation d’ins-
tructions. Dans ce qui suit, nous nous concentrerons exclusivement sur les
ordinateurs paralleles a flux de controle.

4.2.1.1.1.1 Classification des architectures de machines

En 1966, M. ]. Flynn a classé les architectures de machines selon di-
verses caractéristiques, notamment le nombre de processeurs, le nombre
de programmes qu’elles peuvent exécuter et la structure de la mémoire.
Cette classification révele une bonne méthode pour la taxonomie des archi-
tectures de machines. La classification de Flynn est devenue une norme,
il est largement utilisée. Flynn a inventé les abréviations SISD -Single
Instruction on Single Data-, SIMD -Single Instruction Multiple Data-, MISD
-Multiple Instructions Single Data- et MIMD -Multiple Instructions on Mul-
tiple Data- pour les quatre classes d’ordinateurs illustrées dans la Figure
4.9, en fonction du nombre de flux d’instructions (un ou plusieurs) et flux
de données (un ou plusieurs) [Flynn 1966].
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La classe SISD représente des machines qui utilisent des «mono-
processeurs» dont les instructions ne fonctionnaient que sur des don-
nées uniques, c-a-d., ces machines ont une unité centrale qui exécute
une instruction a la fois (flux d’instructions unique), cette unité extrait
ou stocke un élément de données a la fois (flux de données unique).
La figure 4.2 présente une structure générale de l’architecture SISD.
Tous les ordinateurs SISD utilisent un seul registre appelé : compteur
de programme?, ce registre impose 1’exécution en série des instructions
[Flynn 1972][Flynn 1995]. Au fur et a mesure que chaque instruction est
extraite de la mémoire, ce registre est mis a jour a l’adresse de l'instruc-
tion suivante a extraire et a exécuter, ce qui donne un ordre d’exécution
en série, ce qui rend également cette exécution tres lente.

—+ |[[Unittdecontroe | walRAkE SN G

o
-

Jnstruction uLiEE,

Meémoire

Flux de

FIGURE 4.2 — Modele d’architecture SISD.

Tandis que, les ordinateurs de la classe SIMD avec plusieurs proces-
seurs dirigés par des instructions provenant d"une unité de controle cen-
trale sont parfois appelés «processeurs multidisques». L'unité de controle
génere les signaux de contrdle pour tous les éléments de traitement, les-
quels exécutent la méme opération sur différents éléments de données
(donc de multiples flux de données), ce qui signifie qu’ils exécutent des
programmes dans un mode pas a pas, chaque élément de traitement pos-
séde ses propres flux de données [Flynn 1995] [MinYou & Wei 1995]. En
d’autres termes, de nombreux éléments de traitement distincts sont appe-
1és par une seule unité de contrdle. La figure 4.3 présente une vue générale
d'une architecture SIMD lorsqu’un seul élément de traitement est actif, il
peut étre une machine de Von Neumann.

2. Dans un processeur, le compteur de programme ou le compteur ordinal ou pointeur
d’instruction est le registre (souvent nommé PC) qui contient I'adresse mémoire de 1'ins-
truction en cours d’exécution ou prochainement exécutée (cela dépend de l'architecture).
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Unite de controle
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FIGURE 4.3 — Modéle d’architecture SIMD.

SIMD est largement utilisé pour le traitement d’image, de vidéo, et
le traitement du signal numérique [Choi ef al. 2016]. Ces ordinateurs sont
principalement utilisés pour les problemes de parallélisme & grain réduit.
Parce que, ils effectuent le méme calcul sur plusieurs points de données,
ce qui entraine un parallélisme au niveau des données et donc des gains
de performance.

INSTRLICTICN

FIGURE 4.4 — Différence entre SISD et SIMD.

On peut voir sur la figure 4.4 que SIMD ne fournit pas le paral-
lélisme au niveau instruction, mais seulement le parallélisme au niveau
des données. SIMD peut traiter plusieurs vecteurs de données avec une
seule instruction; ceci est trés utile pour certaines opérations en boucle.
Par exemple, si vous avez deux listes d’octets et que vous souhaitez les
ajouter a une liste, en supposant que la longueur des deux listes est de
1024, alors I'opération d’ajout prendra 1024 fois, mais si SIMD est pris en
charge par l'ordinateur et le CPU est de 64 bits, cela ne prendra que 128
fois pour terminer le traitement.

Les machines de la catégorie MISD peuvent exécuter plusieurs pro-
grammes différents sur le méme élément de données 3 [Popov 2017]; cela
implique que plusieurs instructions fonctionnent sur une seule donnée. La
figure 4.5 représente la structure générale d"une architecture MISD.

3. https  ://www.includehelp.com/cso/parallel-processing.aspx, (consulté le
20/04/2019)
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FIGURE 4.5 — Modele d’architecture MISD.

MIMD est un autre type de parallélisme. Par rapport a la machine
avec SIMD, les machines utilisant MIMD ont un certain nombre de proces-
seurs qui fonctionnent de maniere asynchrone et indépendante, chacun de
ces processeurs peut exécuter un programme différent (flux d'instructions
multiples) sur son propre élément de données (flux de données multiple).
De plus, dans la plupart des systemes MIMD, chaque processeur a acces
a une mémoire globale, ce qui peut réduire les délais de communication.
Ainsi que, chaque processeur possede une mémoire privée, ce qui aide a
éviter les conflits de mémoire 4 [Azeem et al. 2015]. La plupart des archi-
tectures MIMD tirent parti du parallélisme a grain moyen et large. Dans
les architectures paralleles MIMD actuelles, le nombre de processeurs est
inférieur a celui des systemes SIMD. La figure 4.6 représente la structure
générale d"une architecture MIMD :

Unité de Fhux dmstraction I = cur [ Flux de données Dy
contréle U *| arithmétique Py [
Flux dmstnuction I 1
Unité de T i Flux de donnees D
contréle Uy arithmétique P, ™
L] L ]
L L
L] -
Flux dmstruction Flux de donneée
Undté de l. 2 Processeur - !-E‘
contréle U, arithmétique P, |

FIGURE 4.6 — Modéle d’architecture MIMD.

4. https :/ /www.techopedia.com/definition/3479/multiple-instruction-multiple-
data-mimd, (consulté le : 20/04/2019)
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Comme nous avons déja parlé ci-dessus, un systeme MIMD est
un systéme multiprocesseur ou multi-ordinateur dans lequel chaque pro-
cesseur individuel posseéde sa propre unité de contrdle et exécute son
propre programme. Dans un systéme MIMD, on peut accepter plusieurs
instructions en méme temps; chaque instruction est indépendante des
autres. Le systtme MIMD traite son propre flux de données. Il existe
deux types de MIMD : MIMD a mémoire partagée (SM- MIMD :Shared
Memory- Multiple Instructions on Multiple Data-) et MIMD & mémoire dis-
tribuée (DM- MIMD :Distributed Memory- Multiple Instructions on Multiple
Data-) [Dongarra & van der Steen 2012]. Dans le modéle SM-MIMD, tous
les processeurs partagent une mémoire centrale commune. La particularité
des systemes a mémoire partagée est que le nombre de blocs de mémoire
utilisés n’a pas d’importance, mais nous sommes préoccupés par la ma-
niére dont ces blocs sont connectés aux processeurs, les espaces d’adresse
de ces blocs de mémoire sont unifiés dans un espace d’adresse global par-
faitement visible par tous les processeurs du systeme a mémoire partagée
[Rajaraman & Murthy 2016] [Elnour et al. 2014].

Processeur 1 Processeur I Processeur n

§ ¢ ¢ 1

Réseau d'interconnexion

t $ 1 1 1§

[mnmr: ] l Mdrmaine 2 ] [ Mdraine 3 ] [ ......... lw..m.. n

Mémoire partagée

FIGURE 4.7 — Mémoire partagée MIMD (SM- MIMD).

La figure 4.7 représente SM-MIMD montrant les processeurs et les
mémoires connectés par un réseau d’interconnexion, 'un des avantages
du modele de mémoire partagée est qu’il est facile & comprendre, un
autre avantage est que la cohérence de la mémoire est gérée par le sys-
teme d’exploitation. Il est donc facile pour le développeur de concevoir un
programme paralléle dans un tel modele. L'inconvénient est qu’il est dif-
ficile d’évoluer avec le modele a mémoire partagée, et qu’il n’est pas aussi
flexible que le modele & mémoire distribuée (voir la figure 4.8 ci-dessous).

Le modele a mémoire partagée est couramment utilisé les GPUs.

Le marché des jeux vidéo est tellement lucratif que I'industrie a
mis au point des cartes graphiques de plus en plus rapides afin de traiter
des jeux vidéo de plus en plus détaillés. Il s’agit en réalité de périphé-
riques de traitement parallele. Au début du 21°™¢ siecle, certains se sont
demandé s’il serait possible de les utiliser pour le traitement parallele
d’applications non graphiques, cette programmation s’appelait GPGPU-
General-purpose processing on graphics processing units-. Les GPGPUs sont
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des co-processeurs fortement optimisés pour le traitement graphique, plus
tard abrégée en GPU [Ohno et al. 2011].

A la fin des années nonante, NVIDIA présentait le premier GPU dis-
ponible sur le marché pour un ordinateur de bureau appelé GeForce 256. 11
pouvait traiter 10 millions de polygones par seconde, ce qui lui permettait
de décharger une quantité importante de traitement graphique de la CPU.
Des technologies telles que CUDA permet désormais aux utilisateurs d’ac-
céder directement a leurs calculs en utilisant du matériel graphique puis-
sant et moderne. CUDA est une architecture logicielle développée par
NVIDIA qui permet de programmer des GPU a l'aide de langages de pro-
grammation de haut niveau tels que C et C ++ [Anders & KAndrot 2011].

Comme nous avons indiqué précédemment, le matériel GPU et la
programmation CUDA sont orientés sur les threads et la mémoire par-
tagée. Jusqu'ici, tout va bien, mais il y a des problémes dans certains des
concepts. Nous commengons donc a nous préparer a un barrage de termes
spécialisés : L'exécution sur le GPU (appelé le périphérique) est lancée sur
le CPU (I'héte). Le GPU est une unité de traitement graphique polyvalente
capable d'implémenter des algorithmes paralléles> [Pratxa & Xing 2011].
Il est connecté a 'ordinateur hote pour exécuter la partie d'une appli-
cation qui nécessite beaucoup de temps de calculs et jeux de données
volumineux. Ce périphérique est responsable de 1’exécution de la partie
parallele de I'application. Tandis que, 'hote est 1’ordinateur qui s’interface
avec l'utilisateur, il contrdle le périphérique utilisé pour exécuter la par-
tie de I’application qui nécessite une grande quantité de données, mais il
nécessite également des calculs paralleles. L'hote est donc responsable de
l'exécution de la partie série de 'application .

Nous voyons que le terme mémoire partagée dans ce contexte fait
maintenant référence a la mémoire de la carte graphique et non a la mé-
moire utilisée par la CPU; cette mémoire est appelée mémoire globale.
Pour rendre les choses encore plus déroutantes, il existe en fait quelque
chose appelé mémoire partagée, que nous verrons vraiment équivaloir a
un cache. Lors du lancement, le programmeur configure également des
structures spéciales, une grille et des blocs qui déterminent la maniere
dont les threads sont organisés.

En outre, la mémoire distribuée -DM :Distributed Memory- est un
autre type de MIMD. Dans ce modéle, chaque processeur a son propre
emplacement de mémoire. Chaque processeur n’a aucune connaissance
directe de la mémoire des autres processeurs. Pour que les données
soient partagées, elles doivent étre transmises d’un processeur a un autre
en tant que message [Elnour et al. 2014] [McClelland & Rumelhart 1985].
Puisqu’il n'y a pas de mémoire partagée, le conflit n’est pas un probleme
grave avec ces machines. DM-MIMD est la partie qui connait la croissance

5. https :/ /www.scienceabc.com/innovation/what-is-a-gpu-how-exactly-does-it-help-
in-running-high-graphic-games.html, (consulté le : 20/04/2019)

6. https :/ /www.scienceabc.com/innovation/what-is-a-gpu-how-exactly-does-it-help-
in-running-high-graphic-games.html, (consulté le : 20/04/2019)
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la plus rapide dans la famille des ordinateurs ou des serveurs hautes per-
formances, car elle peut considérablement améliorer la bande passante
en ajoutant plus de processeurs et de mémoires. La figure 4.8 ci-dessous
illustre la structure de DM-MIMD.

Processeur 1 Processeur 2 Processeur n

BERAAEERS SEEBAE

Mémoire 1 Meémoire 2 R Alémoire n

Réseau d'interconnexion

FIGURE 4.8 — Mémoire distribuée MIMD (DM- MIMD).

L'inconvénient de DM-MIMD est que les cofits de communication
entre différents processeurs peuvent étre tres élevés et qu’il est difficile
d’accéder aux données non locales qui se trouvent dans les mémoires
d’autres processeurs. De nos jours, de nombreux systémes ont été concus
pour réduire le temps et les difficultés entre les processeurs, tels que Hy-
percube et Mesh. MPP -Massively Parallel Processors- est 'un des exemples
typiques de DM-MIMD et de nombreuses technologies Big Data réputées
reposent sur MPP, comme BIG SQL (SQL sur Hadoop) d'IBM et Impala
de Cloudera. En résumé, le MIMD est une tendance du développement
actuel de l'architecture informatique, et la plupart des systemes informa-
tiques distribués sont basés sur de telles technologies.

En 1988, E. Johnson a proposé une classification supplémentaire
de ces machines en fonction de leur structure de mémoire (globale ou
distribuée) et du mécanisme utilisé pour la communication / synchroni-
sation (variables partagées ou transmission de messages) [Johnson 1988].
La encore, l'une des quatre catégories GMMP -Global Memory Message
Passing- n’est pas largement utilisée. Les architectures GMMP ont des es-
paces d’adresse de processus isolés. Ils sont généralement virtuels dans
la méme mémoire [Johnson 1989][Johnson 1991]. L'architecture GMSV -
Global Memory Shared Variables- est ce qu’on appelle vaguement un mul-
tiprocesseur a mémoire partagée. Elle est généralement adaptée au ser-
veur d’applications [Hahn ef al. 1997]. A I'opposé, 1'architecture DMMP
-Distributed Memory Message Passing- s’appelle multi-ordinateurs a mé-
moire distribuée, dans cette architecture tous les processus sont créés
lorsqu'un programme est lancé et se terminent a leur fin, de sorte que
chaque processus opere dans un espace d’adressage séparé, et les don-
nées sont distribuées aux processeurs. Ainsi que tous les processus exé-
cutent le méme programme, mais ils fonctionnent sur des ensembles de
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données distincts. L'architecture DMMP est moins cofiteuse, elle prend
en charge de nombreuses applications commerciales avec un minimum de
reprises [Anderson et al. 1995]. Enfin, I'architecture DMSV -Distributed Me-
mory Shared Variables- gagne en popularité pour combiner la facilité d’im-
plémentation de la mémoire distribuée avec la facilité de programmation
du schéma a variable partagée. Elle est parfois appelée mémoire parta-
gée distribuée. L’architecture DMSV présente encore des problémes tech-
niques pour surmonter le probleme de la latence longue [Johnson 1988].
Lorsque tous les processeurs d'une machine de type MIMD exécutent le
méme programme, le résultat est parfois appelé données multiples a pro-
gramme unique.

SISD  SIMD //_-\

GMSV GMMP

Multiprocesseur Rarement
de mémoire ilicé
partagée -

Monoprocesseur Processeurs de 25
tableaux ou de -

DMSV DMMP
Mémoire mémoire
Dastagée disiribuée
distribuée mmmnﬁ!/

Les catégories de Flynn

FIGURE 4.9 — La classification des architectures paralléles selon Flynn-Johnson.

Les concepteurs informatiques jouent un rdle clé dans la quéte de
la convivialité, de la compacité, de la simplicité, des performances élevées,
du faible cofit et de la consommation réduite. Autrefois, lorsque nous écri-
vons un code, nous n’avons pas besoin de connaitre les détails sur carac-
téristiques du systeme informatique que ce soit software ou hardware,
car le compilateur se chargera de ces détails. Cependant, nous pensons a
une seule unité centrale (CPU) et & un traitement séquentiel lorsque nous
commencons a écrire le code ou a déboguer la sortie. Maintenant, les pro-
cessus de mise en ceuvre d’algorithmes dans le matériel ou dans le logiciel
pour des machines paralleles sont plus liés que nous pourrions le penser,
parce que les monoprocesseurs hauts performances deviennent de plus
en plus complexes, coliteux et gourmands en énergie. Il existe donc un
compromis de base entre 1'utilisation d’'un ou de quelques-uns de ces pro-
cesseurs complexes, a un extréme, et d"'un nombre modéré a tres grand de
processeurs simples, a 1’autre. Mais les moyens de communication entre
le processeur sont logiquement simples, cette approche simplifie grande-
ment le processus de conception. Cependant, deux obstacles majeurs ont
jusqu’ici empéché I’adoption généralisée d’architectures modérément pa-
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ralleles a massivement paralléles : le premier est le goulot d’étranglement”
de la communication entre processeurs, le deuxieme est le cotit élevé du
développement de la programmation parallele (algorithmes et langages
machine).

4.2.1.1.1.2 Programmation parallele

Le concept de parallélisme est souvent utilisé pour désigner
plusieurs événements se produisant cote a cote dans l'espace et dans
le temps. En informatique, on l'utilise pour désigner le calcul simul-
tané d’opérations sur plusieurs unités de traitement. Ainsi, la pro-
grammation parallele est une spécification d’opérations dans un calcul
qui peut étre exécutée en parallele sur différentes unités de traitement
[Geist et al. 1994][Pacheco 2018]. En outre, les processus de mise en ceuvre
d’algorithmes dans une architecture informatique paralléle ou dans lan-
gage de programmation parallele sont plus liés que nous pourrions le
penser. Notamment, avec I'avenement des processeurs multi-cceurs, la
programmation parallele de la mémoire partagée est devenue courante.
Cependant, la programmation parallele est généralement difficile. Une so-
lution de ce probleme consiste a utiliser des bibliotheques qui masquent
le parallélisme avec le programmeur. Cette pratique est pratiquée depuis
longtemps dans le domaine de la technologie numérique en utilisant des
bibliotheques tres riches.Pour un domaine de programmation plus géné-
ral, les modéles de conception sont considérés comme un bon moyen de
permettre aux programmeurs de faire face aux difficultés de la program-
mation parallele.

4.2.1.1.1.2.1 Les algorithmes paralleles

Un algorithme parallele est un algorithme dans lequel les taches
sont exécutées simultanément sur de nombreuses unités de traitement
différentes en raison de l'indépendance des données, ces taches sont en-
suite combinées pour obtenir le résultat final 8. Les algorithmes paralleles
sont tres utiles pour traiter rapidement de gros volumes de données. Un
exemple simple d"un tel algorithme purement parallele est le serveur Web
ot chaque demande entrante peut étre traitée indépendamment des autres
demandes. Un autre exemple simple d’algorithmes paralleles est le mul-
titache dans les systéemes d’exploitation qui gere plusieurs applications,
telles qu'un navigateur Web, un traitement de texte, etc. Les problemes
des algorithmes paralleles qui ne se posent pas dans les algorithmes sé-
quentiels incluent la détermination du nombre de processeurs nécessaires
pour calculer et allouer des données dans des mémoires. Un algorithme

7. Un goulot d’étranglement est un point d’un systéme limitant les performances glo-
bales d"un flux de production d"une entreprise.

8. https ://www.tutorialspoint.com/parallel_algorithm/parallel_algorithm_introduction.htm,
(consulté le : 24/04/2019)
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séquentiel est essentiellement une recette ou une séquence d’étapes de
base permettant de résoudre un probleme donné a I’aide d’un ordinateur
série. De méme, un algorithme parallele est une recette qui nous dit com-
ment résoudre un probléme donné en utilisant plusieurs processeurs. De
plus, un algorithme séquentiel est généralement déterminé par sa com-
plexité temporelle et spatiale®. La complexité temporelle d"un algorithme
renvoie a son temps d’exécution en fonction de la taille du probléme. De
méme, la complexité de 1'espace fait référence a la quantité de mémoire re-
quise par l'algorithme en fonction de la taille du probleme. La complexité
temporelle est connue pour étre la mesure la plus importante de la per-
formance des algorithmes. Un algorithme dont la complexité temporelle
est limitée par un polyndme est appelé algorithme pseudo-polynomial *°
[Fellows 1994]. Un algorithme est considéré comme efficace s’il s’exécute
en temps polynomial. Les algorithmes inefficaces sont ceux qui nécessitent
une recherche de tout 'espace énuméré et qui ont une complexité tempo-
relle exponentielle. Tandis que les algorithmes paralleles, la complexité
temporelle reste une mesure importante de la performance. De plus, le
nombre de processeurs joue un role majeur dans la détermination de la
complexité d"un algorithme paralléle. En général, nous disons que la per-
formance d'un algorithme parallele est exprimée en termes de rapidité
et de nombre de ressources utilisées lors de son exécution. Ces criteres
peuvent étre mesurés quantitativement comme suit :

— Le temps d’exécution est défini comme le temps passé lors de 1'exé-
cution de l'algorithme.

— Nombre de processeurs utilisés par 1’algorithme pour résoudre un
probleme.

— Le cofit de l'algorithme paralléle est le produit du temps d’exécu-
tion et du nombre de processeurs.

Le développement d’algorithmes est un élément essentiel de la ré-
solution de problemes a l'aide d’ordinateurs. Au moins, un algorithme
parallele a une dimension supplémentaire par rapport a la concurrence, le
concepteur de I'algorithme doit identifier des ensembles d’étapes pouvant
étre exécutés simultanément. Ceci est essentiel pour obtenir des perfor-
mances optimales grace a l'utilisation d"un ordinateur paralléle.

Les algorithmes paralleles sont implémentés sur des structures pa-
ralleles, la relation entre I'espace algorithme et ’espace architecture doit
étre prise en compte. Il existe trois approches traitant de la conception

9. complexité temporelle : (ou en temps) : temps de calcul; complexité spatiale : (ou en

espace) : I'espace mémoire requis par le calcul.
- La complexité temporelle d’un algorithme est le nombre d’opérations élémentaires (affec-
tations, comparaisons, opérations arithmétiques) effectuées par un algorithme. Ce nombre
s’exprime en fonction de la taille n des données.
- La complexité spatiale est une mesure de l'espace utilisé par un algorithme, exprimé
comme fonction de la taille de 1’entrée. L'espace compte le nombre maximum de cases
mémoire utilisées simultanément pendant un calcul.

10. https ://fr.wikipedia.org/wiki/Temps_de_calcul_pseudo-polynomial, (chapitre IV),
(consulté le : 24/04/2019)

112



Chapitre 4. Calcul parallele et distribué pour I’analyse du Big Data

d’algorithmes paralleles. La premiére approche, nous mettons en parallele
les algorithmes séquentiels existants ou nous modifions un algorithme
séquentiel existant en exploitant les parties de 1’algorithme qui sont na-
turellement parallélisables. La deuxiéme approche, nous concevons un
tout nouvel algorithme parallele qui pourrait étre adapté aux architec-
tures paralleles. Et la derniere approche, nous concevons un nouvel algo-
rithme parallele a partir de 1’algorithme parallele existant. Cela indique
que, d'un point de vue théorique, les algorithmes peuvent étre transfor-
més d"une forme séquentielle a une forme parallele ou d'une forme paral-
lele a une autre. Une transformation d’algorithme n’est valide que si elle
maintient 1’'équivalence d’algorithme. Ces trois approches doivent prendre
en compte la structure de la machine parallele. Par exemple, en concevant
des algorithmes MIMD pour qu’ils s’exécutent sur un ordinateur parallele,
nous essayons de maximiser la quantité de simultanéité. Nous recherchons
des opérations pouvant étre effectuées simultanément et nous essayons de
créer plusieurs processus pour gérer ces opérations, Ceci est possible dans
les algorithmes MIMD, mais il contraste avec les algorithmes SIMD.

Dans ce qui suit, nous présentons les quatre étapes de la conception
d’un programme parallele, notamment : le partitionnement, la communi-
cation, les agglomérations et le mappage, Comme le montre la figure 4.10
ci-dessous :

Partitionnement |: . .
. . Communication
Probléme | —— —* . . .
r
i Q0
pr—
—
- ’ Agglomeération
‘— -
Mappage E

F1GURE 4.10 — Différentes phases dans la conception d’un algorithme paralléle.

Les deux premiéres phases (partitionnement et communication) du
processus de conception peuvent permettre de diviser les calculs en un
ensemble de taches et de communications afin de fournir les données re-
quises par ces taches.

— Partitionnement : L'une des premiéres étapes de la conception

d’un programme parallele consiste a diviser le probleme en "mor-
ceaux" distincts qui pouvant étre répartis en plusieurs taches, ceci
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est appelé : partitionnement. Précisément, la phase de partitionne-
ment est destinée a exposer les possibilités d’exécution parallele en
décomposant les calculs en petites taches. Des problemes tels que
le nombre de processeurs dans l’architecture paralléle cible sont
ignorés et l'attention est concentrée sur la définition d’'un grand
nombre de petites taches afin d’obtenir une décomposition fine du
probléeme ™" [BASU 2016]. En général, une bonne méthode de par-
titionnement divise a la fois le calcul et les données associées a
un probléme. Les méthodes de partitionnement reposent sur deux
approches :

. La décomposition de domaine : Elle concentre d’abord sur les
données associées a un probleme, puis on détermine un calcul
approprié avec ces données (c-a-d., on décompose les données
associées a un probléme).

La décomposition fonctionnelle : Elle concentre d’abord sur la
décomposition du calcul, puis on décompose les données asso-
ciées (c-a-d., on divise le calcul en taches disjointes).

Ces techniques peuvent étre appliquées a différentes compo-

santes d"'un méme probléme pour obtenir d’autres algorithmes pa-
ralleles. Par conséquent, lors de la premiere phase d’un processus
de conception, la réplication des calculs et des données est évitée,
puis nous définissons des taches qui partitionnent a la fois les cal-
culs et les données en ensembles disjoints.

— Communication : La phase de communication est destinée a éta-
blir une structure de communication et des algorithmes appro-
priés pour coordonner l'exécution des taches. Pour permettre le
calcul, les données doivent étre transférées entre les taches, ce qui
est le résultat de la phase de communication d’une conception **
[BASU 2016]. Pour établir 1'approche associée, nous nous concen-
trons sur deux points; le premier point est la structure de canal,
et le deuxieme point est la structure de transmission de message.
Dans la structure de canal, nous lions (directement ou indirecte-
ment) les taches nécessitant des données a des taches possédant
ces données. Dans la structure de transmission de message, nous
spécifions le message qui doit étre envoyé et requ sur ces canaux.
En général, nous cherchons a optimiser les performances en répar-
tissant les opérations de communication sur de nombreuses taches
et en organisant les opérations de communication de maniere a per-
mettre une exécution simultanée. Néanmoins, penser en termes de
structures de canaux pourrait nous aider a évaluer les algorithmes
du point de vue des cofits de communication.

11. https ://er.yuvayana.org/parallel-algorithm-design-approach-pcam/, (consulté le :

24/04/2019)

12. https ://er.yuvayana.org/parallel-algorithm-design-approach-pcam/, (consulté le :

25/04/2019)
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— Agglomération : La phase d’agglomération est le processus consis-
tant a regrouper des taches en taches plus grandes pour améliorer
les performances. Elle est destinée a évaluer les taches et la commu-
nication requise en matiere de performance et de cofits de mise en
ceuvre 3 [BASU 2016]. Par exemple, il peut étre inefficace de créer
beaucoup plus de taches qu’il n'y a de processeurs sur 'architec-
ture parallele cible. Le regroupement des taches qui communiquent
les unes avec les autres élimine le besoin de communication, ceci
appelée augmentation du lieu. Il peut également nous permettre
de combiner plusieurs communications en une seule. Ainsi, nous
devons revoir les phases de partitionnement et de communication
pour répondre aux problématiques de la phase d’agglomération ci-
dessous. Alors comment :

— Combiner ou agglomérer les taches identifiées ?

— Répliquer les données et les calculs?

— Maintenir la flexibilité en matiére d’évolutivité ?
— Réduire les cofits d'ingénierie logicielle ?

— Définir le mappage des taches sur les processeurs ?

En général, dans la phase d’agglomération nous passons de
I'abstrait au concret; de sorte que, nous revisitons la deuxieme
phase du probleme de processus de conception (communication)
pour prendre les décisions appropriées en ce qui concerne les pro-
blemes en jeu. Par exemple, le colit de la communication est un
probleme critique qui influence les performances paralléeles. Les
performances peuvent étre améliorées en réduisant le temps passé
a communiquer, ce qui signifie que nous envoyons moins de don-
nées. En plus des cofits de communication, nous pourrions étre
concernés par les cofits de création de taches afin de réduire les
exigences de communication ou le temps d’exécution.

— Mappage : Le mappage est le processus d’attribution de taches
agglomérées aux processeurs. Il est destinée a spécifier ott chaque
tache doit étre exécutée. Ici, nous pensons a une machine a mé-
moire distribuée, si nous choisissons le nombre de taches agglo-
mérées égal au nombre de processeurs, alors le mappage est déja
effectué, de sorte que chaque processeur regoit une tache agglomé-
rée. En d’autres termes, chaque tache est assignée a un processeur
de maniere a maximiser l'utilisation du processeur et a minimiser
les cotits de communication. Le mappage peut étre effectué de ma-
niére statique ou dynamique, c-a-d., avant le processus d’exécution
ou a la phase d’exécution ** [BASU 2016]. Le mappage ne concerne
pas les monoprocesseurs ni les ordinateurs paralleles a mémoire
partagée qui fournissent une planification des taches, de sorte que
le systeme d’exploitation ou des mécanismes matériels peuvent pla-
nifier des taches exécutables sur des processeurs disponibles.

13. https ://er.yuvayana.org/parallel-algorithm-design-approach-pcam/, (24/04/2019)
14. https ://er.yuvayana.org/parallel-algorithm-design-approach-pcam/, (25/04/2019)
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En général, il y a deux points importants impliqués dans la
phase de mappage, le premier point est I’amélioration de la simul-
tanéité, et le deuxieme point est la localité croissante. L'améliora-
tion de la simultanéité consiste a placer des taches pouvant étre
exécutées simultanément sur différents processeurs; tandis que, la
localité croissante signifie placer des taches susceptibles de com-
muniquer fréquemment sur le méme processeur. De maniere géné-
rale, le processus de mappage est donc un probléme difficile dans
la conception d’algorithmes paralleles, il est connu sous le nom
de probleme NP-Complet'5, ce qui signifie qu’il n’existe pas d’al-
gorithme de calcul général pour I'évaluation de cette méthode de
mappage. Par conséquent, le résultat de ce processus de concep-
tion est un programme qui crée des taches. Il effectue également
le mappage des taches sur des processeurs individuels. L'idée cen-
trale dans le processus de conception est de cibler une conception
avec des attributs généraux comme suit :

— Parallélisme des données : Le parallélisme des données utilise
les données d’entrée pour certaines opérations comme moyen
de partitionner en éléments plus petits. Les données sont répar-
ties entre les processeurs disponibles afin de réaliser le parallé-
lisme. Cette étape de partitionnement est souvent suivie de la
réplication et de 1'exécution d’opérations de programme essen-
tiellement indépendantes sur ces partitions. En régle générale, la
méme opération est appliquée simultanément aux éléments de
I'ensemble de données. Le parallélisme des données sera sou-
vent soumise a la mise en ceuvre de SIMD [Hillis & Steele 1986].

— Parallélisme fonctionnel : Il s’agit de décomposer 1'algo-
rithme en segments pouvant étre affectés a différents pro-
cesseurs. Ainsi, ce type de parallélisme repose sur différents
blocs fonctionnels de notre application. L'idée est simple :
I'application est divisée en unités de traitement distinctes qui
communiquent avec un nombre fixe d’autres unités, de sorte
que la sortie d'une partie serve d’entrée a une autre par-
tie. Ainsi, nous pouvons visualiser un tel systéeme comme
un ensemble de nceuds reliés par des canaux dans lesquels
les données ne circulent que dans une direction. Le paral-
lélisme fonctionnel impliquera toujours l'exécution de MIMD
[Foster 1995][Kumar et al. 1994][Kowalik 1995].

15. NP-complet (c-a-d un probleme complet pour la classe NP) est un probleme de
décision vérifiant les propriétés suivantes :
-1 est possible de vérifier une solution efficacement (en temps polynomial); la classe des
problemes vérifiant cette propriété est notée NP;
-Tous les problémes de la classe NP se rameénent a celui-ci via une réduction polynomiale;
cela signifie que le probleme est au moins aussi difficile que tous les autres problemes de
la classe NP(La classe NP est une classe tres importante de la théorie de la complexité,
I'abréviation NP signifie « Non déterministe Polynomial »).

116



Chapitre 4. Calcul parallele et distribué pour I’analyse du Big Data

— Granularité de module : La granularité de module peut étre
définie comme la taille moyenne d’"une unité de calcul séquen-
tiel dans le programme, donc elle s’agit d’une mesure du pro-
bléeme de synchronisation qui affectera : le choix des architec-
tures SIMD par rapport a MIMD, I"attribution des processus aux
processeurs, 1’organisation de la mémoire, les exigences de com-
munication et le temps d’exécution de l'algorithme. Les algo-
rithmes caractérisés par une granulométrie fine 1° nécessiteront
une synchronisation fréquente, ils conviennent souvent pour
une exécution SIMD. Les algorithmes avec une granularité de
gros élément composant la collection ont généralement moins
besoin de communications efficaces, ils suggerent donc souvent
des opérations MIMD [Marshall 198o][Maheshwari 1996].

— Granularité des données : Ceci quantifie la taille des don-
nées a traiter. Granularité des données fournit une indication
de la mesure nécessaire pour communiquer un seul élément
de données. La granularité prend en compte le temps systeme
de communication entre plusieurs processeurs ou éléments de
traitement. Elle est généralement mesurée en termes de nombre
d’instructions exécutées dans une tache donnée. Alternative-
ment, la granularité peut également étre spécifiée en termes de
temps d’exécution d’un programme combinant le temps de cal-
cul et le temps de communication. Certains des problemes liés
a la granularité des données sont l'allocation de données, les
exigences de communication, la capacité du processeur et les
exigences de mémoire '7.

— Degré de parallélisme : 1l est lié a la fois a la granularité des
données et a celle des modules, il affecte le choix de la taille de
la machine, il peut également atteindre I’accélération maximale.
Degré de parallélisme est considéré comme une métrique qui in-
dique le nombre d’opérations pouvant étre simultanément par
un ordinateur. Il est particulierement utile pour décrire les per-
formances de programmes paralleles et de systémes multipro-
cesseurs. De plus, il est souvent lié au mode de fonctionnement
et a I'organisation de la mémoire 18[Changtian et al. 2018].

— Uniformité des opérations : L'uniformité sera généralement
associée au parallélisme des données. En général, Si les opé-
rations a effectuer sont normalisées, alors le systeme ou le pi-
peline HMIS -Hazardous Materials Information System- peut étre
possible; sinon, le traitement MIMD sera choisi. Il est possible
de construire différents niveaux de normalisation en fonction de
la granularité ou de la résolution a laquelle les opérations sont
examinées [Kent & Williams 1992][Lin & Lee 1991].

16. La granulométrique est ’ensemble des opérations permettant de déterminer la dis-
tribution statistique des tailles des éléments composant la collection.

17. https ://computing.llnl.gov/tutorials/parallel_comp/, (consulté le : 25/04/2019)

18. https ://en.wikipedia.org/wiki/Degree_of_parallelism,(consulté le : 25/04/2019)
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— Synchronisation : Le besoin de synchronisation apparait
chaque fois qu’il y a des processus simultanés dans un systeme,
cela affectera l'affectation des processus aux processeurs. Ainsi
que, elle affectera la planification de divers composants de l’al-
gorithme. De plus, les contraintes de priorité sont des problemes
importants pour caractériser les exigences de synchronisation
[Belzer et al. 1997].

— Dépendance des données : La dépendance des données entre
les instructions est la capacité du compilateur a optimiser le
code pour le parallélisme. Donc, pour tirer le meilleur parti du
code parallele, la dépendance des données doit étre gérée avec
soin. Elle est également permise de spécifier les modéles d’al-
location de données, les caractéristiques de communication et
I'organisation de la mémoire locale. Elle joue le role le plus
important en dictant les modeles d’allocation de données et
les caractéristiques de communication [Banerjee & Wolfe 1987]
[Armstrong et al. 2014] [Ketterlin & Clauss 2012].

— Génération et fin de processus : Ils ont une incidence sur
l"utilisation du processeur, la planification des sous-processus,
le mode de traitement, I'organisation de la mémoire et les exi-
gences de communication.

Des travaux récents sur les algorithmes paralleles se sont concen-
trés sur la résolution de problemes relevant de domaines tels que 'appa-
riement de modeles, les structures de données, le tri, la géométrie infor-
matique, 'optimisation combinatoire, I’algébre linéaire et la programma-
tion linéaire. Les algorithmes sont également congus spécifiquement pour
les types d’ordinateurs paralléles disponibles aujourd’hui. Une attention
particuliére a été accordée aux machines avec une bande passante de com-
munication limitée. L'industrie des machines paralléeles a traversé une pé-
riode de turbulences financiéres, plusieurs constructeurs ayant échoué ou
interrompu la vente de machines paralléles. Cependant, ces derniéres an-
nées un grand nombre de machines paralléles peu cotiteuses ont été ven-
dues. Ces machines sont généralement composées de 4 a 8 processeurs
reliés par un bus a un systeme de mémoire partagée. Alors que, ces ma-
chines atteignent la taille imposée par l’architecture de bus, les fabricants
ont réintroduit des machines paralleles basées sur la topologie maillée-
2D notamment la topologie hypercube comme le montre la figure 4.11
ci-dessous.
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FIGURE 4.11 — Les machines paralléles basées sur la topologie en bus, maillés et hypercube.

Bien que ces topologies puissent conduire a des algorithmes paral-
leles tres précis, elles présentent certains inconvénients. Premierement, les
algorithmes congus pour un réseau ne peuvent pas fonctionner correcte-
ment sur d’autres réseaux. Par conséquent, pour résoudre un probleme
sur une nouvelle machine; il peut étre nécessaire de refaire une nouvelle
conception de l'algorithme. Deuxiémement, les algorithmes qui exploitent
un réseau particulier ont tendance a étre plus compliqués que les algo-
rithmes congus pour des modeles plus abstraits comme les modeles PRAM
-Parallel Random Access Machine-, car ils doivent intégrer certains détails du
réseau. Néanmoins, certaines opérations qui sont souvent effectuées par
une machine paralléle sont utiles pour concevoir un algorithme spécifique
au réseau. Par exemple, 'algorithme qui achemine les messages ou les
demandes d’accés a la mémoire via le réseau doit exploiter la topologie
du réseau. D’autres exemples incluent des algorithmes pour la diffusion
d’un message d'un processeur a de nombreux autres processeurs afin de
collecter des résultats calculés dans plusieurs processeurs.

4.2.1.1.1.2.2 Les langages de programmation paralleles

La préparation des programmes pour une exécution paralléle revét
une immense importance pratique. Nous avons vu que la conception de
structures paralléles et d’algorithmes paralleles sont pleines de probléemes
complexes. En raison de la difficulté de ces problémes, la principale rai-
son de l'absence d’acceptation et de 1’application limitée du traitement
en parallele n’est pas les équipements informatiques ou les algorithmes.
mais plutot les langages de programmation obscurs et fastidieux, nous
mentionnons particulierement les langages de programmation paralleles,
car ils contiennent des modéles de données plus complexes que les lan-
gages de programmation séquentiels. Le modele de données en langages
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séquentielles est celui du modele de machine a acces aléatoires (RAM) ot
il y a un emplacement de mémoire unique pouvant étre lu et écrit par le
processeur. L'analogique en langage paralléele est le modele de mémoire
partagée dans lequel tous les emplacements de mémoire sont situés dans
un seul espace d’adressage, et tous les processeurs peuvent y accéder. Un
modéle de données plus découplé est fourni par le modele de mémoire
distribuée, de sorte que chaque processeur a son propre espace d’adres-
sage en mémoire auquel les autres processeurs ne peuvent pas accéder. Le
choix du modele de données détermine la maniere dont les processeurs
communiquent entre eux dans un modele & mémoire partagée, c.a.d, ces
processeurs communiquent en lisant et en écrivant des emplacements par-
tagés, mais dans un modele a mémoire distribuée, ils communiquent en
envoyant et en recevant des messages.

Les langages de programmation paralleles sont des langages congus
pour programmer des algorithmes et des applications sur des ordi-
nateurs paralleles. Le traitement parallele est une excellente opportu-
nité pour développer des systémes hautes performances et pour ré-
soudre de gros problemes dans de nombreux domaines d’application
[Feo 1992][Kubena et al. 1992]. Au cours des derniéeres années, les ordina-
teurs paralleles allant de dizaines a des milliers d’éléments informatiques
sont devenus disponibles sur le marché. IIs continuent d’étre reconnus
comme de puissants outils de recherche scientifique, de gestion de 1'infor-
mation et d’applications d’ingénierie. Cette tendance est motivée par les
langages de programmation parallele et les outils qui contribuent a rendre
les ordinateurs paralleles utiles pour prendre en charge un large éventail
d’applications. De nombreux modeles et langages ont été congus et mis
en ceuvre pour permettre la conception et le développement d’applica-
tions sur des ordinateurs paralleles. Les langages de programmation pa-
ralleles (également appelés langages concurrents) permettent de concevoir
des algorithmes paralleles sous la forme d'un ensemble d’actions simul-
tanées mappées sur différents éléments informatiques. La conception de
langages de programmation paralleles est essentielle pour un traitement
de données a grande échelle et une utilisation efficace de nouvelles archi-
tectures adaptées pour Big Data. Les langages de haut niveau réduisent les
délais de conception et d’exécution des applications paralleles, ils facilitent
I'approche des ordinateurs paralléles pour les nouveaux utilisateurs. Nous
citons ci-dessous quelques langages de programmation paralleles utilisés
de maniere efficace dans le domaine Big Data :

— Java : Est un nouveau langage de programmation orienté objet qui
possede une bibliothéque de classes prenant en charge la program-
mation avec des threads. La bibliotheque de threads est principa-
lement destinée a 1’écriture de programmes monoprocesseurs mul-
tithreads tels que des gestionnaires d’interface graphique (GUI).
Le parallélisme en Java consiste en un certain nombre de threads
qui s’exécutent dans un seul espace de nom d’objet global. Ces
threads sont des instances de classes définies par 1'utilisateur, ils
sont généralement des sous-types de la classe « Thread » de la bi-
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bliothéque Java, ils remplacent la méthode d’exécution de la classe
Thread afin de définir les taches a effectuer. Les threads sont des
objets qui peuvent étre nommés, transmis en tant que parametres
a des méthodes, renvoyés a partir de méthodes, etc. De plus, les
méthodes héritées de la classe « Thread » permettent a un thread
d’étre suspendu, repris, mis en veille pour des intervalles spécifiés
de temps, etc. Java prend également en charge la notion de groupes
de threads. Les discussions d'un groupe peuvent étre suspendues
et reprises collectivement [Oaks & Wong 2004][Benmammar 2017].

N

— Scala : Est un langage a objet fonctionnel qui prend en charge
pleinement la programmation fonctionnelle et orientée objet. Scala
fonctionne sur la machine virtuelle Java, il offre une interopérabi-
lité transparente avec Java, ce qui permet a Scala d’accéder a 1’en-
semble de 1’écosystéme proposé par Java. Contrairement aux lan-
gages fonctionnels traditionnels, Scala permet une approche pro-
gressive d'un style plus fonctionnel en raison de son paradigme
multiple. Scala prend en charge les fonctions d’ordre supérieur, les
fonctions imbriquées, les fermetures et une syntaxe concise pour
définir les fonctions anonymes afin de faciliter la programmation
fonctionnelle. Scala a des traits et des classes pour la program-
mation orientée objet. Les traits sont similaires aux interfaces en
Java, mais ils permettent 'implémentation de méthodes par défaut.
Scala s’appuie sur des méthodes de calcul paralléles, notamment la
méthode des collections paralleles pour permettre des calculs pa-
ralleles. Scala utilise également Akka ™ pour tirer parti des traite-
ments multi-coeurs [Odersky et al. 2016][Karim & Alla 2017].

— Python : En revanche, Python est 'un des langages les plus
populaires et les plus utilisés pour le traitement des données
en raison de sa simplicité et de sa facilité de maintenance. Il
fournit un grand nombre de bibliotheques et de cadres facili-
tant le calcul haute performance. Dans la programmation paral-
lele, Python contient des modules intégrés et externes qui sim-
plifient la mise en ceuvre. Mais, il peut s’avérer assez délicat,
car Python n’est pas vraiment multithread comme Java ou Scala
[Pine 2019][Gowrishankar & Veena 2019].

19. Akka est un framework OpenSource soutenu par TypeSafe, disponible a la fois en
Scala et en Java. Il permet de gérer efficacement des applications concurrentes et encourage
la programmation réactive et événementielle.
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Calcul distribué

Le paradigme distribué est apparu comme une alternative aux su-
perordinateurs cofiteux afin de répondre aux nouveaux besoins des uti-
lisateurs et des applications. A l'inverse des superordinateurs, les sys-
témes informatiques distribués sont des réseaux composés d'un grand
nombre de nceuds ou d’entités connectés via un réseau local rapide.
Les nceuds (ordinateurs) d'un systeme distribué sont indépendants, ils
ne partagent pas physiquement la mémoire ou les processeurs, ces
neceuds apparaissent a ses utilisateurs comme un systeme cohérent unique
[Andrew & Steen 2016]. IIs communiquent entre eux par des messages,
des informations transférées d’un ordinateur a un autre sur un réseau. Les
messages peuvent communiquer de nombreuses choses : les ordinateurs
peuvent demander aux autres ordinateurs d’exécuter des procédures avec
des arguments particuliers, ils peuvent envoyer et recevoir des paquets
de données, ou ils peuvent envoyer des signaux aux autres ordinateurs
d'un systéme distribué pouvant jouer différents roles. Le role d'un ordi-
nateur dépend de 1'objectif du systeme et des propriétés matérielles et
logicielles. Les systemes distribués constituent un grand parapluie dans
lequel plusieurs systemes différents sont classés. Alors, la différence entre
le calcul parallele et le calcul distribué; c’est que dans le calcul distribué
plusieurs nceuds de calcul cooperent pour résoudre un probléme, mais
ils ne peuvent pas réduire le temps de calcul, car plusieurs opérations ne
peuvent pas étre effectuées simultanément. La présence de plusieurs or-
dinateurs traitant les mémes données signifie qu'un dysfonctionnement
dans I'un des ordinateurs n’influence pas 1’ensemble du processus. Le cal-
cul distribué est désormais au coeur du Big Data. Les caractéristiques du
Big Data exigent des systemes informatiques distribués et des technolo-
gies de traitement de données innovantes et rentables qui permettent une
meilleure compréhension, une prise de décision et une automatisation des
processus.

Les systémes informatiques distribués con¢us pour Big Data

Les systemes informatiques distribués divisent les gros problémes
ingérables liés au traitement, au stockage et a la communication en pe-
tites parties gérables et les résout efficacement de maniére coordonnée.
Ces systemes sont constitués d’un nombre d’éléments de traitement inter-
connectés par un réseau informatique coopérant a 1’exécution de certaines
taches assignées. Lorsque les données deviennent volumineuses, la base
de données est distribuée sur différents sites. Les bases de données distri-
buées ont besoin un systeme distribué pour stocker, récupérer et mettre a
jour les données de maniere périodique. Dans cette partie, quelques sys-
temes distribués adaptés pour Big Data seront présentés.
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4.2.2.1.1 Les réseaux Pair a Pair

Un réseau Pair a Pair en anglais -Peer to Peer- ou -P2P- est une topo-
logie de réseau (filaire et/ou sans fil) dans laquelle chaque nceud appelé
pair ou servent (client — serveur) a la fois. Tous les nceuds cooperent dans
la distribution des données dans le réseau, ils forment donc une structure
sous forme de grille. Par conséquent, chaque noeud doit recevoir, envoyer
et relayer les données. Un réseau P2P peut étre congu a 1’aide d"une tech-
nique d’inondation ou de routage. Lors de 'utilisation d"une technique de
routage, le message est propagé le long d’un chemin en sautant de nceud
en neeud jusqu’a ce que la destination soit atteinte. Pour assurer la dis-
ponibilité de tous ses chemins, un réseau de routage doit permettre des
connexions continues et une reconfiguration autour de chemins coupés ou
bloqués a l'aide d’algorithmes a réparation automatique. Un réseau P2P
auquel tous les nceuds sont connectés les uns aux autres est un réseau en-
tierement connecté [Diger 2001][Ciglaric et al. 2003][Djafri & Mekki 2012].

Ritseau F2P

FIGURE 4.12 — Topologie des réseaux P2P

De maniere générale, le terme pair-"a-pair fait référence a une classe
de systemes ou d’applications qui utilisent des ressources distribuées pour
résoudre un probléme de facon décentralisée. Ce probleme peut étre la
recherche de fichiers, 1"utilisation de ressources de stockage ou de calcul.
Les systémes P2P peuvent étre caractérisés comme des systemes distribués
dans lequel tous les nceuds sont identiques, les capacités, les responsabi-
lités et toutes les communications sont symétrique.

Jusqu’a présent, un réseau P2P est un nouveau paradigme appli-
qué a des ensembles de données volumineux pour les gérer et les traiter
dans un délai acceptable. Le Big Data est trées important pour comprendre
le monde. Les données massives sont souvent capturées a partir de di-
verses sources, notamment les médias sociaux, les réseaux de capteurs,
les applications scientifiques, la surveillance, les textes, documents Inter-
net, les renseignements commerciaux et les journaux web. Il existe plu-
sieurs caractéristiques typiques, notamment la grande taille, les structures
hétérogenes, et le traitement complexe. En parallele, il existe également
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de nombreuses techniques importantes y compris un nouveau modele de
programmation, une nouvelle architecture de systéme, de nouveaux sché-
mas de stockage de données et de schémas de partition de données, etc.
Les technologies P2P démontrent une bonne évolutivité et un faible cotit
pour les services de streaming multimédia et de partage de fichiers. Les
réseaux P2P peuvent étre appliqués a la gestion des données volumineuses
pour résoudre certains problemes clés, notamment la maniére d’organiser
les données volumineuses pour l'indexation, la recherche, le traitement
distribué et I’affectation de taches de traitement de données dans un envi-
ronnement distribué.

4.2.2.1.2 Les Clusters

Un cluster est un réseau homogene dans lequel les périphériques
contiennent les mémes composants matériels ainsi que le méme sys-
teme d’exploitation, ces composants sont étroitement connectés, ils fonc-
tionnent ensemble, ce qui permet de nombreuses maniéres de les afficher
en tant que systeme unique. Les composants d'un cluster sont générale-
ment connectés les uns aux autres par le biais de réseaux locaux rapides
(LAN), chaque nceud (ordinateur utilisé en tant que serveur) exécutant sa
propre instance d"un systéme d’exploitation. Les clusters sont apparus a la
suite de la convergence d'un certain nombre de tendances informatiques,
notamment la disponibilité de microprocesseurs a faible cofit, la disponi-
bilité de réseaux a haut débit et la la disponibilité de logiciels pour le cal-
cul distribué haut performance. Les clusters sont généralement déployés
pour améliorer les performances et la disponibilité par rapport a un seul
ordinateur, tout en étant généralement beaucoup plus économiques que
des ordinateurs uniques d'une vitesse ou d'une disponibilité comparable
[Mittal & Suri 2012][Khoussainov & Patel 2007].

L

o
—r-
—-t
——t
——

-
]
-
L
—
=
-—

FIGURE 4.13 — [llustration du cluster construit par Aspen Systems, Inc.
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La quantité de données produites dans la communauté scientifique
ou dans le monde commercial est en augmentation constante. Cette crois-
sance induit des changements d’échelles dans les processus de collecte, de
traitement et de stockage des données. Le domaine du Big Data a émergé
pour faire face a ces nouveaux défis. Les outils de traitement disponibles
dans la communauté Big Data sont faciles a utiliser, mais ils manquent
de performances informatiques. L'un des principaux objectifs du domaine
du calcul distribué est de fournir des infrastructures permettant aux ordi-
nateurs de fonctionner le plus rapidement possible. Une infrastructure de
calcul distribué (cluster) peut étre utile pour le traitement rapide et fiable
de données massives a 1'aide de l'utilisation intégrée et collaborative des
ressources autonomes géographiquement séparées. Plusieurs ressources
informatiques sont reliées ensemble dans un cluster (y compris des pro-
cesseurs et des périphériques de stockage) afin de constituer un ordinateur
virtuel unique plus grand et plus puissant.

4.2.2.1.3 Les grilles de calcul

Une grille de calcul est un réseau hétérogéne dans lequel les péri-
phériques ont des composants matériels et des systemes d’exploitation
différents, ces composants sont connectés ensemble dans le méme ré-
seau. Une grille de calcul permet de faire du calcul distribué , elle ex-
ploite la puissance de calcul (processeurs, mémoires, ...) de milliers d’or-
dinateurs afin de donner I'illusion d’un ordinateur virtuel trés puissant.
Ce modele permet de résoudre d’importants problemes de calcul néces-
sitant des temps d’exécution treés longs en environnement "classique".
Une grille de calcul integre également un intergiciel (terme anglais : -
middleware-) qui permet a toutes les couches réseau et aux services logi-
ciels de dialoguer entre les différents composants d'une application ré-
partie. L'intergiciel masque la complexité des échanges inter-applications.
D’une maniére générale, la notion de grille de calcul est définie comme
étant une infrastructure matérielle et logicielle fournissant un acces fiable
-dependable-, cohérant -consistent-, a taux de pénétration élevé -pervasive-
et bon marché -inexpensive- a des capacités de traitement et de calcul
[Djafri & Mekki 2012] [Fedak et al. 2001].

La grille est physiquement constituée de nceuds qui sont des pro-
cesseurs avec leurs disques, I'ensemble étant inter connecté via un réseau
dont la qualité peut étre primordiale suivant la technologie de grilles re-
tenue. Suivant la voie technologique retenue, ces nceuds sont de serveurs
plus ou moins puissants, voire des PC, ou des grappes de serveurs (clus-
ters). Un logiciel d’interface est installé sur chaque nceud. Il assure les
activités entre les noeuds, ce processus est supervisé par les systemes d’ex-
ploitation de chaque serveur. Les outils de supervision et de management
global de la grille sont logiquement uniques. Mais physiquement, ils sont
distribués de nombreuses machines pour améliorer la fiabilité. L'ensemble
des logiciels assurant la gestion de la grille est dénommé middleware de la
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grille. Ce middleware gere toutes les ressources de la grille, il est constam-
ment informé de son état : unités de traitement et de stockage qui consti-
tuent des nceuds, branches de réseau, librairies de programmes ou toute
entité pouvant définie et administrée par le gestionnaire de ressources.
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FIGURE 4.14 — Architecture simplifiée d’une grille de calcul.

La complexité de calcul s’est encore accrue avec la croissance des
données. La grille de calcul est une solution potentielle aux défis informa-
tiques dans le domaine du Big Data [Roberto 2014]. Elle se développe rapi-
dement pour effectuer ce calcul complexe et pour développer de nouvelles
applications. C’est une tendance prometteuse pour certaines raisons : sa
capacité a produire une utilisation plus rentable de nombreuses ressources
informatiques, puis comme moyen de résoudre des problémes tres com-
plexes, de sorte que la grille de calcul offre des capacités de stockage et de
traitement de données volumineuses. Pour que la grille de calcul prenne
en charge la gestion et le traitement de données volumineuses, certaines
exigences basées sur le concept de données volumineuses doivent étre
prises en compte. Bien que la grille fournisse la technologie pour surmon-
ter la limitation matérielle en termes d’espace de stockage, de capacité de
mémoire, et de puissance de traitement. Mais, il est probablement qu'une
grille de calcul peut nécessiter des techniques supplémentaires pour la
gestion efficace des données massives.

4.2.2.1.4 Cloud Computing

Aujourd’hui, presque tout le monde est connecté a Internet, ce qui
entraine une croissance rapide des données. Le traitement des données
massives est une tache difficile et fastidieuse qui nécessite une vaste in-
frastructure informatique. Heureusement, le cloud computing offre une
solution prometteuse pour traiter le Big Data de maniéere extrémement ef-
ficace et économique. Le cloud computing est un type de systeme parallele
et distribué, il est constitué d’un ensemble d’ordinateurs interconnectés
et virtualisés, telles que des ressources matérielles et logicielles, ces res-
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sources sont provisionnés de maniere dynamique, elles sont présentées
également sous la forme d’une ou plusieurs ressources informatiques
unifiées basées sur des accords établis entre le fournisseur de services
et les consommateurs[Melekhova & Vinnikov 2015]. Le cloud computing
repose sur le partage des ressources pour faire des économies d’échelle.
Ces services sont divisés en trois catégories, la premiére catégorie : laaS
-Infrastructure-as-a-Service- est la possibilité de fournir des ressources de
traitement, de stockage, de réseau et autres ressources informatiques
fondamentales. IaaS offre au client la possibilité de déployer et d’exécuter
des logiciels arbitraires tels que des systemes d’exploitation et des ap-
plications. La deuxiéme catégorie :PaaS -Platform-as-a-Service- permet de
déployer sur l'infrastructure de cloud des applications créées ou acquises
par le client en utilisant de langages de programmation et d’outils pris
en charge par le fournisseur. Et la derniere catégorie : SaaS -Software-as-
a-Service- permet d’utiliser les applications du fournisseur fonctionnant
sur une infrastructure cloud. Les applications sont accessibles a partir
de divers périphériques clients via une interface de client léger tel qu'un
navigateur Web (par exemple, un courrier électronique basé sur le Web)

[Melekhova & Vinnikov 2015][Kulkarni ef al. 2012][Aldossary & Allen 2016].
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FIGURE 4.15 — [llustration du cloud computing.

La fonctionnalité du cloud computing permet d’obtenir un espace
de stockage apparemment illimité et une puissance exceptionnelle de cal-
cul. Le cloud computing est considéré comme une fonctionnalité tres sou-
haitable dans chaque solution du Big Data. Les entreprises et les utilisa-
teurs peuvent louer « en tant que service » des infrastructures hardware
et software tels que les espaces de stockage, les processeurs, les logiciels,
etc. De nombreuses organisations proposent un tel service, notamment
Amazon [Amazon AWS], Microsoft [Microsoft Azure] et Google [Google
Drive]. Malheureusement, ces systemes publics ne suffisent pas pour effec-
tuer des calculs complexes sur de gros volumes de données en raison de
la faible bande passante; idéalement, un systéeme informatique en nuage
pour Big Data devrait étre dispersé géographiquement afin de réduire sa
vulnérabilité en cas de catastrophe naturelle, mais devrait également bé-
néficier d'un niveau élevé d’interopérabilité et de mobilité des données. En
fait, certains systemes vont dans cette direction, tels que le projet Open-
Cirrus.
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D’autre part, le cloud computing est utilisé comme un outil d’ana-
lyse et de stockage qui geére le paradigme du Big Data. Il s’agit d"un nou-
veau concept représentant ’hétérogénéité et la croissance des données qui
doivent étre gérées et traitées avec précision pour extraire les informations
pertinentes nécessaires a la prise des meilleures décisions. Mais, malheu-
reusement, les clouds d’aujourd’hui posent des problémes de sécurité ma-
jeurs liés a I'intégrité, a la disponibilité et a la confidentialité des données
et des applications externalisées vers le cloud [Aldossary & Allen 2016].
La multi-location et d’autres propriétés inhérentes au modele du cloud
computing ont introduit de nouvelles surfaces d’attaque et menaces. Les
clouds et leurs clients sont également la cible de nouveaux types d’at-
taques menacant leur fiabilité et leur durabilité économique. A moins que
ces problémes ne soient résolus, les clouds ne peuvent et ne doivent pas
étre utilisés dans des domaines sensibles telles que les données et les ren-
seignements liés a la défense, les transactions financiéres ou les dossiers
médicaux.

Les technologies (solutions) pour I’analyse de données massives

Le calcul parallele et distribué revét une importance primordiale
en particulier pour atténuer les problemes du Big Data tels que le vo-
lume et la vélocité en utilisant des solutions et des technologies appro-
priées. Les solutions ou les technologies du Big Data sont des plateformes
qui font le calcul parallele et distribué. Elles fournissent une puissance
de calcul rentable et une efficacité inégalée dans le traitement de grand
volume de données en batch, micro batch et en streaming (temps réel)
[Akidau et al. 2015][da Silva et al. 2018], ceci est obtenu au moyen d’une
couche d’abstraction réussie basée sur un paradigme de programmation

approprié.

Pour gérer le Big Data, des technologies ont été créées, ces tech-
nologies sont capables d’utiliser la puissance de calcul et la capacité de
stockage d'un cluster avec des performances accrues proportionnelle au
nombre de machines existantes. En particulier, I’analyse du Big Data est
un domaine prometteur pour la prochaine génération d’innovations dans
le domaine de 'automatisation en raison de la nécessité croissante d’ex-
traire de la valeur a partir de données provenant de multiples domaines
d’application. Dans cet objectif, divers technologies ont évolué au cours
des dix dernieres années. Le plus utilisé de ces technologies est Hadoop
et son écosystéme *°.

20. https ://www.bmc.com/blogs/hadoop-ecosystem/, (consulté le : 02/05/2019)
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4.2.2.2.1 Hadoop et son écosystéme

Ecosysteme Hadoop n’est pas un langage de programmation; il est
tout simplement une plateforme -framework- englobant un certain nombre
de services (stockage, analyse et maintenance) permettant de résoudre les
problémes liés au Big Data. Il contient maintenant des dizaines de compo-
sants, allant de la recherche dans les bases de données, en passant par le
stockage des données, le traitement des images, l'apprentissage en profon-
deur et le traitement du langage naturel. Avec ’avenement de Hadoop v.2,
nombreux gestionnaires de ressources peuvent étre 1'utiliser pour offrir un
niveau de sophistication et de controle encore plus élevé qu’auparavant.

Nous devons faire face a la question suivante : est-ce que Hadoop
est mort? Cela dépend des limites percues de Hadoop lui-méme. Pensons
a Apache Spark qui fait partie de la famille Hadoop, car il utilise égale-
ment HDFS. Donc le calcul distribué et parallele est une cible mouvante,
et les composants de Hadoop et de son écosystéme ont changé de facon
remarquable ces dernieres années. Dans notre thése, nous essayons de
montrer certains des aspects divers et dynamiques de Hadoop et de son
écosysteme associé, et nous essayons de vous convaincre malgré les chan-
gements. Hadoop est toujours tres vivant pour développer des logiciels
spéciaux liés au traitement a grand échelle, en particulier dans d’analyse
de données massives. Le schéma ci-dessous englobe les composants Ha-
doop, qui forment un ensemble d’écosysteme Hadoop :

Sl TS UFLCDL Pl DIaD S STructuered arta
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4.2.2.2.1.1 Hadoop

Hadoop -High-availability distributed object-oriented platform- est un

ensemble de classes (Framework) écrites en java, open source de la fon-
dation Apache permettant de répondre aux besoins du Big Data a sa-
voir le volume (de l'ordre de plusieurs péta-octets), la variété et la
vélocité des données. Il est composé de quatre composants de base
[Mois 2016][Dhyani & Barthwal 2014] :

1. Hadoop Distributed File System (HDFS) : HDEFS est un systeme

de fichiers distribué, extensible et portable inspiré par le Google File
System (GFS). 1l est utilisé principalement pour le stockage persis-
tant de données qui fournit un acces haut-débit aux données de 1’ap-
plication, il a été congu pour stocker de tres gros volumes de données
sur un grand nombre de machines équipées de disques durs bana-
lisés. Le HDEFS est le composant principal de Hadoop Ecosysteme.
Il a été congu pour stocker différents types de grands ensembles
de données structurées, non structurées et semi-structurées. Il peut
fonctionner dans des machines a faible cotit avec une tolérance aux
pannes élevée [Borthakur 2007]. HDFS définit deux types de nceuds
[Borthakur 2007][Honnutagi 2014] :

(a) Le nceud principal -NameNode- : 1l est caractérisé par :
— Responsable de la distribution et de la réplication des blocs;
— Stocker et gérer les données massive;
— Contient la liste des DataNodes pour chaque bloc (dans le
cas de l'écriture);
— Contient la liste des blocs pour chaque fichier (dans le cas
de lecture).

(b) Le nceud de données -DataNode- : 1l est caractérisé par :

— Stocker des blocs de données dans le systeme de fichier lo-
cal;

— Maintenir des métadonnées sur les blocs possédés ;

— Servir de bloc de données et de métadonnées pour le client
HDFS.

Le -NameNode- dans ’architecture Hadoop est un point unique
de défaillance. Si ce service est arrété, il est impossible de pouvoir
extraire des blocs d"un fichier donné. Pour résoudre ce probleme, un
neeud secondaire appelé : Secondary NameNode a été mis en place
dans l’architecture Hadoop.

Hadoop YARN (Yet Another Resource Negotiator) : Yarn est
un framework pour la planification des taches et la gestion des
ressources de calcul en grappes. Il est considéré comme le cer-
veau de 1’écosysteme Hadoop. Il rend l’environnement Hadoop
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mieux adapté aux applications opérationnelles, il effectue toutes
les activités de traitement en allouant des ressources et en plani-
fiant des taches. Hadoop YARN comporte deux composants princi-
paux : Le planificateur -Scheduler- et le gestionnaire d’applications
-Applications Manager-. Le planificateur est responsable de 1’affecta-
tion des ressources aux diverses applications en cours d’exécution;
tandis que, le gestionnaire d’applications est responsable d’accep-
ter les soumissions de travaux et I'exécution d’Application Master
[Kulkarni & Khandewal 2014].

3. Hadoop Map-Reduce : MapReduce est une structure de pro-
gramme qui permet d’écrire des applications qui gerent de grands
ensembles de données a l'aide d’algorithmes distribués et paral-
leles dans 1’environnement Hadoop. Un programme MapReduce
peut étre résumé en deux fonctions Map () et Reduce (). La fonc-
tion Map effectue plusieurs actions tels que le filtrage, le regroupe-
ment et le tri [Jeong & CHA 2019]. Tandis que, La fonction Reduce
agrége le résultat produit par la fonction Map. Le résultat généré
par la fonction Map est une paire de valeurs de clé (K, V) qui sert
d’entrée a la fonction de réduction [Kulkarni & Khandewal 2014]
[Jeong & CHA 2019].

4. Hadoop Common : Hadoop Common contient toutes les biblio-
theques et les outils nécessaires pour que d’autres logiciels puissent
se servir d"Hadoop [Mois 2016]. Plus concrétement, il permet de cou-
vrir le stockage et la répartition des données, les traitements distri-
bués, I'entrepdt de données, le workflow, la programmation, sans
oublier la coordination de I’ensemble des composants.

4.2.2.2.1.2 Ecosystéme Hadoop

Le terme Hadoop se réfere non seulement aux modules de base
ci-dessus, mais aussi a son écosysteme et a I’ensemble des logiciels qui
viennent s’y connecter comme : Hbase, Pig, Hive, Flume, Oozie, Drill, Zoo-
keeper, Sqoop, Solr, Lucene, Ampari, Mahout, Storm, Kafka, et Spark >*.

— Apache HBase est un systeme de gestion de base de données non
relationnelle orienté colonne qui s’exécute sur le systeme de fichiers
distribués Hadoop **[Patel 2017].

— Apache Pig est développé par Yahoo, Pig est une plate-forme
utilisée pour analyser de grands ensembles de données. Il est

21. https ://fr.wikipedia.org/wiki/Hadoop, (consulté le :03/05/2019)
22. Apache HBase Team (2015), Apache HBase ™ reference guide (Version 2.0.0-
SNAPSHOT ed.) Apache.
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con¢u pour fournir une abstraction sur MapReduce, cela réduit
la complexité de 'écriture d'un programme MapReduce. Les opé-
rations de manipulation de données sont effectuées facilement
dans Hadoop avec Apache Pig. Pig se compose de deux parties :
Pig Latin : langage procédural de haut niveau. Et Pig Engine :
parse, optimise et exécute automatiquement les scripts PigLatin
comme une série de jobs MapReduce au sein d"un cluster Hadoop
[OMI 2012][Ansari & Swarna 2017].

— Apache Hive est a l'origine du projet Facebook, puis il a donné
a la fondation Apache qui fait un lien entre SQL et Hadoop 3.
Apache Hive est un systeme d’entrepdt de données construit sur
Hadoop, il est utilisé pour analyser des données structurées et
semi-structurées. Hive fait abstraction de la complexité de Hadoop
MapReduce. Fondamentalement, il fournit un mécanisme pour exé-
cuter des requétes écrites en HQL -Hive Query Language- similaires
aux instructions SQL, ces requétes ou HQL sont converties en map-
page de taches réduites par le compilateur Hive. Apache Hive
prend en charge le langage DDL -Data Definition Language-, le lan-
gage DML -Data Manipulation Language- et les fonctions définies par
'utilisateur [Adamov 2018].

— Apache Flume est un outil d’ingestion de données dans HDFS. 11
collecte, regroupe et transporte une grande quantité de données en
continu tels que les fichiers journaux, les événements provenant de
diverses sources tels que le trafic réseau, les médias sociaux, les
courriers électroniques, etc. vers HDFS. Flume est donc un outil
tres fiable et distribué [Crinivasa et al. 2018].

— Apache Oozie est un systéme évolutif, fiable et extensible permet-
tant de gérer les travaux Apache Hadoop, il est intégré au reste
de la pile Hadoop. Il prend en charge de nombreux types de fonc-
tions Hadoop prédéfinies tels que Pig, Hive, Sqoop et Distcp %4, il
prend également des fonctions spécifiques aux systemes tels que
Programmes Java et scripts shell 2.

— Apache Drill est un framework open source qui fonctionne avec
un environnement distribué pour analyser de grands ensembles de
données. II est utilisé pour explorer nimporte quel type de don-
nées tels que Parquet, JSON et CSV. Il supporte différents types de
bases de données NoSQL et de systemes de fichiers, ce qui est une
fonctionnalité puissante de Drill 2627,

23. https ://fr.wikipedia.org/wiki/Apache_Hive, (consulté le :03/05/2019)

24. DistCp (distributed copy) est un outil utilisé pour la copie volumineuse inter / intra-
cluster. II utilise MapReduce pour effectuer sa distribution, sa gestion des erreurs, sa ré-
cupération et sa génération de rapports.

25. https ://fr.wikipedia.org/wiki/Apache_Oozie, (consulté le : 03/05/2019)

26. https  ://www.oreilly.com/library/view /learning-apache-drill / 9781492032786/,
(consulté le : 03/05/2019)

27. https :/ /fr.wikipedia.org/wiki/Apache_Drill, (consulté le : 03/05/2019)
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— Apache Zookeeper est le coordinateur de tout travail Hadoop qui
comprend une combinaison de divers services dans un écosysteme
Hadoop. Il assure la coordination avec divers services dans un en-
vironnement distribué28. Avant Zookeeper, la coordination entre
les différents services de 'écosystéme Hadoop était tres longue et
difficile. Auparavant, les services avaient de nombreux problemes
d’interactions, telle que la configuration commune lors de la syn-
chronisation des données. Méme si les services sont configurés, des
modifications apportées a leur configuration rendent le traitement
complexe et difficile a gérer. Le regroupement et la dénomination
prenaient également beaucoup de temps.

— Apache Sqoop est un outil congu pour transférer efficacement des
données entre Apache Hadoop et des data-stores structurés telles
que des bases de données relationnelles. La principale différence
entre Flume et Sqoop est que Flume ingére uniquement des don-
nées non structurées ou semi-structurées dans HDFS; tandis que,
Sqoop peut importer et exporter des données structurées a partir
de SGBDR ou d’entrepots de données d’entreprise vers HDFS ou
vice versa 9.

— Apache Solr et Lucene sont les deux services utilisés pour la re-
cherche et I'indexation dans Ecosysteme Hadoop. Apache Lucene
est une technologie basé sur Java qui aide également a la vérifica-
tion orthographique, de mise en évidence des occurrences et d’ana-
lyse ou création de jetons avancée. Solr est un serveur de recherche
hautes performances construit autour de Lucene 3°.

— Apache Ambari est un projet de la fondation Apache Software qui
vise a rendre 1’écosysteme Hadoop plus facile a gérer. Il comprend
un logiciel de provisionnement, de gestion et de surveillance des
clusters Apache Hadoop 3.

— Apache Mahout est une bibliotheque fournit un environnement
permettant de créer des applications d’apprentissage automatique
puissante et évolutive qui s’exécute sur Hadoop MapReduce 3>.
L’apprentissage automatique est une discipline de l'intelligence ar-
tificielle qui permet aux systémes d’apprendre en se basant uni-
quement sur des données, ce qui améliore continuellement les per-
formances lors du traitement de grande quantité de données. L'ap-
prentissage automatique est a la base de nombreuses technologies
qui font partie de notre quotidien.

28. Tutorial : zookeeper, The Apache Software Foundation, disponible sur : https :/ /zoo-
keeper.apache.org/doc/r3.1.2/zookeeperOver.pdf

29. https ://blogs.apache.org/sqoop/entry/apache_sqoop_overview, (consulté le :
03/05/2019)

30. https ://lucene.apache.org/, (consulté le : 03/05/2019)

31. https ://ambari.apache.org/,03/05/2019, (consulté le : 04/05/2019)

32. https ://fr.wikipedia.org/wiki/ Apache_Mahout, consulté le : 04/05/2019
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— Apache Storm est un logiciel open source géré par fondation

Apache. 1l a été déployé pour répondre aux besoins de traitement
en temps réel de sociétés tels que Twitter, Yahoo. Apache Storm est
donc devenu la plate-forme de choix des experts dans le domaine
Big Data pour développer des plates-formes de traitement de don-
nées distribuées en temps réel. Il fournit un ensemble de primitives
pouvant étre utilisées pour développer des applications capables
de traiter une tres grande quantité de données en temps réel de
maniere hautement évolutive 33 34,

Apache Kafka Apache Kafka est un magasin dans lequel les mes-
sages sont stockés a partir de processus appelés producteurs, il
est développé par 1" apache software foundation, il écrit en Scala.
Apache Kafka permet de résoudre les problemes d’utilisation des
données en temps réel a des fins de consommation. Il gere une
charge de données considérable, il évite également les systemes a
contre-pression pour gérer les inondations. Il inspecte les volumes
de données entrants, ce qui est tres important pour la distribution

et le partitionnement sur les nceuds du cluster 35[Javed 2017].

Apache Spark Apache Spark est un framework d’analyse de
données en temps réel dans un systéme distribué. Il exécute
des calculs en mémoire pour augmenter la vitesse de traitement
des données sur Map-Reduce. Il est plus rapide que Hadoop
MapReduce pour le traitement de données a grande échelle
en exploitant des calculs en mémoire et d’autres optimisations
[Prakash & Atul 2016]. Spark présente plusieurs avantages par
rapport aux autres technologies Big Data notamment MapReduce
du Hadoop et Storm. D’abord, Spark propose un framework com-
plet et unifié pour répondre aux besoins de traitements Big Data
ainsi que par type de traitement (batch, micro batch, ou strea-
ming). Ensuite, Spark permet a des applications sur Hadoop d’étre
exécutées jusqu’a 100 fois plus rapide en mémoire et 10 fois plus
rapide sur disque [Bhattacharya & Bhatnagar 2016]. Il nous permet
d’écrire rapidement des applications en Java, Scala, R ou Python,
il inclut également un jeu de plus de 8o opérateurs haut-niveau
[Dataflair 2018]. Il est composé de cinq composants de base 3637 38 39

[Bhattacharya & Bhatnagar 2016][Dataflair 2018][Haoyuan et al. 2013]
[Meng et al. 2016][Gonzalez et al. 2014] :

33. https ://storm.apache.org/, (consulté le : 04/05/2019)

34. https

:/ /www.journaldunet.com/web-tech/developpeur/1127535-storm-apache-

integre-le-big-data-temps-reel-de-twitter/, (consulté le : 04/05/2019)
35. https :/ /fr.wikipedia.org/wiki/Apache_Kafka, (consulté le : 04/05/2019)
36. https ://spark.apache.org/docs/latest/sql-programming-guide.html, consulté le :

05/05/2019
37. https

:/ /opensource.com/article/19/3/apache-spark-and-dataframes-tutorial,

(consulté le : 05/05/2019)
38. https ://acadgild.com/blog/integrate-apache-flume-spark-streaming, (consulté le :

05/05/2019)
39. https
06/05/2019)

:/ /data-flair.training /forums/topic/what-is-spark-core/, (consulté le
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1. Spark SQL : Spark SQL est un module Spark pour le trai-
tement de données structurées4°. Il fournit une abstraction de
programmation appelée -DataFrames-, il peut également agir en
tant que moteur de requéte SQL distribué. Il permet aux re-
quétes Hadoop Hive non modifiées de s’exécuter jusqu’a 100
fois plus rapidement sur les déploiements et les données exis-
tants [Dataflair 2018]. Il fournit également une intégration puis-
sante avec le reste de 1’écosysteme Spark (par exemple, en in-
tégrant le traitement de requéte SQL avec I'apprentissage auto-
matique) 4*.

2. Spark Stearming : Spark Streaming permet de puissantes
applications interactives et analytiques pour Big Data en hé-
ritant des caractéristiques de facilité d’utilisation et de tolé-
rance aux pannes de Spark. Il s’integre facilement a une grande
variété de sources de données populaires, notamment HDEFS,
Flume et Kafka. Spark Streaming peut étre utilisé pour les
traitements des données en temps-réel, il utilise le module
DStream, c-a-d une série de RDD -Resilient Distributed Dataset-
4243 [Haoyuan et al. 2013].

3. Spark MLIlib : MLIib est une bibliotheque d’apprentissage
automatique -Machine Learning- permettant d’analyser le Big
Data, il fournit plus de 55 algorithmes d’apprentissage au-
tomatique évolutifs qui bénéficient largement de la paralléli-
sation des données [Meng et al. 2016]. Il fournit également a
la fois des algorithmes de haute qualité (par exemple, plu-
sieurs itérations pour augmenter la précision) et une vitesse
fulgurante (jusqu’a 100 fois plus rapide que MapReduce)
[Bhattacharya & Bhatnagar 2016]. MLlib du Spark est utilisé
avec des applications écrites en Java, Scala, R et Python afin
que nous puissions linclure dans le traitement du Big Data
[Dataflair 2018].

40. https :/ /spark.apache.org/docs/latest/sql-programming-guide.html, (consulté le :
05/05/2019)

41. https :/ /opensource.com/article/19/3/apache-spark-and-dataframes-tutorial,
(consulté le : 05/05/2019)

42. Un RDD est une collection de données calculée a partir d’une source et conservée
en mémoire vive (tant que la capacité le permet).

-Résilient : tolérant aux pannes a 'aide du graphe de lignage RDD, et donc capable
de recalculer les partitions manquantes ou endommagées en raison de défaillances de
neeuds.

-Distributed :distribué avec des données résidant sur plusieurs nceuds d'un cluster.

-Dataset : est un ensemble de données partitionnées avec des valeurs primitives ou des
valeurs de valeurs, par ex. n-uplets ou autres objets (qui représentent des enregistrements
des données avec lesquelles vous travaillez).

43. https ://acadgild.com/blog/integrate-apache-flume-spark-streaming, (consulté le :
05/05/2019)
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4. Spark GraphX : GraphX est un moteur de calcul graphique
qui permet la composition de graphes a partir des données non
structurées et des tableaux, il permet également d’afficher les
mémes données physiques sous forme de graphe, sans déplace-
ment ni duplication de données [Gonzalez et al. 2014].

5. Spark Core : Spark Core est le moteur d’exécution général
sous-jacent de la plateforme Spark sur lequel toutes les autres
fonctionnalités sont créées. Spark Core utilise une structure de
données fondamentale spécialisée : RDD, RDD est un ensemble
logique de données partitionnées sur plusieurs ordinateurs 44.
Les RDD peuvent étre créés de deux manieres : la premiere
consiste a référencer des ensembles de données dans des sys-
témes de stockage externes, et la seconde consiste a appliquer
des transformations (par exemple, carte, filtre, réducteur, join-
ture) aux RDD existants.

Spark SQL + St MLliB G::;'::':K
DataFrames =TAATE Machine Leaming
Spark Core AP
R 0L Python Scala Java

FIGURE 4.17 — Ecosystéme Apache Spark.

LES TECHNOLOGIES DU BiG DATA ET MACHINE LEARNING

Dans de nombreux domaines, les données arrivent plus rapidement
que nous pouvons apprendre et comprendre. Pour éviter de gaspiller ces
données, nous devons abandonner les méthodes traditionnelles d’appren-
tissage automatique, ces méthodes devraient plutot étre utilisées dans des
systémes capables d’analyser des données massives. Pour cela, nous pré-
sentons par la suite quelques solutions du Big Data qui peuvent étre aidées
les algorithmes du Machine Learning pour la prédiction a grandes échelles.

Machine Learning sous Spark

Spark est une infrastructure informatique open source essentiel-
lement adaptée au traitement de données massives. Apache Spark a été

44. https  ://data-flair.training /forums/topic/what-is-spark-core/, (consulté le
06/05/2019)
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con¢gu comme un moteur unifié pour le traitement distribué et paral-
lele. Spark a un modele de programmation similaire & MapReduce qui
s’étend a une abstraction de partage de données appelée :"RDD". Cette
extension capture un grand ensemble de données pour les traiter qui
nécessite SQL, l'apprentissage automatique et le traitement graphique
[Matei & Mosharaf 2010]. Cette implémentation utilise les mémes optimi-
sations que le traitement par colonne et les mises a jour incrémentielles
pour atteindre des performances similaires. Le traitement de données évo-
lutif est essentiel pour la prochaine génération d’applications informa-
tiques qui implique une séquence complexe d’étapes de traitement avec
différents systemes informatiques. Le projet Spark est une solution pro-
metteuse pour les applications Big Data [Matei & Reynold 2016], c’est ce
que nous allons démontrer dans le dernier chapitre .

Notre these comprenait de nombreux algorithmes d’apprentissage
automatique et des outils d’analyse de données interactifs permettant de
gérer le traitement des données. Spark est une nouvelle infrastructure qui
prend en charge ces applications en conservant 1’évolutivité et la tolérance
aux pannes de Map-Reduce. Une abstraction (RDD) a été introduite en
tant que collection en lecture seule d’objets partitionnés sur un ensemble
de machines [Meng et al. 2015].

Apache Spark est 'un des solutions de traitement open source les
plus utilisées pour les données massives avec des bibliothéques intégrées
et des API plus riches. MLIib est une bibliotheque efficace pour apprendre
la fonctionnalité des modeles (classifieurs), cette bibliothéque est compo-
sée de plusieurs primitives statistiques et d’optimisation.

Machine learning sous cloud computing

Le cloud computing est une technologie bien développée utilisée
par de nombreuses entreprises réputées telles qu’Amazon, Microsoft et
Google. Il semble difficile d’imaginer une tendance technologique qui per-
turberait le paysage actuel du cloud computing. L'intelligence artificielle
présente toutefois des caractéristiques uniques qui peuvent certainement
influer sur la prochaine génération de plates-formes de cloud computing.
L'intelligence artificielle requiert une nouvelle infrastructure informatique
pour prendre en charge de nouveaux modeéles et paradigmes de traitement
de données massives. L'infrastructure informatique traditionnelle n’a pas
fourni suffisamment de puissance de calcul pour analyser les données
volumineuses qui deviennent maintenant courantes. Le cloud computing
constitue une alternative efficace pour améliorer la puissance de calcul.
Les algorithmes d’apprentissage automatique sont des méthodes analy-
tiques puissantes qui permettent aux machines de reconnaitre des mo-
deles, ils facilitent également 1’apprentissage humain. Ainsi, la sélection
robuste associant I’analyse des données en utilisant des algorithmes d’ap-
prentissage automatique efficaces augmente la capacité des praticiens a
utiliser largement le cloud computing [Buyya et al. 2016].
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CONCLUSION

Nous avons parlé dans ce chapitre sur le calcul paralléle et distribué
en présentant leurs systémes. Ainsi que, nous avons présenté les techno-
logies du Big Data et comment les utiliser pour le traitement a grand
d’échelle. Le traitement du Big Data consiste a collecter, gérer, analyser et
comprendre les données a des volumes et a des débits qui repoussent les
frontieres des technologies actuelles. Les enjeux du Big Data est de fournir
des architectures matérielles, ainsi que des systémes logiciels capables de
traiter efficacement ces données volumineuses. Le traitement de données
volumineuses nécessite des solutions différentes des solutions de traite-
ment traditionnel. Ces solutions s’adaptent bien avec le calcul parallele et
distribue des données volumineuse. Elles nécessitent également un degré
extrémement élevé de tolérance aux pannes, de fiabilité et de disponibilité.
De plus, les solutions du Big Data aident a donner des réponses relative-
ment rapides. Dans le chapitre suivant, nous discuterons la méthodologie
et les solutions proposées pour 1’analyse prédictive des données massives.
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5.1

5.2

Chapitre 5. Méthodologie

INTRODUCTION

Nous vivons maintenant a I’eére du Big Data. Mais I’analyse de don-
nées traditionnelle ne peut pas étre en mesure de gérer de telles quan-
tités de données. La question qui se pose maintenant est de savoir com-
ment concevoir une architecture pour analyser efficacement ces données
massives ? Et comment développer un algorithme de prédiction approprié
pour l'analyse du Big Data? C’est ce que nous discuterons en détail dans
ce chapitre. Le présent chapitre commence par une présentation des tra-
vaux connexes, suivie de nos travaux proposés avec certaines questions
importantes, et d’autres axes de recherche seront également présentés re-
latifs a ’analyse du Big Data. Enfin, Nous concluons ce chapitre en faisant
une synthese des résultats obtenus et en indiquant quelques pistes pour
d’autres publications en lien avec notre sujet.

ETAT DE LART

L’analyse du Big Data au cceur de l'apprentissage automatique
-Machine Learning- qui fait partie de l'intelligence artificielle pour pré-
dire un comportement futur face a une nouvelle donnée, et approximer
une fonction de densité de probabilité*. Mais les algorithmes du Ma-
chine Learning pour 'analyse du Big Data prennent beaucoup de temps a
s’exécuter. Ce probléeme exige de nouvelles technologies tres gourmandes
en ressources de calcul pour le traitement avec haute performance de
grand volume de données. Certains algorithmes d’apprentissage auto-
matique sont manipulés dans des architectures distribuées pour les cal-
culs paralleles. Il existe plusieurs travaux dans ce contexte, par exemple
[Mohan & Pramod 2017] présente 1’algorithme parallele de propagation
d’étiquettes pour la détection de la communauté et l’algorithme de me-
sure de similarité parallele pour la prédiction du lien. Un autre travail
réalisé par [LakKang & Timothy 2017] qui permet de faire des calculs a la
fois paralléles et distribués pour I'analyse du Big Data, ce travail est basé
sur 'implémentation parallélisée de I'algorithme BFGS -Broyden-Fletcher-
Goldfarb-Shanno-> sur la plate-forme HPCC-High-Performance Computing
Cluster-3. On trouve également 1’architecture Lambda qui fournit un mo-
dele de traitement par lot -Batch- sur des volumes importants de données
[Murphy et al. 2015]. Elle permet de conserver les principes du Big Data,
telle que la scalabilité et la tolérance aux pannes. Par ailleurs I'architec-
ture Kappa est plus simple que l'architecture Lambda. Elle permet de
simplifier I’architecture Lambda en fusionnant les couches du temps réel
et batch. Cependant, elle ne permet pas le stockage permanent des don-

1. La fonction de densité de probabilité permet de déterminer des zones de forte et de
faible probabilité pour les valeurs d’une variable aléatoire.

2. BFGS : est une méthode permettant de résoudre un probléme d’optimisation non
linéaire sans contraintes.

3. HPCC, également connu sous le nom de DAS (Data Analytics Supercomputer) est
une plate-forme de systéme informatique a source ouverte et a forte intensité de données
développée par LexisNexis Risk Solutions.
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nées [Bouazza 2017]. Il existe aussi 1’architecture HDFS et 1’architecture
HBase [Bouazza 2017], tandis que les solutions techniques utilisées dans
ces architectures sont basées sur la solution du Big Data Hadoop et son
écosysteme.

L’analyse du Big Data est influencée par d’autres techniques statis-
tiques notamment I’échantillonnage. On trouve, dans ce contexte 1’échan-
tillonnage BLB-Bag of Little Bootstrap- pour Big Data [Kleiner et al. 2014],
il est bien adapté aux architectures paralléles et distribuées. Il est égale-
ment utilisé dans le cas ot le traitement d"une population volumineuse est
impossible. Les échantillons produits par les méthodes d’échantillonnage
permettent de réduire la taille des données afin de diminuer le temps du
calcul global avec la conservation de la précision des résultats obtenus
a partir d’'une population cible [Albattah 2016][Saleema et al. 2014].Ces
échantillons ont une taille bien déterminée. Pour calculer la taille de
I’échantillon [18] requise, il faut tenir en compte les facteurs suivants :
(1) le niveau de confiance souhaité, (2) la marge d’erreur acceptable, et
(3) l'effet du plan d’échantillonnage. Par exemple, une marge de précision
de £+ 10% nécessite une taille d'un échantillon d’environ 100 individus,
s’augmentant a environ 400 individus pour une précision de £ 5%, et
d’environ 10 ooo individus pour une marge de précision de £ 1%. Dans
le cas général, si la taille de la population est plus grande (des centaines
de millions d’individus); alors la taille d’échantillon requise ne dépasse
pas 10.000 individus pour une marge d’erreur + 1% avec un niveau de
confiance de 95%, elle ne dépasse pas 20.000 individus pour une marge
d’erreur + 1% avec un niveau de confiance de 99% [Etikan et al. 2016].

PRESENTATION DE NOTRE TRAVAIL REALISE

Notre travail est principalement axé sur 1'étude de I’analyse de don-
nées massives pour la prédiction. Cette partie constitue la partie pratique
de lI'épreuve de notre projet. Notre projet est un ensemble des tests co-
ordonnés et maitrisés comportant des architectures et des solutions du
Big Data supportées par les algorithmes du Machines Learning. Il implique
donc la définition d’objectifs, la description des activités a réaliser et leur
articulation, le choix des techniques a mettre en ceuvre mais également des
outils technologiques a mobiliser et enfin la maitrise des contraintes tem-
porelles et matérielles qui vont conditionner la réussite du projet. Nous
pouvons étre amenés a privilégier une dimension de la problématique,
dans ce cas, notre choix devra étre discuté. Nous allons donc étre au coeur
d’un travail dans lequel nous devrons identifier un besoin et proposer des
solutions bien pensées pour répondre au probleme posé.
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5.3.1 Le modéle proposé pour I’analyse de données massives

Le développement des algorithmes du Machine Learning dans un
contexte distribué est trées complexe, mais avec les solutions du Big Data
il devient simple. Le modele proposé est basé sur : (1) une architecture
distribuée portée par des solutions du Big Data tel que Hadoop, Spark et
Zookeeper pour le calcul distribué et parallele, (2) les méthodes de par-
titionnement des données Map-Reduce et I’échantillonnage aléatoire stra-
tifié, et (3) la méthode d’apprentissage supervisé Random Forests pour
la prédiction. Mais avant de réaliser ce modéle proposé, il faut répondre
aux questions suivantes : (1) Comment organiser et gérer ces ressources
informatiques dans une architecture adaptée avec Machine Learning dis-
tribués ? et comment rendre cette architecture plus efficaces pour ’analyse
du Big Data?, (2) Quelles sont les garanties du résultat et de performance
si on divise la base d’apprentissage volumineuse sur différents nceuds de
calcul lors de la prédiction?, (3) Comment réaliser cette partition? Et (4)
A quelle vitesse devons-nous obtenir ces résultats? La figure ci-dessous
illustre notre modéle proposé.

Architecture distribuées

- » 2: Partitionnement

v

. 3: Echantillonnage
{ Stratifie (Base partagée)

L 4

Solutions Big Data

4: Données pour
Apprentissage

6: Modéle de | |k (échantillon représentatif)
prédiction +

5: Algorithme du
ML (IRF)

8: Résultat Final
(Classification)

FIGURE 5.1 — Le modele proposé.

Etape 1 : Mise en place le Big DataSet (KDD2012) dans notre sys-
teme (architecture) distribué, exactement dans le noeud central, ce systeme
proposé s’appuie sur des solutions du Big Data afin de traiter ce volume

142



Chapitre 5. Méthodologie

de données. Le scénario de fonctionnement (organisation physique) de
notre systéme distribué est bien détaillé dans la figure ci-dessous :

- -
(O Coutd Node
[ ] S Node
- Compue Mo

FIGURE 5.2 — L"Architecture (organisation physique) proposée.

Notre systeme (architecture) distribué est caractérisé par :

— L’installation du Apache Spark dans chaque nceud, de sorte que
Spark Master soit pour les supers nceuds et Spark Worker soit pour
les noeuds de calcul et les nceuds auxiliaires,

— L'implémentation d"un web service nommé « MRS-Manager to Run
Sample- » est pour la gestion des échantillons partagés inter-clusters
entre les supers nceuds et les nceuds auxiliaires,

— La méthode Map-Reduce est pour la partition de la base d’appren-
tissage globale en des bases d’apprentissage partielles distribuées
aux différents supers nceuds, En outre, elle collecte les résultats de
la classification a partir de ces nceuds et les envoyer au nceud cen-
tral,

— La configuration de I"Apache Zookeeper, il permet la coordination
entre le web service « MRS » et Map-Reduce, parce que le role
d’Apache Zookeeper est de synchroniser le calcul parallele entre les
super-nceuds et les nceuds auxiliaires lors de I'analyse prédictive,
car notre modele proposé nécessite a la fois la base d’apprentissage
partielle et la base d’apprentissage partagée.

Etape 2 : Partitionner le Big DataSet (KDD2o012) entre les nceuds de
calcul de maniére simple, sachant que : la base d’apprentissage partielle =
dataset original /nb nceuds de calcul.

143



Chapitre 5. Méthodologie

Etape 3 : Extraire la base d’apprentissage partagée en utilisant
I’échantillonnage stratifie, cet échantillon est constitué de toutes les bases
partielles, sachant que la taille d’apprentissage partagée = 1/nb nceuds de
calcul. Apres cela, on supprime les individus dupliqués.

Etape 4 : Extraire la base d’apprentissage représentative en com-
binant la base d’apprentissage partielle avec 1’échantillon partagé (voir le
détail dans la section 5.3.2).

Etape 5 : La base d’apprentissage représentative est fournie a l’al-
gorithme de classification Improved Random Forests (notre contribution,
voir le détail dans la section 5.3.4). Ce classifieur (IRF) permet de détermi-
ner les relations cachées entre divers éléments et résultats afin d’extraire
le modele de prédiction.

Etape 6 : En effet, 'algorithme Improved Random Forests va pro-
duire un modele de prédiction, ce modele se basera sur la base d’ap-
prentissage représentative, il va capturer toutes propriétés et corrélations
présentes dans la phase d’apprentissage. C’est pour cela que les données
d’apprentissage doivent étre assez représentatives du probleme métier.
Par conséquent, le modéle de prédiction calculé a la fin de la phase d’ap-
prentissage sera plus généralisable et permettra des prédictions précises.

Etape 7 : Les nouveaux individus (données pour validation) sont
transmis au modele de prédiction pour prédire leurs classes. La sortie
s’appelle également le résultat de classification.

Etape 8 : Le résultat de la prédiction est fourni avec des métriques
de performance (Précision, RMSE, MAE,...) pour évaluer la performance
de notre classifieur s’il prédit les classes de nouveaux individus correcte-
ment et avec une bonne précision.

Pour mieux comprendre les étapes de notre modele proposé no-
tamment les étapes : 2, 3 et 4 nous présentons un plan schématique ci-
dessous qui explique en détail le scénario de fonctionnement (organisation
logique) de ce modele.
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FProlictal clam Frodicted clma FProdicod clax
Pralictad clan Predicted clo Prediced clam P

FProlickod claxm Prodictod clma Prodiced clax
FProlickod clam Prodictod clma Frodiced clax
Profictad clan FProdicted clm FPrediced clam

Prediced clam
Prediced clan
FProdicod clam
FProdicod clam
FProdcod clan
FProdcod clan
FProdicod clan
Prodicod ca Fanal rosulist
Frodicod clax
Frodicod clax
Frodicod clan
Frodicod claxn
Frodicod clan
Frodicod claxn
Frodicod clan

Recoce Plose

FIGURE 5.3 — Le scénario de fonctionnement (organisation logique) du modele proposé

Les nceuds de notre systeme (architecture) distribué sont organisés
(topologie physique et topologie logique) comme suit :

— Le nceud central : Ce nceud est connecté avec tous les supers
neceuds, il contient la base d’apprentissage globale, il permet éga-
lement d’afficher le résultat final de la prédiction.

— Le super noeud : (1) calcule 1’échantillon ¢; de sa partition de don-
nées d;, il envoie ensuite cet échantillon vers tous les noeuds auxi-
liaires inter-clusters afin d’extraire la base d’apprentissage partagée
ds , tel que d; = UL ei{d;} , (2) cumule la base d’apprentissage
partielle d;, avec la base d’apprentissage partagée ds; pour obtenir
la base d’apprentissage représentative d,, (3) envoie le résultat de
prédiction préliminaire qui vient du nceud de calcul vers le nceud
central.
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— Le neeud auxiliaire : (1) chaque nceud auxiliaire est connecté avec
tous les supers nceuds (intra et inter-cluster), il assure le calcul de la
base d’apprentissage partagée, c-a-d, il cumule tous les échantillons
qui viennent des supers nceuds inter-clusters), (2) ensuite il envoie
cette base d’apprentissage vers le super nceud intra-cluster (local).

— le nceud de calcul : (1) exécute la méthode Random Forests a partir
de la base d’apprentissage représentative, (2) ensuite, il envoie le
résultat préliminaire vers le super nceud.

Notre modéle proposé est assez simple, mais il est capable de traiter
rapidement (Vélocité) des données massives (Volume) et de fournir de
bons résultats (Véracité) de I'analyse prédictive. On peut dire que notre
modele facilite a la fois la construction de la base d’apprentissage partagée
et de la base d’apprentissage représentative.

Echantillonnage et Map-Reduce

L’échantillonnage est la phase qui consiste a sélectionner les indi-
vidus que l'on souhaite interroger au sein de la population de base. Les
résultats obtenus sur I’échantillon sont ensuite extrapolés a la population
que l'on souhaite étudier [Nan ef al. 2016].

Pour déterminer la taille de 1’échantillon T, , Il existe deux ap-
proches [Ataro 1967] :

1. A partir d'une proportion [Cochran 1977], on utilise la formule sui-
vante : T, = W T, : taille de I’échantillon attendu, n :
niveau de confiance selon la loi normale centrée réduite, p : propor-
tion estimée de la population qui présente la caractéristique (lorsque
inconnue, on utilise n2 = 95%, p = 50%, m, = %% orm, =
m? de sorte que m = 5% ),m, :marge d’erreur tolérée.

2. A partir d’'une moyenne [Jain ef al. 2015] on utilise la formule sui-
vante : T, = ”Z‘f 2 T, : taille de 1’échantillon attendu, # : niveau de
confiance déduit du taux de confiance, ¢ : écart type estimé de la

moyenne du critere étudié, m = /m, =5%, m, : marge d’erreur.

D’apres# [Maclnnis et al. 2018] [Espinosa et al. 2012] les méthodes
d’échantillonnage probabiliste sont meilleures que les méthodes d’échan-
tillonnage non probabiliste. D’apres ce que nous avons présenté dans la
premiere partie (section 3.3.2.1), et selon® [Espinosa ef al. 2012][Fei 2015]
[Peter 1976][Okororie & Otuonye 2015] [Puech et al. 2014], nous confir-
mons donc que la méthode d’échantillonnage stratifié est la meilleure

4. https ://en.wikipedia.org/wiki/Survey_sampling, (consulté le : 23/11/2017)
5. https ://saylordotorg.github.io/text_principles-of-sociological-inquiry-qualitative-
and-quantitative-methods/s10-03-sampling-in-quantitative-resea.html,
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parmi les autres méthodes d’échantillonnage probabiliste. Pour cela, dans
notre travail nous avons appliqué un échantillonnage aléatoire stratifié
afin d’extraire un échantillon représentatif e; sans remise a partir de d; de
chaque super nceud Nj; selon 'algorithme ci-dessous :

1. On sépare la base d’apprentissage partielle d; de chaque N; en diffé-
rentes strates de maniere a ce que chaque strate regroupe les indivi-
dus ayant les mémes classes prédites.

2. On compte le nombre des individus ayant les mémes classes prédites
de chaque strate NB(I) , ainsi que NB(d;) : le nombre d’individus
de la base d’apprentissage partielle d;.

3. On détermine la proportion de chaque strate du d; par la for-

mule : PR; = %%((gf)).

4. On détermine le nombre d’individus qu’il faut dans chaque strate de
I’échantillon représentatif e; , de sorte que : NB(e;) = Y"1 PRi*T,.

5. On sélectionne le nombre d’individus voulu dans chaque strate de
la base d’apprentissage partielle d; par échantillonnage aléatoire
simple.

Map-Reduce est un paradigme de programmation qui permet de
distribuer des traitements paralleles sur des volumétries de données dé-
passant typiquement 1To, dans un cluster composé de centaines, voire de
milliers de nceuds.

Selon [Kaur et al. 2017] présente I'algorithme Map-Reduce en cinq
étapes utilisant 100 noeuds de cloud computing. Il applique cet algorithme
pour analyser les données numériques de la météorologie dans les plus
brefs délais, pour cela, il traite 200 gigaoctet de données en moins de 200
secondes, ce qui est un peu de temps par rapport a la taille des données
utilisées.
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Algorithme MapReduce

Input : la base d’apprentissage globale Dj.

Processing :
— Calculer la base d’apprentissage partielle d, = {dp1,dp2,...... ,dpn }
sachant que les dj,; ayant la méme taille Ta, (nombre d’instances), de
sorte que po = %(eri]s) , N; :super nceud, N, : nceud central.

— Placer chaque d,; dans Nj;.

— Extraire ¢; partir de Nj;.

— Calculer d; par N, a l'aide du service web « MRS ».

— Calculer d, , de sorte que : d,; = dp; Uds;.

— Placer d,; dans N; a partir du N;. N : noeud de calcul.

— Build a local random forest £; du Np;.

— Envoyer le résultat préliminaire du Ly, vers Nj;.

— Intégrer tous les résultats (les classes prédites) de tous les foréts Ly,
into N, , de sorte que Ly, = Y"1 Ln;,-

Output : Résultat final de la prédiction

Les Foréts

Les Foréts dans la nature

Une forét est une vaste zone dominée par les arbres, en d’autres
termes, la forét est composée d'un grand nombre d’arbres sur une vaste
zone. Nous avons tous besoin de foréts saines. Les foréts contribuent a
maintenir notre climat stable en absorbant le dioxyde de carbone et en
libérant de 1'oxygene. Elles régulent notre approvisionnement en eau, et
elles améliorent sa qualité. Elles abritent également plus de la moitié des
espéces rencontrées sur la terre. Les foréts constituent une riche variété
de vies qui permet a de nombreux systemes naturels de fonctionner. Avec
une meilleure protection, les foréts peuvent continuer a accueillir la faune
et des ressources pour les populations autochtones et les communautés
locales. Et, a ’échelle mondiale, Elles peuvent continuer a nous fournir
tous les éléments essentiels tels que de 1'air frais et de I'eau potable. Avec
une meilleure gestion, nous pouvons augmenter la production de bois
sans nuire a 'environnement local. Et avec une meilleure planification,
nous pouvons produire suffisamment de nourriture pour les populations
en croissance sans avoir a convertir les foréts en terres agricoles. Mais
notre idée est inspirée de foréts composées d’arbres fruitiers, ce qui nous
permet de voir la qualité des cultures apres 1'élagage des arbres.
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FIGURE 5.4 — Les foréts dans la nature (Les arbres improductifs et les arbres fruitiers).

5.3.3.1.1 Elagage des arbres

L’élagage consiste a couper certaines parties d'un arbre ou d'une
plante afin d’encourager la croissance et la fécondité [MORRIS 2010]. Dans
notre these, nous parlerons plus particulierement sur les arbres fruitiers.
Nous devrions élaguer un tiers des branches de ces arbres chaque an-
née. Sachant que 'élagage se déroule en deux phases, la premiere phase
se déroule pendant l'hiver lorsque l’arbre est endormi et qu’il n'y a
pas de feuilles. Cette phase est considérée comme une phase ordinaire
[Palliotti et al. 2017]. Tandis que, la deuxieme phase se déroule au prin-
temps ®. Nous connaissons que cela sonne beaucoup, mais il serait bé-
néfique pour l'arbre. Nous aiderions cet arbre a concentrer son énergie
principalement sur la production de fruits plutdt que sur une croissance
inutile, Et bien str, pour que 'arbre reste en bonne santé. De plus, les
fruits d'un arbre régulierement élagué seront plus gros, plus juteux, plus
sucrés et plus sains.

5.2.3.1.1.1 Elagage d"hiver

La question posée : pourquoi devrions-nous élaguer les arbres
en hiver ? L'élagage en hiver permet a I'arboriste de repérer plus fa-
cilement les défauts de I’arbre, ainsi que de visualiser toute la struc-
ture de l'arbre sans obstruction des feuilles. La gestion des défauts
des arbres et le maintien d’une structure appropriée sont essen-
tiels a la santé de l'arbre. Notez que, I'élagage d’arbre peut créer
une plaie. Ces plaies commencent a se refermer quelques heures
apres l'élagage. En été, les insectes ont amplement le temps de vi-
siter la plaie ouverte et de transmettre des maladies. Mais en hiver,
les insectes et les maladies sont inactifs, il sera donc facile d’élimi-
ner tout probléme de transmission des parasites et des maladies
[Palliotti et al. 2017] [Garcia et al. 2017].

6. https :/ /orchardpeople.com/when-to-prune-fruit-trees/, (consulté le 14/05/2019)
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FIGURE 5.5 — Une image montrant I'élagage d’hiver.

Mais 1’élagage en hiver se présente généralement dans les cas
suivants : Si notre arbre a des branches mortes, alors nous les cou-
pons a la base. Ainsi que, si notre arbre est malade, alors nous
considérons l'élagage comme une période d’évaluation annuelle.
C’est un bon moment pour examiner notre arbre de pres. Si nous
voyons des branches malades, alors nous les retirons. En plus, nous
gardons notre arbre dans une taille confortable a gérer. Si nous ne
voulons pas grimper sur l'échelle, alors nous devons couper les
hautes branches de 1’arbre, nous voulons également faire de notre
mieux pour éliminer les branches croisés. Lorsque le vent souffle,
les branches se frottent les unes contre les autres, elles peuvent donc
endommager les fruits ou les branches elles-mémes, ceci affaiblit
I'arbre et le rend plus vulnérable aux parasites et aux maladies. De
méme, nous voulons éliminer les angles aigus, car ils affaiblissent
les branches une fois qu’ils portent des fruits, ils risquent donc de
se casser. Dongc, si nous remarquons une branche en forme de «Y
», nous élaguons une des branches supérieures. En fin, nous assu-
rons d’élaguer les zones de ramifications pour favoriser une bonne
circulation de I'air.

5.2.3.1.1.2 Elagage de printemps

L’élagage de printemps est effectué apres que ’arbre commence
a porter des fruits, mais parfois nous effectuons cet élagage en
été suivant la nature des arbres tels que les arbres d’orangers,
car leurs fruits mirissent en hiver. L'élagage de printemps (d’été)
consiste a couper les branches improductives et a éviter de couper
les branches portant des fruits afin d’exploiter 1’énergie unique-
ment dans les branches productives, il implique donc d’augmenter
la taille (volume) des fruits, ceci est appelé produit amélioré7 8.

7. https :/ /orchardpeople.com/when-to-prune-fruit-trees/, (consulté le 14/05/2019)
8. https  ://gardenerspath.com/how-to/pruning/basics-pruning/, (consulté le
14/05/2019)
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FIGURE 5.6 — Une image montrant I'élagage de printemps.

L'élagage de printemps est un processus important tout aussi
important que I'élagage d’hiver, ou il est considéré comme un pro-
cessus complémentaire de 1'élagage d’hiver. Il sert a stimuler la
croissance végétative pendant la croissance pour donner un pro-
duit de haute qualité tout en préservant les branches restantes de
la maturité. Le processus de 1'élagage de printemps requiert des
compétences en performance, car toute erreur dans ce processus
entraine une diminution de la quantité et de la qualité du produit.
L’élimination des branches inutiles est un processus important lors
de I'élagage de printemps, cela se fait souvent dans les arbres frui-
tiers au début du printemps.

5.3.3.2 Les foréts en informatique

Les foréts aléatoires ou Random Forests en anglais, cas particulier
de bagging?, s’adapte particulierement bien aux technologies du Big Data
lorsqu’une grande taille de 1’ensemble d’apprentissage fournit des échan-
tillons indépendants. En outre, Random Forests semblent insensible au sur-
apprentissage, cette méthode ne nécessite pas généralement de gros efforts
d’optimisation de parametres. Les foréts aléatoires évitent donc 1'un des
principaux écueils des approches Big Data en apprentissage automatique
[Kuperman & Kazunaga Matsuki 2016] [Rio et al. 2014].

Dans notre travail, nous avons utilisé le classificateur Random Fo-
rests parmi les autres classificateurs d’apprentissage automatique. Il fonc-
tionne bien notamment dans le traitement a grand d’échelle. Pour confir-
mer pourquoi nous avons choisi ce classifieur? nous citons nombreux
travaux récents [Kaur ef al. 2017] [Rathore et al. 2016] [Dong et al. 2016]
[Dong et al. 2013] [Bei et al. 2018] dans ce sens qui montrent la puissance
de ce classificateur.

9. Bagging, appelé aussi Bootstrap Aggregation, est un méta-algorithme d’ensemble

d’apprentissage automatique congu pour améliorer la stabilité et la précision des algo-
rithmes d’apprentissage automatique utilisés dans la classification et la régression.
- L'utilisation du bagging est adaptée aux algorithmes a fortes variance qui sont ainsi sta-
bilisés (réseaux neuronaux, arbres de décision pour la classification ou la régression...),
mais il peut également dégrader les qualités pour des algos plus stables (k plus proches
voisins avec k grand, régression linéaire).
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Double élagage (méthode proposée)

Cette méthode est inspirée de la nature par ce que nous appelons le

« bio-mimétisme », ot1 nous nous sommes appuyés sur

I'élagage d’hiver et

I'élagage de printemps. Le but de ce travail est d’améliorer la performance
de la méthode supervisée CRF « les foréts aléatoires classiques » afin d’ob-
tenir un bon résultat de 1’analyse prédictive des données massives. Alors,
CRF -Classical Random Rorests- deviendra IRF -Improved Random Rorests-
, la méthode développée (IRF) est améliorée par une nouvelle méthode
d’élagage différente de telle de 1'élagage traditionnel, o1 cette nouvelle
méthode proposée repose principalement sur le calcul des probabilités

conditionnelles.

Psendo code Bandom Eorests ameliore

d" atbre, f : Feuille 5 : Echantillon boottrap. €, = {£. 650 a0y} 1 Las
Qwuwiput : E : ensambla d’arbras.

Processus:
Initialiser :E +~ @
if j ar é Ia: age mdm' 1 nnﬁl

Fori=1.MNdo
T.«5
Ifw = 1 then
Foreachv € T; do
~Caleulera, = diT(L), )
for
If x,. is 2 minimmm then
- Sélectiommer le neend v
- Ramplacear le noand « par la feuills f

End if
End if
Return : T; estremplacs par T,

ForeachC, & T}

-Calcular 1a probabilité p(C,), desortsque p(C,) =

Input : A : Ensamble ds domméss d'apprentissags, 1M : Mombre d arbras, T ;Asbra v - Meend

-Cemstmirs Parbre T, de sorte qua T, = {5, 8y o we By}
mtil T soit 1"arbra optimal

classes praditas.

RBT(Cy 5[ MC, (T] 1))

'

i p-I:C,}: Probahilité de manvaise classification de la classs €, é&ﬁiﬂ'l .
nbr(C,. S-'I:MCE, (TI-',E:}}:I Je nombsre d’individus mal classss par v
dans Uatbre T} da § appartisngant 4 la glassa ©,

=" € 5: Le nombrs d'individus mal classés par v dans Uarbra T} da £.%/

If = max (p(C))

-Supprimer catts classa (fenills) de T;' // élaguer las branches mutilas
End if

End for
Return : £+ E KT}

End for
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Pour mieux comprendre l'algorithme : (if # = max(p (C,))), on ap-
plique la probabilité conditionnelle (Bayes). Pour cela, prenons 1’exemple
suivant :

Par exemple, un arbre est constitué de dix classes, il y a une classe
a une mauvaise classification C, parmi ces dix classes , en supposant que
cette classe a la probabilité la plus élevée, nous devons alors élaguer cette
classe E = “yes”, sachant que P(E/C,)=1, P(E / C,) =1

. __P(CNE) _ P(E/C,)P(C;)
Selon la formule de Bayes : P(C,/ E ) = PE) = P(E/C)P(C) +P(E/CIPC)
D’ou:
P(C:/ E) =100 =1 (€lagage possible).
Bien au contraire : E = “no”, P(E/C,)=o0, P(E / C,) =0
D’ou:
P(C// E ) =ga12kas =0 (€lagage impossible).
Expérimentation

Apres la réalisation de 1’architecture proposée qui est illustrée dans
la figure 5.2, cette architecture est composée d"un nceud central, de trois
supers nceuds, de trois nceuds auxiliaires, et de trois nceuds de calcul, de
sorte que chaque nceud posséde les caractéristiques suivantes : Intel Core
i7-3.40 GHz processor, 8 GB RAM, 1TB Hard Disk et 1Gigabit Ehternet. Et
comme software, nous avons besoin : Hadoop 2.6.2, Spark version 2.2.0,
ZooKeeper version 3.4.10, Java version 1.8.0_101, et le systeme d’exploita-
tion Ubuntu version 14.04.2 . On peut exécuter 1TB de données sur Spark
dans chaque nceud de calcul (principe de RDD du Spark).

Dans notre travail, nous avons fait trois expérimentations pour
I’évaluation de performance de la prédiction dans le contexte Big Data.

La premiere expérimentation concerne le développement des foréts
aléatoires classiques.

Dans cette expérimentation, nous avons effectué un seul test (Test1).

Test 1 : On évalue I'algorithme Random Forests amélioré dans un
neeud de calcul de notre model proposé. Puis, nous comparons le clas-
sifieur Random Forest traditionnel avec Random Forests amélioré (notre
proposition), dont chaque Random Forest est composé de 1000 arbres en
utilisant trois bases de données de I'UCI Machine Learning Repository
[Bache & Lichman 2013], ces bases de données sont décrites dans le ta-
bleau 5.1 :
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Data set

Instances

Features

Classes

11,000,000

28

2

HIGGS (2.1 Gigaoctet)

kddzo1o (algebra) (274 Megaoctet) | 8,407,752 | 20,216,830 | 2

real-sim (33.6 Megaoctet) 72,309 20,958 2

TABLE 5.1 — Un tableau descriptif des jeux de données utilisés pour évaluer la perfor-
mances des foréts aléatoires.

DataSet Higgs : Il s’agit d'un probleme de classification qui fait la
distinction entre un processus de signal (en avant-plan) qui produit des
bosons de Higgs et un processus en arriere-plan qui ne produit pas des
bosons de Higgs. Les données ont été produites a 'aide d'une simula-
tion de Monte Carlo. Les 21 premiers attributs (colonnes 2 a 22) sont des
propriétés cinétiques mesurées par des détecteurs de particules dans le
métronome. Les sept derniers attributs sont des fonctions pour les 21 pre-
miers attributs c.a.d. 21 attributs de bas niveau (quantité de particules) et
sept attributs de haut niveau dérivées par physiciens des afin de permettre
la distinction entre les deux classes (processus en avant-plan ou processus
en arriere-plan) *°.

kddzo1o0 (algebra) : est une compétition permettant d’extraire des don-
nées pédagogiques pour prédire la performance d"un éleve face a des pro-
blemes mathématiques (algebre), a partir d'informations relatives aux per-
formances passées. A la fin de la compétition, le gagnant réel sera déter-
miné en fonction de ses performances. Cette tiche de prédiction présente
non seulement un défi technique pour les chercheurs, mais également une
importance pratique ,de sorte que des prédictions précises peuvent étre
utilisées pour mieux comprendre les performances des étudiants en ma-
thématiques entre les deux classes : Bon ou faible, et pour améliorer les
performances des étudiants '*.

real-sim est un ensemble de données de classification des
textes/documents. Il est souvent utilisé pour la classification binaire,
ou la tache peut étre définie comme la séparation de documents sur des
sujets «réels» et «simulés» du corpus SRAA d’articles UseNet *>.

Les résultats du test (1) sont illustrés dans le tableau 5.2 ci-dessous :

10. https ://archive.ics.uci.edu/ml/datasets/HIGGS
11. https ://www.csie.ntu.edu.tw/ cjlin/libsvmtools/datasets/binary.html
12. https ://www.csie.ntu.edu.tw/ cjlin/libsvmtools/datasets/binary.html
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Data Set Classical Random Forest | Improved Random Forest

HIGGS Precision | 0.861788617 Precision | 0.881818181
Kappa 0.8438 Kappa 0.9019
MAE 0.0644 MAE 0.0432
RMSE 0.2358 RMSE 0.1848
Time(s) | 238 Time(s) | 221

kddzo1o0 (algebra) | Precision| 0.940366972 Precision | 0.971491228
Kappa 0.8917 Kappa 0.9194
MAE 0.0496 MAE 0.0355
RMSE 0.2055 RMSE 0.1738
Time(s) | 47 Time(s) | 43

real-sim Precision | 0.747685185 Precision | 0.767220902
Kappa 0.7128 Kappa 0.7327
MAE 0.1155 MAE 0.108
RMSE 0.3318 RMSE 0.3201
Time(s) |7 Time(s) | 6

TABLE 5.2 — Comparaison des résultats de prévision entre CRF et IRF.
-a Dam S - BIGGS

—=— Din madom | M nedicn Fors sts
e Iuprooe d Mendom Forests

F1GURE 5.7 — Comparaison du taux d’erreur entre le CRF et I'IRF du dataset :HIGGS
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FIGURE 5.8 — Comparaison du taux d’erreur entre le CRF et I'IRF du dataset : kddzo1o.
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Data Set : real-cm
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FIGURE 5.9 — Comparaison du taux d’erreur entre le CRF et I'IRF du dataset :real-sim
La deuxiéme expérimentation concerne l’architecture proposée
pour l'analyse prédictive de données massives (voir section 5.2.1).
La troisieme expérimentation concerne 1’abstraction de 1’échantillon
représentatif (la base d’apprentissage représentative). Dans cette expéri-
mentation , nous avons effectué trois tests (Test2, Test3 et Tests).
Test 2 : présente 1’analyse prédictive du Big Data sans 1'utilisation
de la base d’apprentissage partagée.
Test 3 : présente I'analyse prédictive du Big Data avec 1'utilisation
de la base d’apprentissage partagée, mais cette base est extraite de la base
d’apprentissage globale qui se trouve dans le nceud central.
Test 4 : présente 'analyse prédictive du Big Data avec 1'utilisation
la base d’apprentissage représentative, de sorte que cette base d’appren-
tissage est extraite a partir de la base d’apprentissage partagée et la base
d’apprentissage partielle, sachant que la base d’apprentissage représenta-
tive est sauvegardée sur les supers nceuds (notre modele proposé).
Afin de présenter les trois tests (2,3 et 4), on utilise le data-set
kdd2o012 sauvegardé sous format LIBSVM '3, kdd2o12 est décrit dans le
tableau 5.3 comme suit :
Dataset Instances training Instances validation | Features | Classes

KDDz2o12 (1.95 Go) | 119705032 (1.60 Go) | 29934073 (458.26 Mo) | 54686452 | 2

TaBLE 5.3 — Un tableau descriptif du dataset (KDD2012) utilisé pour I'analyse prédictive.

13. http ://www.csientu.edu.tw/ cjlin/libsvmtools/datasets/binary.htmlkdd2o12
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KDD Cup 2012 : est une base de données pour objectif de prédire le
taux de clics sur des pages Web publicitaires contenant des informations
sur la publicité, la requéte et 'utilisateur, car le modele économique der-
riere la publicité nécessite des informations introduite de la part des clients
pour évaluer les annonces. Dans le fichier donné, chaque ligne indique un
vecteur de caractéristiques sur les pages publicitaires et le nombre d’appa-
rition avec click (consulter la page) ou non click (fermer la page). Avec sous
ces valeurs de caractéristiques, nous définissons la classe prédite comme
étant positive si le nombre de clics est non nul et négative dans le cas
contraire.

Les résultats du test(2), test(3) et test(4) sont illustrés dans le tab-5.4 :

Datn set | Clnstery, | Big Data predictive analytics: test? | Big Data predictive amalyficy;test 3 | Big Data predictive apalyfiestest 4
classified 03,6500 %% classified 05.053 % classified 0E.0106 %%
instances M instances M instances by
classified 6.3401 % classified 4.047 % classified 30804 %
instances ¥ instances ¥ instances b

Smbaetl | Clnsterl | FASE 02023 RASE 0.1768 RMSE 0.1303
MAE 0.0552 MAE 00445 MAE 0.0333
Kappa 0.0047 Kappa 00256 Kappa 0.9537

s 0.B42B5T142857142 s 0.87TIT2TITITITIVGT i3 001244036607 HTT
Total ome BE.16 = Total ome 2811z Total fime BB 54z
classified 03,4884 % classified 05.1380 % classified DE.B543 %
instances M instances M instances by
classifipd 6.5116 % classifipd 4. 8511 % classifipd 3.1457 %
instances b instances b instances b

spbser? | Cinster2 BMSE 02003 BMSE 0.1753 BAMEE 0.1408
MAE 005435 MAE 00439 MAFE 0.0338
Kappa 0.502 Kappa 0.0268 Kappa 0.9528

| Pregision, 0.841 8075006045 | Presisiom, 0.8755555555555555 | Pregision, 0.91203 703 T3 T8 T1

Total time B7.532 Total time BE.0B= Total time BE.51=
clasyifigd £4.2613 % Elasyifigd £5.2462 % classifipd D6.003T
instances M instances M instances b
classifipd 57377 % classifipd 4. 7538 % classifipd 3.0083 %

= o instanmces B4 instanmces B4 imstanmces B4
BMSE 01885 BMSE 0.1738 RAMEE 0.1377
MAE 00450 MAE 00434 MAE 0.0325
Kappa 0.9136 Kappa 0.9282 Kappa 0.8540
Preqision, 0.B4B64064064286 | Prerision, 0. BTEZE0DR695652174 | Presision, 0.815828203539823
Total time BE.40: Total time BB.533: Total time BB.5T:

TABLE 5.4 — Un tableau descriptif du dataset (KDD2012) utilisé pour I'analyse prédictive.

Sachant que chaque sous-ensemble (Subset) = (la base d’apprentissage
représentative) + (la base de validation) = 1.114 Gigaoctet, de sorte que :
la base d’apprentissage représentative = (la base d’apprentissage partielle
(1/3 du data-set original) = 546,133 Mégaoctets) + (la base d’apprentis-
sage partagée=137 mégaoctets)=683,133 Mégaoctets, ainsi que la base de
validation=458,26 Mégaoctets.
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Le tableau 5.5 ci-dessous présente les résultats de 1’analyse prédic-
tive de chaque subset (nous utilisons le jeu de données kdd2012) pour
chaque cluster en utilisant la base d’apprentissage représentative, sachant
que la base de validation est identique et répétée (nous utilisons la méme
base de validation = 458,26 Mégaoctets) dans tous les sous-ensembles
(subset) afin de savoir que la base d’apprentissage représentative est si-
milaire dans tous les clusters. Ainsi que, nous vérifions que cette base
d’apprentissage donne des résultats égaux de la prédiction.

Drata set | Closters Classical Bandom Forest:test 4 Improved Bandpm Forest: test 4
m‘h&d&m 04 B3O8 % mﬂkd&m 06 9106 %
instances %% instances %%

Inrerrectly classified = 1407 % Inrerrectly classified. 1 "
: 5.1402 %% : 3.0B94 %
instances % instances %%

Smbsaet 1 Cluster 1 | RMSE 0.1938 EMSE 0.1395
MAE 0.0493 MAE 0.0333
Kappa 09211 Kappa 09537
Precizion 0.8823329411764706 | Precision 0.9128440366972477
Total ime 92.47s Total time BB 545
W‘h\,m g4 Q458 ® ;&mﬂkd&%ﬂﬁ&i 05 8541 %
instances % instances %

Inrorrectly classified z 54T 5 Inrorrectly classified 11457 &
5.0542 % 3.1457 %

instances % instances %o

EASE 0.1904 EMEE 0.1408

Subset 2 Closter 2
MAE 0.0465 MAE 0.0338
Kappa 0.9201 Kappa 09528
Precizion 0.BB29787234042553 | Precision 0.9120370370370371
Total time 92 445 Total time BB 51s
W‘h\,m gl 9167 ;&mﬂkd&%ﬂﬁ&i 05 9937 %
instances % instances %

Incorrectly clagsified 30633 % Inrorrectly classified 1 0063 %
instances %% instances %%

Sphsat 3 Cluster3 | BMSE 0.1875 EMEE 0.1377
MAE 0.0442 MAE 0.0325
Kappa 09012 Kappa 0.9549
Precision 0.8B2BEZEEIZEE2RE19 | Precision 0.915920203539821
Total time 92.49¢ Total time BB.57s

TABLE 5.5 — Un tableau descriptif de I'ensemble de données (KDD2o12) utilisé pour
U'analyse prédictive.

Nous concluons dans ce cas que nous pouvons diviser la base de vali-
dation (si elle est plus grandes) en sous bases de validation comme suit :

H : __ la base de validation .
sous base de validation=-"2"75 5028100 alors ¢

sous base de validation = % =152.753 Megaoctet. Dong, la taille

de tous les sous-ensembles de chaque cluster est : 683.133+152.753=835.886
Meégaoctets.
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Sub Set of Cluster |
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Sub Set of Cluster 2

FIGURE 5.11 — Prédiction préliminaire du cluster 2.
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Sub Set of Cluster 3
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FIGURE 5.13 — Prédiction final du Dataset orignal.
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Average run time of our madel for different data
sizes (GB) according to number of clusters.
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FIGURE 5.14 — Durée moyenne d’exécution de notre modele pour différentes tailles de
données (Gigaoctet) en fonction du nombre de clusters.

Discussion des résultats

Test 1 : La forét aléatoire améliorée conserve son efficacité afin de
fonctionner de maniere stable quelle que soit la taille des données utilisées
(voir tableau 5.2, tableau 5.5).

Test 2 : Ce travail est similaire au travail effectue par
[Rio et al. 2014][Madhusudanan et al. 2017],mais d’apres le premier test
du tableau 4.4, nous avons obtenu des résultats insatisfaisants de 1’analyse
prédictive du Big Data en utilisant de la méthode MapReduce.

Test 3 : On trouve plusieurs travaux dans ce sens. Par exemple
[Murata et al. 2015] utilise les données partagées extraites a partir de la
base d’apprentissage globale -original data-set- et distribuées uniformé-
ment sur tous nceuds de calcul. Cette technique donne de bons résultats
de I’analyse prédictive du Big Data. Mais, elle reste toujours un peu faible
avec notre proposition.
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Test 4 : La base d’apprentissage représentative obtenue par l'inté-
gration de deux bases d’apprentissage partielle et partagée présente une
excellente représentation du data-set original. Il donne donc de tres bons
résultats de 1’analyse prédictive du Big Data.

Par ailleurs, nous n’oublions pas que ces résultats obtenus ont été
soutenus par la méthode d’apprentissage supervisé Random Forests amé-
lioré (IRF) qui a joué un rdle principal dans ce contexte.

Pour approfondir la compréhension, nous expliquons en détail les
résultats obtenus comme suit :

Les résultats obtenus dans les figures 5.7, 5.8 et 5.9 montrent que le
taux d’erreur dans différents ensembles de données s’est révélé étre faible
(entre 1% et 3%), cela montre que le double élagage du Random Forests est
plus efficace pour donner de bons résultats de prévision.

Les résultats obtenus dans le tableau 5.4 et illustrés dans les figures
5.10, 5.11, 5.12 et 5.13 ci-dessus démontrent que la base d’apprentissage
représentative (notre proposition) donne de tres bons résultats de classifi-
cation avec un temps d’exécution en mode micro-batch (voir figure 5.14).
Mais il est possible d’améliorer ce mode de traitement de données en
mode streaming en ajoutant simplement les clusters (voir figure 5.14), de
sorte que chaque cluster soit composé d"un super-nceud, d"un nceud auxi-
liaire et d"un nceud de calcul.

A partir de figure 5.10, figure 5.11 et figure 5.12, nous concluons
deux conclusions : la premiére conclusion est que le test 4 donne un
meilleur résultat que les deux tests : test 2 et test 3 grace a I'IRF (amé-
lioration par double élagage), et la seconde conclusion, nous notons que
les résultats de prédiction pour chaque sous-ensemble sont presque égaux
grace a I'échantillon représentatif. En outre, comme le montre la figure
5.13, le résultat final de la prédiction pour 'ensemble de données d’ori-
gine (KDD2o12 d’une taille de 2 gigaoctet gérés dans un seul cluster) est
représenté par le test 4 = ,017380683244 avec un temps de calcul égal a 171
s.

De plus, la moyenne de prédiction du test 4 obtenue a partir des
trois sous-ensembles est la suivante : 0,9136034257 avec un temps d’exé-
cution moyen = 88,54 s En effet, la différence de précision est tres faible
(0,0037772575) par rapport a la taille des données utilisée.

Les résultats obtenus dans le tableau 5.5 montrent que le taux d’er-
reur de l’analyse prédictive des données massives entre différents clusters
est d’environ 1 <924> a 3 <924>. Cela montre que la base d’apprentis-
sage représentative est similaire dans tous les clusters grace a la technique
proposée.

Maintenant, nous pouvons dire que notre travail proposé conserve
le résultat de la prédiction dans les systemes distribués; c.a.d, ce résultat
est également garanti dans le calcul distribué et paralléle (division de la
base d’apprentissage entre différents nceuds de calcul lors de la prédic-
tion) quel que soit le volume de données traité.
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CONCLUSION

L’analyse de données massives pour la prédiction est un moyen
pour prévoir les probabilités futures avec un niveau de fiabilité acceptable
afin de prendre des décisions efficaces dans le plus bref délai, dans ce
chapitre, nous avons présenté la méthode Random Forests amélioré par
double élagage (IRF), cette technique permet d’augmenter la performance
et la précision de classification de données massives, et nous avons égale-
ment proposé une architecture distribuée supportées par les technologies
du Big Data. Cette architecture nous aide a extraire la base d’apprentis-
sage partagée, ainsi que 1’échantillon représentatif en utilisant la méthode
d’échantillonnage aléatoire stratifié. De plus, cette architecture permet de
communiquer les résultats de 1’analyse prédictive de données massives
dans quelques seconds.
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CONCLUSION GENERALE

Dans le domaine du Big Data, les données sont automatiquement
enregistrées via un support de traitement numérique avec une propriété
hétérogene créée a partir de différentes sources de données ou dans diffé-
rents contextes. Les algorithmes du Machine Learning peuvent permettre
d’extraire des modeles dans I’ensemble de données. Au fil des ans, ils ont
eu un grand succes en raison de leur capacité a traiter les problemes liés a
I'analyse prédictive. Mais le probléme, ils ne sont pas capables pour 1’ana-
lyse de données volumineuses. Dans certains cas, , la simple logique est de
savoir quand un modele prédictif ne sera pas suffisant pour résoudre un
probléme particulier (dans le domain du Big Data), notamment si tous les
cas sont traités rapidement et efficacement. Nous avons également mon-
tré que le domaine de l’analyse de données massives doit utiliser des al-
gorithmes robustes d’apprentissage automatique et des solutions du Big
Data pour développer de bons modeles prédictifs pour les utilisateurs.

Dans cette these, nous avons exploré comment utiliser des algo-
rithmes d’apprentissage automatique dans des systemes distribués pour
I'analyse de données volumineuses. Nous n’oublions pas également les
méthodes statistiques qui ont beaucoup contribué a cette évolution.

Parfois, les algorithmes d’apprentissage automatique ne peuvent
pas étre efficaces dans le traitement de données massives, car ils sont sou-
vent confrontés au probleme de sur-apprentissage, mais notre modele pro-
posé a prouvé son efficacité dans la classification des données massives.
En outre, les techniques d’échantillonnage statistique constituent un élé-
ment important de toute recherche quantitative visant a généraliser les
résultats de 1’étude a une grande population.Il est nécessaire d’obtenir la
taille d’échantillon requise et de sélectionner un échantillon représenta-
tif a ’aide des techniques d’échantillonnage appropriées. Les expériences
que nous avons menées dans cette theése ont montré que l’échantillon re-
présentatif (notre contribution) nous nous donnait de bons résultats de
classification en utilisant le classifieur Improved Random Forests. En plus,
n‘oubliez pas que le systéme distribué (notre architecture) pris en charge
par les solutions du Big Data a contribué pour accélérer le temps d’exécu-
tion.

En générale, nous pouvons dire maintenant que notre modéle pro-
posé [Dijafri et al. 2018] pour l'analyse prédictive des données massives
contribue positivement pour résoudre les problémes liés au Big Data no-
tamment le volume, la véracité et la vélocité. Mais, notre modele proposé
est influencé négativement lorsque le nombre de clusters est tres grand
(des milliers de clusters), car chaque cluster représente une partition de
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données, cela implique que la taille de la base d’apprentissage représenta-
tive devient un peu volumineuse. Dans ce cas, notre modele fonctionne a
pleine capacité, ce qui entraine un déficit de traitement au niveau du nceud
de calcul. Certaines personnes se posent la question suivante : pourquoi ne
devrions-nous pas augmenter le nombre de nceuds de calcul dans chaque
cluster ? La réponse est tout simplement que cette technique nous raméne
a la maniere classique. Ensuite, comme solution, nous extrayons un nouvel
échantillon de taille n en utilisant les techniques de bootstrap 4 a partir
de la base d’apprentissage globale, cette solution est similaire au travail
effectué par [Kleiner et al. 2014], de sorte que il extrait cet échantillon une
fois, puis il applique I'apprentissage. Tandis que, L’échantillon boostrap
est extrait plusieurs fois afin de construire la base d’apprentissage repré-
sentative. L'échantillonnage bootstrap est appliqué afin de préserver par-
faitement la précision du résultat global (éliminer la tres petite différence
de précision).

La survie du Big Data sera un grand défi a I’avenir, car nous vivons
dans une ére numérique et, partout dans le monde, quelqu'un veux trou-
ver une nouvelle technologie ou quelque chose pour rénover ce monde.
Par conséquent, de nombreuses technologies ou de nombreuses tendances
sont présentées chaque jour. Il est clair que le Big Data deviendra plus
vitail dans les années a venir. L’analyse prédictive se passe en une ana-
lyse prescriptive qui devrait étre plus courante et comprise par de nom-
breuses entreprises. L'obtention de la valeur métier a partir de données
nécessite une action rapide sur les événements en temps réel, sinon cette
valeur disparaitra. De plus, prendre des mesures intelligentes rapidement
exige plus qu'une simple prédiction; il faut savoir exactement quoi faire
et quand le faire. Grace aux solutions Big Data et a l'infrastructure in-
formatique distribuée omniprésente, nous prévoyons que la prochaine gé-
nération d’analyses du Big Data exploitera des fonctionnalités avancées
telles que le cloud computing, les algorithmes d’apprentissage automa-
tique avancés (Deep Learnig), ou utilisera d’autres solutions du Big Data
telles que Storm et Solr.

Plusieurs pistes de recherche s’ouvrent et méritent d’étre explorées,
dont on peut citer :

— Le boom de l'apprentissage automatique va changer le jeu. L'ap-
prentissage automatique qui joue un role important dans I’analyse
de données massives devrait prospérer dans un proche avenir.

14. -En statistiques, les techniques de bootstrap sont des méthodes d’inférence statis-
tique basées sur la réplication multiple des données a partir du jeu de données étudié,
selon les techniques de rééchantillonnage.

-Précisément, et c’est le sens du terme « rééchantillonnage », un bootstrap consiste a créer
des « nouveaux échantillons » statistiques, mais uniquement par tirage avec remise, a
partir de 1’échantillon initial.
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— Self-service : La demande d’experts en données sera assez chere. A

mesure que les volumes de données continueront de croitre, I'écart
entre les besoins et la disponibilité des experts augmentera consi-
dérablement. Dans ce cas, nous devons donc compter sur le Self-
service.

La confidentialité restera un sujet briilant, car la croissance rapide
des volumes de données crée des difficultés supplémentaires en
matiére de protection des intrusions et des cyber attaques, parce
que les niveaux de protection des données ne suivent pas le rythme
de croissance des données.

Le terme Big Data pourrait étre remplacé a 1’avenir par deux nou-
veaux termes : Les données rapides et les données exécutables. Cer-
tains experts affirment que le Big Data est mort et obsolete, et que
des données rapides le remplaceront bientot.
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QUELQUES CONCEPTS EN STATISTIQUES MATHEMATIQUES

Echantillons

Lors de I'étude statistique d’ensembles d’informations, la fagon de
sélectionner 1’échantillon est aussi importante que la maniére de 1’analyser.
II faut que I"échantillon soit représentatif de la population (nous ne faisons
pas nécessairement référence a des populations humaines!). Pour cela,
I’échantillonnage aléatoire est le meilleur moyen d’y parvenir.

Le statisticien part toujours de l'observation d'un ensemble fini
d’éléments, que nous qualifions de "population". Les éléments observés,
en nombre 7, sont tous de méme nature, mais cette nature peut étre fort
différente d’une population a 'autre.

Définitions

Nous sommes en présence d'un "caractere quantitatif’ lorsque
chaque élément observé fait explicitement 'objet d"'une méme mesure. A
un caractere quantitatif donné, nous associons une "variable quantitative"
continue ou discréte qui synthétise toutes les valeurs possibles que la me-
sure considérée est susceptible de prendre (ce type d’information étant
représenté par des courbes de Gauss, de Béta, de Poisson, etc.)

Nous sommes en présence d'un "caractere qualitatif" lorsque
chaque élément observé fait explicitement 1'objet d'un rattachement
unique a une "modalité" choisie dans un ensemble de modalités exclu-
sives (de type : homme |femme) permettant de classer tous les éléments
de I’ensemble étudié selon un certain point de vue (ce type d’informa-
tion étant représenté par des diagrammes a barre, fromages, diagrammes
a bulles, etc.). L'ensemble des modalités d"un caractere peut étre établi
a priori avant 'enquéte (une liste, une nomenclature, un code) ou apres
enquéte. Une population étudiée peut étre représentée par un caractere
mixte, ou ensemble de modalités tel que genre, tranche salariale, tranche
d’age, nombre d’enfants, situation matrinomaile par exemple pour un in-
dividu.

Un "échantillon aléatoire" est un échantillon tiré au hasard dans
lequel tous les individus d"une population ont la méme chance, ou "équi-
probabilité" (et nous insistons sur le fait que cette probabilité doit étre
égale), de se retrouver dans 1’échantillon.

Dans le cas contraire d’un échantillon dont les éléments n’ont pas
été pris au hasard, nous disons alors que I’échantillon est "biaisé" (dans le
cas inverse nous disons qu’il est "non-biaisé").

169



Annexe A. Annexes

Un petit échantillon représentatif est, de loin, préférable a un grand
échantillon biaisé. Mais lorsque la taille des échantillons utilisés est petite,
le hasard peut donner un résultat moins bon que celui qui est biaisé.

A.1.2 La Moyenne d'une série statistique

Une série statistique se représente souvent dans un tableau :

Valeurs X1 X2 | e Xp Total
Effectifs m Mo | eeo... 1y N
fréquence fi fo | fp 1

- La moyenne d’une série statistique est le réel noté x tel que :

_ mXxpt+nmxyt........ C Xy
X =
N
_On note :
_ 1 ¢
X = N ;nixz
i=1
Remarque :
On a aussi :
= 4
x:flxl+f2x2+ ...... +fpxp:2fle

A.1.3 La variance

-La variance d’une série statistique est le nombre noté V tel que :

m(xg —%) 2+ (=% +...... et mp(xp — )2
V=
N
On note :
V= ly ni(x; —%)*
= N & i\Ai
i=1

Remarques :

1. _La variance est un nombre positif.
2. On a aussi :

V=) filxi—%)?

Il <
,_\I ]
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Ecart type

-L’écart type d'une série statistique est le réel, noté o, tel que :

o=V

L’écart type est donc un parametre de dispersion car comme la va-
riance il mesure la dispersion des valeurs de la série autour de sa moyenne.

Espérance mathématique

-L'espérance mathématique d’une variable aléatoire continue X, de
densité f sur l'intervalle I = [a; b] est le réel défini par E(X) = fabt X f(t)dt

Le biais

Le biais permet de détecter la présence éventuelle d’erreur systé-
matique. Il correspond a la différence entre 1’espérance mathématique de
'estimateur d’un parameétre et le parametre lui-méme.

Biais = E (5) -y

Erreur quadratique moyenne

Mean Squared Error(MSE) : On peut construire un indicateur de
précision qui englobe les notions de biais et de variance, pour cela, il suffit
de calculer la moyenne des carrés des écarts des estimateurs a la vraie

valeur. R
MSE = E(6 — 0)? = (biais)* + variance

Fonction de densité de probabilité

La fonction de densité de probabilité est donnée par la formule
suivante :

171



A9

A.1.10

Aag.a1

A1.12

A.1.13

A4

Annexe A. Annexes

Vraisemblance

La probabilité d’obtenir un ensemble (de taille 1) de x-valeurs est :

nq _yp?
20
L) =11 o271

i=1

Corrélation

La corrélation est donnée par la formule suivante : r = Sy

Covariance

La covariance mesure la relation linéaire entre deux variables. La cova-
riance est similaire a la corrélation entre deux variables, cependant elle est
différente pour les raisons suivantes : Les coefficients de corrélation sont
normalisés.

Précision
C’est le rapport (ratio) entre le nombre de vrais positifs et la somme
des vrais positifs et des faux positifs.

Correctly Classified Instances

Le nombre d’individus bien classés, en valeur absolue, puis en
pourcentage du nombre total d’instances.

Incorrectly Classified Instances

Sous le méme format, le nombre d’instances mal classées.
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Mean Absolute Error

Erreur absolue en moyenne : pour chaque exemple, on calcule la
différence entre la probabilité (calculée parle classifieur) pour un exemple
d’appartenir a sa véritable classe, et sa probabilité initiale d’appartenir
‘a la classe qui lui a été fixée dans 1’ensemble d’exemples (individus) (en
général, cette probabilité vaut 1). On divise ensuitela somme de ces erreurs

par le nombre d’instances dans 1’ensemble d’exemples.

a1| -+ |p2—a2] +. + |pn—an|
n

MAE — 7L~

Root Mean-Squared Error

Cette mesure d’erreur concerne principalement les prédicteurs. Ra-
cine carrée de l'erreur quadratique moyenne : avec les mémes notations
que ci-dessus, elle correspond a :

RMSE = \/(pl —m)* 4+ (pr - m)?
n

Relative Absolute Error

Cette mesure d’erreur concerne principalement les prédicteursEr-
reur absolue relative : le nom parait trés mal choisi.
On compare l'erreur absolue avec 'erreur absolue d'un prédicteur tres
simple, qui retournerait toujours lavaleur moyenne des ai, soit

1 lp1 — a1| + ... + |pn — ay|
RAE = — j
n "

~ay — ax [+ ..+ |ag — an g1 |

Root relative Squared Error

Cette mesure d’erreur concerne principalement les prédic-
teurs.Racine carrée de 'erreur quadratique relative : rapport entre 'erreur
quadratique et ce que serait l'erreur quadratique d'un prédicteur qui
retournerait toujours la valeur moyenne.

RSE — (Pl_a1>2+"‘+(l9n_an)
(a1 —a)’+--+ (an —a)
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Kappa

Le coefficient Kappa est censé mesure le degré de concordance de
deux ou de plusieurs juges.
Py — P,
k=
1-P,

avec Po : La proportion de l’echantillon sur laquelle les deux juges sont
d’accord (i.e. la diagonale principalede la matrice de confusion).
_ L PP
e — n2

— pi : somme des éléments de la ligne i
— pj : somme des éléments de la colonne j
—n : taille de I’échantillon

Certains auteurs (Landis & Koch) ont proposé une échelle de degré
d’accord selon la valeur du coefficient :

Accord Kappa
Excellent >0.81
Bon 0.80-0.61
Modéré 0.4-0.41

Médiocre 0.4-0.21
Mauvais 0.20-0.0

Trés mauvais <0

Les mesures d’exactitude par classe

Pour une classe donnée, un classifieur, et un exemple, quatre cas
peuvent se présenter :

1. Le classifieur ne se trompe pas : c’est un vrai positif.
2. Le classifieur se trompe : c’est un faux négatif.
3. Le classifieur la lui attribue quand méme : c’est faux positif.

4. Le classifieur ne le range pas non plus dans cette classe : ¢’est un vrai
négatif.
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A.1.20.1 TP Rate

Rapport (ratio) des vrais positifs. Il correspond a :

nbre de vrais positifs nbre de vrais positifs

(nbre de vrais positfs + nbre de faux ngatifs)  nbre d'exemples de cette classe

C’est donc le rapport entre le nombre de bien classé et le nombre
total d’éléments qui devraient étre bien classes.

A.1.20.2 FP Rate

Rapport des faux positifs. Il correspond a :

nbre de faux positifs nbre de faux positifs

(nbredefaux positfs + nbre de vrais ngatifs)  nbre d'exemples n’etantpas de cette classe

La donnée des taux TP Rate et FP Rate permet de reconstruire la
matrice de confusion pour une classe donnée.
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